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L’aléa joue un rôle déterminant dans des contextes variés et il est souvent nécessaire
de le prendre en compte dans de multiples aspects des sciences de l’ingénieur, citons
notamment les télécommunications, la reconnaissance de formes ou l’administration des
réseaux. Plus généralement, l’aléa intervient aussi en économie (gestion du risque), en
médecine (propagation d’une épidémie), en biologie (évolution d’une population) ou en
physique statistique (théorie des transitions de phases). Dans les applications, les don-
nées observées au cours du temps sont souvent modélisées par des variables aléatoires
corrélées dont on aimerait prédire le comportement. L’objet de ce cours est de formaliser
la notion de corrélation en étudiant deux types de processus aléatoires fondamentaux en
théorie des probabilités : les chaînes de Markov et les martingales.

En 1913, A. Markov posait les fondements d’une théorie qui a permis d’étendre les
lois des probabilités des variables aléatoires indépendantes à un cadre plus général sus-
ceptible de prendre en compte des corrélations. La première partie de ce cours décrit la
théorie des chaînes de Markov et certaines de leurs applications. Le parti pris de ce cours
est de considérer le cadre mathématique le plus simple possible en se focalisant sur des
espaces d’états finis, voire dénombrables, pour éviter le recours à la théorie de la mesure.

Le comportement asymptotique des chaînes de Markov peut être classifié et prédit.
Nous verrons que la structure de ces processus aléatoires corrélés est encodée dans une
mesure invariante qui permet de rendre compte des propriétés ergodiques, généralisant
ainsi les suites de variables aléatoires indépendantes. La convergence des chaînes de Mar-
kov vers leurs mesures invariantes constitue un aspect fondamental de la théorie des
probabilités, mais elle joue aussi un rôle clef dans les applications.

Plusieurs exemples seront décrits pour illustrer le rôle majeur des chaînes de Markov
dans différents domaines de l’ingénierie comme les problèmes numériques (méthodes
de Dirichlet, optimisation), la reconnaissance de formes ou l’algorithme PageRank de
Google. Des exemples issus de la physique statistique (irréversibilité en théorie cinétique
des gaz, transitions de phases) ou de la dynamique des populations (arbres de Galton
Watson) permettront aussi d’éclairer certains aspects des chaînes de Markov. D’autres
applications des chaînes de Markov sont présentées dans le livre de M. Benaim et N. El
Karoui [2] et dans celui de J.F. Delmas et B. Jourdain [8]. Les ouvrages de C. Graham [13],
P. Brémaud [5] et J. Norris [23] constituent aussi de très bonnes références sur la théorie
des chaînes de Markov.

La seconde partie de ce cours porte sur la théorie des martingales qui permet d’étu-
dier d’autres structures de dépendance que celles définies par les chaînes de Markov. Les
martingales sont communément associées aux jeux de hasard et nous verrons comment
des stratégies optimales peuvent être définies à l’aide de martingales et de temps d’ar-
rêt. Les martingales forment une classe de processus aléatoires aux propriétés très riches.
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En particulier, les fluctuations de ces processus peuvent être contrôlées et leur conver-
gence facilement analysée. Les martingales permettent aussi d’étudier des mécanismes
de renforcement pour mieux comprendre des comportements collectifs, des algorithmes
stochastiques ou des phénomènes issus de l’écologie comme la dérive génétique.

D’autres aspects de la théorie des martingales figurent dans les livres de J. Neveu [22]
et D. Williams [29]. Les ouvrages de B. Bercu, D. Chafaï [3] et M. Duflo [9] proposent de
nombreux développements sur les applications des martingales aux algorithmes stochas-
tiques.

Des compléments sur la théorie de la mesure et des probabilités figurent en annexe. Ils
permettront d’approfondir certaines notions fondamentales de la théorie des probabilités
et pourront servir de référence. Les parties du cours marquées par une étoile ? servent
d’illustration et de complément, elles peuvent être omises en première lecture.

Des développements plus complets figurent dans l’excellent cours de J.F. Le Gall [18]
qui traite à la fois de la théorie de la mesure et des processus stochastiques. Les ouvrages
anglophones de R. Durrett [10] et G. Grimmett, D. Stirzaker [14] proposent aussi de nom-
breux approfondissements sur la théorie des probabilités.

Je souhaite exprimer toute ma reconnaissance à Nizar Touzi pour m’avoir permis de
reprendre des éléments de son cours [26]. Je tiens aussi à remercier chaleureusement Sté-
phanie Allassonnière, Anne de Bouard, Djalil Chafai, Jean-René Chazottes, Jean-François
Delmas, Laurent Denis, Lucas Gerin, Carl Graham, Arnaud Guillin, Arnaud Guyader,
Marc Hoffmann, Clément Mantoux et Sylvie Roelly qui m’ont aidé dans la rédaction de
ce cours par leurs précieux conseils et leur relecture attentive.
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Chapitre 1

De la marche aléatoire aux jeux de
cartes

La loi des grands nombres et le théorème central limite sont deux théorèmes clef de
la théorie des probabilités. Ils montrent que la limite d’une somme de variables aléa-
toires indépendantes obéit à des lois simples qui permettent de prédire le comportement
asymptotique. Prenons l’exemple classique d’une marche aléatoire symétrique (cf. figure
1.1)

X0 = 0 et pour n > 1, Xn =
n

∑
i=1

ζi (1.1)

où les {ζi}i > 1 sont des variables indépendantes et identiquement distribuées

∀i > 1, P(ζi = 1) = P(ζi = −1) = 1/2.

La loi des grands nombres implique la convergence presque sûre

lim
n→∞

1
n

Xn = E(ζ1) = 0 p.s. (1.2)

et le théorème central limite assure la convergence en loi vers une gaussienne de moyenne
nulle et de variance 1 que l’on notera γ

1√
n

Xn
(loi)−−−→

n→∞
γ . (1.3)

Pour de nombreuses applications, il est nécessaire d’ajouter des corrélations entre ces
variables et d’enrichir ce formalisme au cas de processus aléatoires qui ne sont pas une
simple somme de variables indépendantes. Par exemple, on voudrait décrire un mobile
soumis à une force aléatoire et à une force de rappel qui le maintient près de l’origine
(comme un atome qui vibre autour de sa position d’équilibre dans un cristal ou le prix
d’une matière première soumise à la loi de l’offre et de la demande) et représenter sa
position au cours du temps par Yn. Une façon simple de prendre en compte une force de
rappel est de construire récursivement une suite aléatoire

Y0 = 0 et n > 1, Yn = Yn−1 + signe(Yn−1)ζn , (1.4)
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FIGURE 1.1 – À gauche, une réalisation de la marche aléatoire symétrique n → Xn représentée
après 10000 pas. À droite, une réalisation de la trajectoire n → Yn représentée après 10000 pas
pour p = 0.45.

où les {ζi}i > 1 sont maintenant des variables indépendantes de Bernoulli de paramètre
p ∈ [0, 1/2]

∀i > 1, P(ζi = 1) = 1−P(ζi = −1) = p .

Dans (1.4), le signe de y est noté signe(y) ∈ {±1} et pour éviter toute ambiguïté, le signe
de 0 sera pris égal à 1. Si p = 1/2, Yn est égal en loi à Xn. Par contre si p < 1/2, le biais
aléatoire dépend du signe de Yn et il a tendance à ramener Yn vers 0 car E(ζ1) < 0. On
voit sur la figure 1.1 que l’amplitude et la structure des processus {Xn} et {Yn} sont très
différentes. Même pour un biais petit p = 0.45, la trajectoire n → Yn reste localisée au-
tour de 0. Un des enjeux de ce cours sera de décrire le comportement asymptotique de Yn.
Pour le moment, essayons de deviner ce comportement limite. La figure 1.2 montre une
trajectoire de Yn dix fois plus longue que celle de la figure 1.1 et on constate que l’ampli-
tude de cette trajectoire reste sensiblement inchangée. Ceci contraste avec l’amplitude de
la marche aléatoire qui croît comme

√
n par le théorème central limite. L’histogramme de

la figure 1.2 représente la fréquence des passages de la trajectoire en un site, i.e. la mesure
πn définie par

∀y ∈ Z, πn(y) =
1
n

n

∑
k=1

1{Yk=y} .

On montrera que πn converge vers une mesure limite π qui encode le comportement
asymptotique de Yn

∀y ∈ Z, lim
n→∞

1
n

n

∑
k=1

1{Yk=y} = π(y) p.s.

Cette convergence peut s’interpréter comme un analogue de la loi des grands nombres.
Ceci pose plusieurs questions auxquelles nous essayerons de répondre dans ce cours

— Peut on décrire la mesure π ?
— Quel est le temps nécessaire pour que πn soit proche de π ?

Le processus {Yn}n > 0 en (1.4) a été obtenu par une récurrence aléatoire Yn+1 = f (Yn, ζn+1)
pour une fonction f bien choisie. Sous cette forme, la structure additive de la marche aléa-
toire Xn a disparu et on peut ainsi envisager de construire des processus à valeurs dans
un espace général. Par exemple, on peut définir une marche aléatoire sur le graphe G de
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FIGURE 1.2 – À gauche, une réalisation de la trajectoire n→ Yn est représentée après 100000 pas.
À droite, l’histogramme correspondant au nombre de passages par chaque site pour la trajectoire.

la figure 1.3 : le marcheur part d’un site donné et évolue à chaque pas de temps en sautant
uniformément sur un des voisins du site occupé.

FIGURE 1.3 – Un graphe aléatoire (de Barabási-Albert) avec 50 sites.

Pour construire la récurrence aléatoire correspondante, on note V(x) l’ensemble des
voisins d’un site x de G, i.e. les sites reliés à x par une arête. On décrit maintenant une
procédure pour choisir uniformément un des voisins à l’aide d’une variable aléatoire
uniforme sur [0, 1]. On note deg(x) le degré de x, i.e. le cardinal de l’ensemble V(x)
(qui peut varier en fonction du site x). On numérote (une fois pour toute) par un indice
entre 0 et deg(x)− 1 chaque arête entre x et ses voisins. Pour tout x ∈ G et u ∈ [0, 1], on
définit f (x, u) comme le voisin de x dont l’arête a le numéro bdeg(x)uc, où b·c représente
la partie entière. On a ainsi une construction explicite d’une marche aléatoire {Yn}n > 0
sur le graphe G en générant l’aléa à partir d’une suite {ξn}n > 1 de variables aléatoires
indépendantes et uniformément distribuées sur [0, 1]

Y0 = 0 et n > 1, Yn+1 = f (Yn, ζn+1) .

La marche étant construite, on voudrait comprendre son comportement asymptotique :
après un temps très long, quelle est la probabilité que la marche soit sur un site donné ?
On verra entre autres que cette probabilité est proportionnelle au degré de chaque site.
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Le modèle peut encore être enrichi en orientant les arêtes du graphe (cf. figure 1.4) et
en autorisant seulement les transitions selon les arêtes orientées. La probabilité de chaque
saut peut aussi être pondérée selon les voisins, par exemple sur le graphe de la figure 1.4 :
la marche peut passer du site 1 au site 2 avec la probabilité P(1, 2) = 1/2, au site 3 avec
la probabilité P(1, 3) = 1/4 et rester sur place avec la probabilité P(1, 1) = 1/4. La seule
contrainte étant d’ajuster la somme des probabilités à 1.

1 2

1/2

1/4

1/4

3

1/4
3/4

1

FIGURE 1.4 – Un graphe orienté avec 3 sites.

L’essentiel des exemples concrets que nous allons rencontrer dans ce cours peuvent
se formaliser comme une marche aléatoire sur un graphe orienté avec des probabilités de
transition associées à chaque lien. Parmi les exemples de marche aléatoire sur un graphe
traités dans ce cours, nous évoquerons les robots d’indexation qui parcourent le World
Wide Web pour collecter les données et indexer des pages Web. Certains graphes peuvent
être compliqués et il est important de développer une théorie générale pour appréhender
cette complexité.

Terminons ce tour d’horizon sur les chaînes de Markov par le mélange de cartes.
On représente un jeu de 52 cartes en numérotant leurs positions dans le paquet de 1 à
K = 52. Mélanger les cartes revient à appliquer des permutations successives sur leurs
positions. Mathématiquement, cette procédure n’est rien d’autre qu’une marche aléatoire
sur le groupe symétrique SK des permutations sur {1, 2, . . . , K}. Initialement les cartes
sont rangées dans l’ordre et l’état de départ est la permutation identité Id = {1, 2, . . . , K}.
Étant donné une mesure µ de référence, on choisit au hasard une permutation σ1 sous µ
et le jeu de cartes est réordonné en σ1 = σ1 ◦ Id. Pour battre les cartes, on itère plusieurs
fois cette opération en tirant au hasard des permutations σ1, σ2, . . . , σn et en les composant
σn ◦ · · · ◦ σ2 ◦ σ1. On peut imaginer différentes règles pour mélanger les cartes et choisir les
permutation σk. Par exemple, permuter à chaque fois deux cartes choisies aléatoirement
ou pour un modèle plus réaliste (mais mathématiquement plus compliqué) couper le jeu
en 2 paquets et insérer l’un dans l’autre (riffle shuffle). On a ainsi construit une récurrence
aléatoire sur le groupe symétrique SK.

Si on mélange suffisamment longtemps le paquet, on s’attend à ce que les positions
des cartes soient réparties uniformément parmi les 52! choix possibles. Pour le joueur de
poker, le comportement asymptotique ne sert à rien. La véritable question est de savoir
combien de fois il faut mélanger le jeu de cartes ? En termes mathématiques, on veut éva-
luer la vitesse de convergence vers un état d’équilibre. Cette question est déterminante
pour de nombreuses applications. Si on souhaite réaliser une simulation numérique par
un algorithme stochastique, il faut pouvoir prédire à quel moment la simulation peut
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être arrêtée. Dans ce cours, des critères théoriques sur les vitesses de convergence seront
présentés.

Les modèles décrits précédemment sont tous des chaînes de Markov et peuvent être
traités dans un formalisme unifié qui sera décrit dans les chapitres suivants.





Chapitre 2

Propriété de Markov

Dans ce chapitre, nous allons définir les chaînes de Markov et présenter leurs pre-
mières propriétés.

2.1 Propriété de Markov et matrice de transition

Une suite de variables aléatoires {Xn}n > 0 prenant ses valeurs dans un ensemble E est
appelée un processus aléatoire discret avec espace d’états E. Dans ce cours, on ne considérera
que des espaces d’états E finis ou dénombrables.

Le point commun entre les exemples de processus aléatoires discrets présentés au
chapitre 1 est la propriété de Markov : la dépendance du processus au temps n + 1 par
rapport à son passé se résume à la connaissance de l’état Xn. On peut le formaliser ainsi

Définition 2.1 (Propriété de Markov). Soit {Xn}n > 0 un processus aléatoire discret sur un es-
pace d’états dénombrable E. Le processus satisfait la propriété de Markov si pour toute collection
d’états {x0, x1, . . . , xn, y} de E

P
(
Xn+1 = y

∣∣ X0 = x0, X1 = x1, . . . , Xn = xn
)
= P

(
Xn+1 = y

∣∣ Xn = xn
)

(2.1)

dès que les deux probabilités conditionnelles ci-dessus sont bien définies. Le processus {Xn}n > 0
sera alors appelé une chaîne de Markov. Si le membre de droite de (2.1) ne dépend pas de n, on
dira que la chaîne de Markov est homogène.

Les conditionnements dans (2.1) s’interprètent comme des probabilités condition-
nelles

P(A | B) = P(A ∩ B)
P(B)

si P(B) 6= 0

avec les évènements A = {Xn+1 = y} et B = {X0 = x0, X1 = x1, . . . , Xn = xn}. Dans ce
cours, on ne considèrera que des chaînes de Markov homogènes. La distribution d’une
chaîne de Markov homogène {Xn}n > 0 peut donc être codée simplement par une matrice
de transition P = {P(x, y)}x,y∈E. La matrice de transition décrit la probabilité de passer de
x à y

∀x, y ∈ E, P(x, y) = P
(
Xn+1 = y

∣∣ Xn = x
)

(2.2)

17
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et elle satisfait

∀x, y ∈ E, P(x, y) > 0 et ∀x ∈ E, ∑
y∈E

P(x, y) = 1.

Comme la chaîne est homogène les transitions ne dépendent pas du temps et la relation
(2.2) est valable pour tout n.

Montrons maintenant que les processus définis au chapitre 1 vérifient la propriété de
Markov.

Théorème 2.2 (Récurrence aléatoire). Soit {ξn}n > 1 une suite de variables aléatoires indépen-
dantes et identiquement distribuées sur un espace F. Soit E un espace d’états dénombrable et f
une fonction de E × F dans E. On considère aussi X0 une variable aléatoire à valeurs dans E
indépendante de la suite {ξn}n > 1.

La récurrence aléatoire {Xn}n > 0 définie par la relation

n > 0, Xn+1 = f (Xn, ξn+1) (2.3)

est une chaîne de Markov.

Démonstration. Nous allons établir la propriété de Markov (2.1)

P
(
Xn+1 = y

∣∣ X0 = x0, . . . , Xn = xn
)
=

P ( f (Xn, ξn+1) = y, X0 = x0, . . . , Xn = xn)

P (X0 = x0, . . . , Xn = xn)

=
P ( f (xn, ξn+1) = y, X0 = x0, X1 = x1, . . . , Xn = xn)

P (X0 = x0, X1 = x1, . . . , Xn = xn)
.

L’évènement {X0 = x0, X1 = x1, . . . , Xn = xn} ne dépend que des variables {X0, ξ1, . . . , ξn}
qui sont indépendantes de l’évènement { f (xn, ξn+1) = y}. Par conséquent, le numéra-
teur est le produit de la probabilité de ces deux évènements indépendants et on en déduit

P
(
Xn+1 = y

∣∣ X0 = x0, . . . , Xn = xn
)
= P ( f (xn, ξn+1) = y) = P

(
Xn+1 = y

∣∣ Xn = xn
)

.

La propriété de Markov est donc vérifiée et la formule précédente permet de déterminer
la matrice de transition

∀x, y ∈ E, P(x, y) = P ( f (x, ξ1) = y) .

Inversement à toute matrice de transition P indexée par N = {0, 1, 2, . . .} (l’ensemble
des entiers naturels), on peut associer une chaîne de Markov en construisant une récur-
rence aléatoire. Étant donné un état Xn = x de N, on choisit au hasard une variable
aléatoire ξn+1 uniforme sur [0, 1] et on attribue à Xn+1 la valeur

Xn+1 = y si ξn+1 ∈
]

y−1

∑
k=0

P(x, k),
y

∑
k=0

P(x, k)

]

avec la convention ∑−1
k=0 = 0. Cette relation définit la fonction f : N× [0, 1] 7→ N de la

récurrence aléatoire (2.3). La même procédure s’applique pour une matrice de transition
sur un espace E dénombrable.
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2.2 Exemples de chaînes de Markov

Variables indépendantes.
Une suite de variables aléatoires indépendantes et identiquement distribuées consti-

tue un exemple élémentaire de chaîne de Markov. Dans ce cas, la représentation sous
forme de récurrence aléatoire est évidente Xn+1 = f (ξn+1) et la matrice de transition
(2.2) ne dépend plus du site de départ

∀x, y ∈ E, P(x, y) = P
(
Xn+1 = y

∣∣ Xn = x
)
= µ(y),

où µ est la loi des variables {Xn}n > 0 sur E.

Chaîne de Markov à 3 états.
On considère une chaîne de Markov à 3 états, notés E = {1, 2, 3}, dont le graphe de

transition est représenté figure 2.1. Sa matrice de transition P = {P(i, j)} est donnée par

P =




1/4 1/2 1/4
1/4 3/4 0

0 1 0


 . (2.4)

1 2

1/2

1/4

1/4

3

1/4
3/4

1

FIGURE 2.1 – Un graphe de transitions à 3 états.

Marche aléatoire.
Reprenons l’exemple (1.1) de la marche aléatoire sur Z

X0 = 0 et pour n > 0, Xn+1 =
n+1

∑
i=1

ζi = Xn + ζn+1, (2.5)

où les {ζi}i > 1 sont des variables indépendantes et identiquement distribuées

∀i > 1, P(ζi = 1) = p et P(ζi = −1) = q = 1− p.

Cette récurrence aléatoire a pour matrice de transition

∀x, y ∈ Z, P(x, y) =





p, si y = x + 1
q, si y = x− 1
0, sinon
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La matrice de transition est cette fois indexée par Z×Z (mais la plupart de ses coeffi-
cients sont nuls).

On peut aussi considérer la marche aléatoire dans un domaine fini {1, . . . , L} par
exemple en supposant que le domaine est périodique. Dans ce cas si la marche aléatoire
est en L, elle sautera en 1 avec probabilité p et réciproquement elle sautera de 1 à L avec
probabilité q. La matrice de transition P sera une matrice L× L

P =




0 p 0 . . . 0 0 q
q 0 p . . . 0 0 0
...

...
...

...
...

...
...

0 0 0 . . . q 0 p
p 0 0 . . . 0 q 0




. (2.6)

File d’attente.
Les files d’attente interviennent dans des contextes variés : dans les magasins, pour

gérer des avions au décollage, pour le stockage de requêtes informatiques avant leur
traitement, etc. Le modèle le plus simple consister à supposer que ξn clients arrivent dans
la file au temps n. On choisit les variables ξn indépendantes et identiquement distribuées
à valeurs dans N. Le serveur sert exactement 1 client à chaque pas de temps si la file n’est
pas vide. Le nombre de clients Xn dans la file au temps n vérifie donc

Xn = (Xn−1 − 1)+ + ξn, (2.7)

où la partie positive est notée x+ = sup{0, x}. Le processus {Xn}n > 0 est une récurrence
aléatoire sur N et donc une chaîne de Markov. Sa matrice de transition est donnée pour
tous x, y dans N par

P(x, y) = P
(
ξ1 = y− (x− 1)+

)
.

FIGURE 2.2 – Les deux graphiques représentent le nombre de clients au cours du temps dans une
file d’attente du type (2.7) où les arrivées sont distribuées selon une loi de Poisson de paramètre
λ. Dans le graphique de gauche, λ vaut 0.8 et le taux de service est suffisant pour résorber les
demandes. Sur la figure de droite, le nombre de clients en attente diverge avec le temps car λ = 1.2
et les arrivées sont trop importantes pour la capacité de service.

La récurrence aléatoire (2.7) a une structure similaire à celle de la marche aléatoire
(2.5), cependant leurs comportements asymptotiques peuvent être très différents. Dans
la pratique, il s’avère essentiel de déterminer la stabilité d’une file d’attente en fonction
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de la distribution des arrivées ξn, i.e. de déterminer si Xn diverge ou non quand le temps
n tend vers l’infini. Cette question sera formalisée dans la suite du cours (cf. par exemple
le théorème 4.8), mais la figure 2.2 permet déjà d’entrevoir différents comportements
asymptotiques selon le taux des arrivées.

2.3 Chaîne de Markov avec mémoire

Dans la pratique, la propriété de Markov s’avère parfois trop restrictive pour modéli-
ser certains phénomènes où la dépendance entre deux observations est à longue portée.
Néanmoins, la propriété de Markov, présentée dans la définition 2.1, peut facilement se
généraliser en définissant la loi du processus au temps n + 1 en fonction des k valeurs
précédentes et pas uniquement de la valeur au temps n. On dit alors que le processus
{Xn}n > 0, à valeurs dans E, satisfait la propriété de Markov avec mémoire de taille k si pour
toute collection d’états {x0, x1, . . . , xn, y} de E avec n > k− 1 :

P
(
Xn+1 = y

∣∣ X0 = x0, X1 = x1, . . . , Xn = xn
)

(2.8)

= P
(
Xn+1 = y

∣∣ Xn = xn, Xn−1 = xn−1, . . . , Xn−k+1 = xn−k+1
)

= P
(
(xn−k+1, . . . , xn−1, xn), y

)
,

où P est la nouvelle matrice de transition. Étant données les k premières valeurs X0 =
x0, . . . , Xk−1 = xk−1, le processus est alors défini itérativement. La propriété de Markov
classique correspond à une mémoire de taille k = 1. Remarquons que pour des variables
indépendantes et identiquement distribuées, il y a une absence totale de mémoire (k = 0).

Pour illustrer le rôle de la mémoire, nous allons décrire une expérience numérique
suggérée par Claude Shannon dans un article célèbre de 1948 [25] où il a posé les bases
mathématiques de la théorie de l’information et du codage. Un des éléments importants
de son travail consistait à utiliser la structure statistique des messages émis afin de pou-
voir coder efficacement le flux d’information. Pour cela, Claude Shannon propose de mo-
déliser un message générique par une suite de caractères issus d’une chaîne de Markov.
La modélisation la plus simple est de considérer que les 26 lettres de l’alphabet (aux-
quelles on ajoute l’espace) sont distribuées aléatoirement selon une loi déterminée en
utilisant la fréquence d’apparition de chaque caractère à partir d’un texte de référence 1.
Si on fait l’hypothèse que les caractères sont indépendants les uns des autres, un message
typique ressemblera à ceci :
reeahhencartda m ht e bsiw fd tsswfmeiidac l tnpwlly yothe lee fhcplgoxpr bla
tnowrharwroonhp t h rthae ep nmmeese cstonlnitgesgeisoufy pgh m ligs

Certaines successions de lettres étant plus probables que d’autres, on peut affiner cette
modélisation en déterminant la fréquence d’apparition d’un caractère en fonction du pré-
cédent. Ceci revient à supposer que les lettres d’un message sont tirées au hasard selon
un processus de Markov dont la matrice de transition est estimée à partir d’un ou de
plusieurs ouvrages. L’exemple suivant ne semble pas indiquer que cette mémoire addi-
tionnelle apporte un progrès significatif par rapport au cas indépendant :

1. Dans les exemples suivants, nous avons utilisé Moby-Dick de H. Melville pour estimer la probabilité
de transition des différentes chaînes de Markov.
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thit fthem hilkedald ides iaur mply thomut pine py r ssire taig gling by rce
swane berersuparecormrt othor t ithin w id ty to by thedotha wed alowhare os

Néanmoins, on peut vouloir aller plus loin en tenant compte de la fréquence d’apparition
d’un caractère en fonction des k lettres précédentes. Un message est alors représenté par
une chaîne de Markov avec mémoire de taille k. Les exemples suivants, obtenus par cette
procédure, montrent l’amélioration de la structure des messages quand la taille de la
mémoire augmente :
Exemple avec une mémoire de taille k = 2 :
th of thermishow s ous matil annitessunmell st swunce a pir pulamot als bibl
once witer ongat ine sholend whalon the rom st lef clund a cous boong myshim
Exemple avec une mémoire de taille k = 3 :
the even thrushwhaleakness a roundurealay timo wettle is from shipplinthe ball
stance in comeway neverhull mised not being chantarbuck we mast of mounts
Exemple avec une mémoire de taille k = 4 :
the is and them in has the age eyeupon moreover nay looped among up all that
me announced on done reach a what s the had s moby day young me affairly or
Cette expérience numérique indique que dans la pratique, il est donc parfois souhaitable
d’enrichir le modèle et de considérer une mémoire suffisamment large.
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En tenant compte de la fréquence d’apparition d’un caractère en fonction des k lettres pré-
cédentes, un message peut aussi être représenté par une chaîne de Markov de mémoire
k. Les exemples suivants montrent l’amélioration de la structure des messages quand la
taille de la mémoire augmente :

Exemple avec une mémoire k = 2 :
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Exemple avec une mémoire k = 4 :
the is and them in has the age eyeupon moreover nay looped among up all that
me announced on done reach a what s the had s moby day young me affairly or

D’un point de vue mathématique, n’importe quelle chaîne de Markov de mémoire k
peut se réduire à une chaîne de Markov de mémoire 1. Il suffit simplement d’augmenter
la complexité de l’espace d’états et de considérer la nouvelle chaîne de Markov définie
sur E = Ek :

8n > 0, Zn = (Xn�k+1, Xn�k+2, . . . , Xn) 2 E . (2.9)

Ainsi

P
�
Xn+1 = y

�� X0 = x0, X1 = x1, . . . , Xn = xn
�

(2.10)

= P
�
Xn+1 = y

�� Xn = xn, Xn�1 = xn�1, . . . , Xn�k+1 = xn�k+1
�

= P
�
(xn�k+1, . . . , xn�1, xn), y

�
,

x0, x1, . . . , xn�k+1, xn�k+2, . . . , xn�2, xn�1, xn| {z }
Zn

, xn+1 (2.11)

x0, x1, . . . , xn�k+1,
Zn+1z }| {

xn�k+2, . . . , xn�2, xn�1, xn, xn+1 (2.12)
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x0, x1, . . . , xn�k+1,
Znz }| {

xn�k+2, . . . , xn�2, xn�1, xn, xn+1 (2.11)

2.4 Loi d’une chaîne de Markov

Dans cette section, on considère une chaîne de Markov homogène {Xn}n > 0 sur E
dont la donnée initiale X0 est choisie aléatoirement sur E selon la mesure de probabilité
µ0 qui attribue les probabilités {µ0(x)}x2E aux éléments de E. On notera

8x 2 E, Pµ0

�
X0 = x

�
= µ0(x).

L’enjeu des paragraphes suivants est de déterminer la distribution de la chaîne de Mar-
kov au cours du temps.

2.4.1 Équation de Chapman-Kolmogorov

Après n pas de temps, Xn sera distribuée selon une loi que l’on notera µn

8x 2 E, µn(x) := Pµ0

�
Xn = x

�
.
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dont la donnée initiale X0 est choisie aléatoirement sur E selon la mesure de probabilité
µ0 qui attribue les probabilités {µ0(x)}x2E aux éléments de E. On notera

8x 2 E, Pµ0

�
X0 = x

�
= µ0(x).

L’enjeu des paragraphes suivants est de déterminer la distribution de la chaîne de Mar-
kov au cours du temps.

2.4.1 Équation de Chapman-Kolmogorov

Après n pas de temps, Xn sera distribuée selon une loi que l’on notera µn

8x 2 E, µn(x) := Pµ0

�
Xn = x

�
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FIGURE 2.3 – L’information codée dans le processus {Zn}n > 0 est redondante car Zn contient
déjà k � 1 coordonnées de Zn�1.
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En tenant compte de la fréquence d’apparition d’un caractère en fonction des k lettres pré-
cédentes, un message peut aussi être représenté par une chaîne de Markov de mémoire
k. Les exemples suivants montrent l’amélioration de la structure des messages quand la
taille de la mémoire augmente :

Exemple avec une mémoire k = 2 :

th of thermishow s ous matil annitessunmell st swunce a pir pulamot als bibl
once witer ongat ine sholend whalon the rom st lef clund a cous boong myshim

Exemple avec une mémoire k = 3 :
the even thrushwhaleakness a roundurealay timo wettle is from shipplinthe ball
stance in comeway neverhull mised not being chantarbuck we mast of mounts
Exemple avec une mémoire k = 4 :
the is and them in has the age eyeupon moreover nay looped among up all that
me announced on done reach a what s the had s moby day young me affairly or

D’un point de vue mathématique, n’importe quelle chaîne de Markov de mémoire k
peut se réduire à une chaîne de Markov de mémoire 1. Il suffit simplement d’augmenter
la complexité de l’espace d’états et de considérer la nouvelle chaîne de Markov définie
sur E = Ek :

8n > 0, Zn = (Xn�k+1, Xn�k+2, . . . , Xn) 2 E . (2.9)

Ainsi

P
�
Xn+1 = y

�� X0 = x0, X1 = x1, . . . , Xn = xn
�

(2.10)

= P
�
Xn+1 = y

�� Xn = xn, Xn�1 = xn�1, . . . , Xn�k+1 = xn�k+1
�

= P
�
(xn�k+1, . . . , xn�1, xn), y

�
,

x0, x1, . . . , xn�k+1, xn�k+2, . . . , xn�2, xn�1, xn| {z }
Zn

, xn+1 (2.11)

x0, x1, . . . , xn�k+1,
Zn+1z }| {

xn�k+2, . . . , xn�2, xn�1, xn, xn+1 (2.12)
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FIGURE 2.3 – L’information codée dans le processus {Zn}n > 0 est redondante car Zn contient
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FIGURE 2.3 – L’information codée dans le processus {Zn}n > 0 défini en (2.9) est redondante car
Zn+1 contient k− 1 coordonnées de Zn.

D’un point de vue mathématique, n’importe quelle chaîne de Markov {Xn}n > 0 avec
mémoire de taille k peut se réduire à une chaîne de Markov avec mémoire de taille 1.
Il suffit simplement d’augmenter la complexité de l’espace d’états et de considérer le
nouveau processus défini sur E = Ek par

∀n > 0, Zn = (Xn−k+1, Xn−k+2, . . . , Xn) ∈ E . (2.9)

On voit facilement que la loi de Zn+1 ne dépend que de la connaissance de Zn car k −
1 coordonnées sont répétées (cf. figure 2.3) et la loi de Xn+1 ne dépend que Zn par la
propriété (2.8). Le processus {Zn}n > 0 est donc une chaîne de Markov avec mémoire de
taille 1 dont la matrice de transition P indexée par E × E s’écrit

P
(
(x1, . . . , xk−1, xk) , (y1, . . . , yk−1, yk)

)

= P
(
(x1, . . . , xk−1, xk), yk

) k−1

∏
i=1

1yi=xi+1 .

Dans la suite du cours, l’étude mathématique se focalisera sur les chaînes de Markov avec
mémoire de taille 1. Toutes les propriétés se généralisent aux chaînes de Markov avec une
mémoire de taille quelconque par la correspondance (2.9).
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2.4 Loi d’une chaîne de Markov

Dans cette section, on considère une chaîne de Markov homogène {Xn}n > 0 sur E
dont la donnée initiale X0 est choisie aléatoirement sur E selon la mesure de probabilité
µ0 qui attribue les probabilités {µ0(x)}x∈E aux éléments de E. On notera

∀x ∈ E, Pµ0

(
X0 = x

)
= µ0(x).

L’enjeu des paragraphes suivants est de déterminer la distribution de la chaîne de Mar-
kov au cours du temps.

2.4.1 Équation de Chapman-Kolmogorov

Après n pas de temps, Xn sera distribuée selon une loi que l’on notera µn

∀x ∈ E, µn(x) := Pµ0

(
Xn = x

)
.

Avant d’énoncer l’équation de Chapman-Kolmogorov qui décrit l’évolution de la distri-
bution µn, commençons par introduire quelques notations qui seront utilisées dans toute
la suite du cours. Soit h une fonction de E dans R. On définit

∀x ∈ E, Ph(x) = ∑
y∈E

P(x, y)h(y). (2.10)

Si E est fini, il s’agit simplement du produit à droite P · h entre la matrice P et h =
{h(x)}x∈E vu comme un vecteur dont les coordonnées sont dans R. Soit µ = {µ(x)}x∈E
une mesure de probabilité sur E, on définit le produit

∀y ∈ E, µP(y) = ∑
x∈E

µ(x)P(x, y). (2.11)

Si E est fini, il s’agit du produit à gauche µ† · P entre un vecteur transposé et une ma-
trice. Par convention, on omet le symbole transposé † dans (2.11). Pour n > 1, le produit
matriciel Pn se définit par récurrence

∀x, y ∈ E, Pn+1(x, y) = P× Pn(x, y) = ∑
z∈E

P(x, z)Pn(z, y) = ∑
z∈E

Pn(x, z)P(z, y)

(2.12)
avec la convention P1 = P.

Le formalisme précédent permet de calculer la probabilité d’une réalisation du pro-
cessus.

Proposition 2.3. Soit {Xn}n > 0 une chaîne de Markov sur E de matrice de transition P dont
la donnée initiale X0 est distribuée selon la loi µ0. Alors, la probabilité d’observer la trajectoire
{x0, x1, . . . , xn} est donnée par

Pµ0

(
X0 = x0, X1 = x1, . . . , Xn = xn

)
= µ0(x0) P(x0, x1) P(x1, x2) . . . P(xn−1, xn). (2.13)

Réciproquement, on remarquera que tout processus {Xn}n > 0 dont la distribution satisfait (2.13)
pour tout n > 0 est une chaîne de Markov.
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Démonstration. Pour prouver (2.13), on procède par des conditionnements successifs et
on applique la propriété de Markov (2.1) à chaque étape pour retrouver les probabilités
de transition (2.2)

Pµ0

(
X0 = x0, . . . , Xn = xn

)

= Pµ0

(
X0 = x0, . . . , Xn−1 = xn−1

)
Pµ0

(
Xn = xn

∣∣X0 = x0, . . . , Xn−1 = xn−1
)

= Pµ0

(
X0 = x0, . . . , Xn−1 = xn−1

)
P(xn−1, xn) = µ0(x0) P(x0, x1) P(x1, x2) . . . P(xn−1, xn).

À la dernière étape, nous avons utilisé que X0 est distribuée selon µ0. La réciproque est
évidente.

Théorème 2.4 (Chapman-Kolmogorov). La loi µn de Xn est déterminée par l’équation de
Chapman-Kolmogorov

∀y ∈ E, µn(y) = µn−1P(y) = µ0Pn(y). (2.14)

Si initialement la chaîne de Markov part de X0 = x, alors la distribution initiale est donnée par
µ0(y) = 1{y=x} et (2.14) s’écrit

∀y ∈ E, P
(
Xn = y

∣∣ X0 = x
)
= Pn(x, y). (2.15)

Soit h une fonction bornée de E dans R. Si initialement X0 = x, l’espérance de h(Xn) s’écrit

E
(
h(Xn)

∣∣ X0 = x
)
= Pnh(x). (2.16)

L’espérance E
(
h(Xn)

∣∣X0 = x
)

sachant la donnée initiale est, à ce stade, posée comme
une notation, mais on verra au chapitre 9 que celle-ci coïncide avec l’espérance condition-
nelle.

On interprète l’équation de Chapman-Kolmogorov en disant que la probabilité d’ob-
server Xn en y est la somme des probabilités de toutes les trajectoires possibles de la
chaîne de Markov partant de x0 et arrivant en y au temps n

∀y ∈ E, µn(y) = ∑
{x0,x1,...,xn−1}∈En

µ0(x0) P(x0, x1) P(x1, x2) . . . P(xn−1, y).

Démonstration du théorème 2.4. Pour obtenir la loi de Xn, on écrit que Xn−1 peut prendre
toutes les valeurs possibles

µn(y) = Pµ0

(
Xn = y

)
= ∑

x∈E
Pµ0

(
Xn−1 = x, Xn = y

)

= ∑
x∈E

Pµ0

(
Xn−1 = x

)
Pµ0

(
Xn = y

∣∣Xn−1 = x
)

= ∑
x∈E

µn−1(x)P(x, y) = µn−1P(y) = µ0Pn(y)

où la dernière relation s’obtient par récurrence. L’identité (2.15) n’est qu’un cas particulier
de l’équation de Chapman-Kolmogorov (2.14) pour une mesure initiale concentrée en x.

Si initialement X0 = x, l’espérance de h(Xn) peut se décomposer à l’aide de (2.15)

E
(
h(Xn)

∣∣ X0 = x
)
= ∑

y
h(y)P

(
Xn = y

∣∣ X0 = x
)
= ∑

y
Pn(x, y)h(y) = Pnh(x).
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Reprenons l’exemple de la chaîne à 3 états dont la matrice de transition est donnée
par (2.4). Les probabilités de transition après 2 pas de temps sont obtenues par produit
matriciel P(X2 = y|X0 = x) = P2(x, y)

P2 =




3/16 3/4 1/16
1/4 11/16 1/16
1/4 3/4 0


 .

Notations.
Soit A un évènement portant sur la trajectoire de la chaîne de Markov {Xn}n > 0. Si la
chaîne de Markov part d’un site x de E, la probabilité de A sera notée

Px
(

A
)

:= P
(

A
∣∣X0 = x

)
.

Si la donnée initiale X0 est distribuée sous µ0, on notera

Pµ0

(
A
)

:= ∑
x∈E

µ0(x)P
(

A
∣∣X0 = x

)
. (2.17)

On utilisera l’abréviation suivante pour décrire l’espérance au temps n d’une chaîne de
Markov partant d’un site x de E (cf. (2.16))

Ex
(
h(Xn)

)
:= E

(
h(Xn)

∣∣X0 = x
)
= ∑

y∈E
h(y)P

(
Xn = y

∣∣X0 = x
)
. (2.18)

Si la variable X0 est initialement distribuée sous une mesure µ0, on notera

Eµ0

(
h(Xn)

)
:= µ0Pnh = ∑

{x0,x1,...,xn}∈En+1

µ0(x0) P(x0, x1) . . . P(xn−1, xn)h(xn). (2.19)

2.4.2 Processus décalé en temps

Le théorème ci-dessous est une généralisation simple, mais très utile, de la propriété
de Markov (2.1).

Théorème 2.5. Pour toute collection d’états {x0, . . . , xn, y1, . . . , yK} de E

P
(
Xn+1 = y1, . . . , Xn+K = yK

∣∣X0 = x0, . . . , Xn = xn
)
= P

(
X1 = y1, . . . , XK = yK

∣∣X0 = xn
)

.
(2.20)

Soit A un évènement de EK dépendant uniquement des variables {Xn+1, . . . , Xn+K} et B un
évènement de En dépendant de {X0, . . . , Xn−1}. Si {Xn = xn} est fixé, alors le conditionnement
jusqu’au temps n n’est pas affecté par l’évènement B

P
(

A
∣∣{Xn = xn} ∩ B

)
= P

(
A
∣∣Xn = xn

)
. (2.21)

De plus, conditionnellement à {Xn = xn}, les évènements A et B sont indépendants

P
(

A ∩ B
∣∣Xn = xn

)
= P

(
A
∣∣Xn = xn

)
P
(

B
∣∣Xn = xn

)
. (2.22)
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L’identité (2.20) s’interprète en disant que conditionnellement à {Xn = xn}, le pro-
cessus décalé en temps {Xn+k}k > 0 est une chaîne de Markov de matrice de transition P
partant de xn au temps 0 et indépendante du passé (cf. figure 2.4).

B

A

Xn = xn

FIGURE 2.4 – Pour illustrer le théorème 2.5, on considère une marche aléatoire et deux évène-
ments. L’évènement A correspond au passage de la marche à travers la zone rose après le temps n
et B au passage à travers la zone bleue. Si Xn = xn est fixé le comportement de la marche aléatoire
après n est indépendant du fait que B soit réalisé avant le temps n.

Démonstration. On prouve le résultat à l’aide du théorème 2.4

P
(
Xn+1 = y1, . . . , Xn+K = yK

∣∣ X0 = x0, . . . , Xn = xn
)

=
P (X0 = x0, . . . , Xn = xn, Xn+1 = y1, . . . , Xn+K = yK)

P (X0 = x0, . . . , Xn = xn)

= P(xn, y1)P(y1, y2) . . . P(yK−1, yK)

= P
(
X1 = y1, . . . , XK = yK

∣∣ X0 = xn
)

,

où la seconde égalité s’obtient en utilisant la relation (2.13).

Pour montrer l’identité (2.21), on écrit

P
(

A
∣∣{Xn = xn} ∩ B

)
=

P (A ∩ {Xn = xn} ∩ B)
P ({Xn = xn} ∩ B)

. (2.23)

La probabilité au numérateur se décompose en fonction des trajectoires

P
(

A ∩ {Xn = xn} ∩ B
)
= ∑

{x0,...,xn−1}∈B
{y1,...,yK}∈A

P (X0 = x0, . . . , Xn = xn, Xn+1 = y1, . . . , Xn+K = yK)

= ∑
{x0,...,xn−1}∈B
{y1,...,yK}∈A

P (X0 = x0, . . . , Xn = xn)
P (X0 = x0, . . . , Xn = xn, Xn+1 = y1, . . . , Xn+K = yK)

P (X0 = x0, . . . , Xn = xn)

= ∑
{x0,...,xn−1}∈B
{y1,...,yK}∈A

P (X0 = x0, . . . , Xn = xn)P
(
Xn+1 = y1, . . . , Xn+K = yK

∣∣ X0 = x0, . . . , Xn = xn
)

.
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L’évènement {Xn = xn} étant fixé, la relation (2.20) permet de simplifier cette expression

P
(

A ∩ {Xn = xn} ∩ B
)

= ∑
{x0,...,xn−1}∈B
{y1,...,yK}∈A

P (X0 = x0, . . . , Xn = xn) P
(
Xn+1 = y1, . . . , Xn+K = yK

∣∣Xn = xn
)

= P
(

A
∣∣ Xn = xn

)
∑

{x0,...,xn−1}∈B
P (X0 = x0, . . . , Xn = xn)

= P
(

A
∣∣ Xn = xn

)
P (B ∩ {Xn = xn}) . (2.24)

Le quotient (2.23) se simplifie et l’identité (2.21) est ainsi prouvée.

La preuve de (2.22) est similaire, il suffit d’appliquer une nouvelle fois (2.24)

P
(

A ∩ B
∣∣Xn = xn

)
=

P (A ∩ {Xn = xn} ∩ B)
P (Xn = xn)

=
P
(

A
∣∣ Xn = xn

)
P (B ∩ {Xn = xn})

P (Xn = xn)

= P
(

A
∣∣Xn = xn

)
P
(

B
∣∣Xn = xn

)
.

La propriété de Markov forte, qui sera établie dans la section suivante, généralise le
théorème 2.5 en conditionnant en fonction de temps aléatoires.

2.5 Temps d’arrêt et propriété de Markov forte

Un temps d’arrêt T associé à un processus aléatoire discret {Xn}n > 0 est une variable
aléatoire à valeurs dans N ∪ {+∞} telle que pour tout n > 0, l’évènement {T = n}
est entièrement déterminé par les variables {X0, . . . , Xn}, c’est-à-dire que pour tout n, il
existe une fonction ϕn : En+1 → R telle que

1{T=n} = ϕn(X0, . . . , Xn).

Un temps d’arrêt très souvent utilisé est le premier temps d’atteinte d’un sous-ensemble
A ⊂ E par le processus {Xn}n > 0

TA = inf
{

n > 0; Xn ∈ A
}

,

avec éventuellement TA = +∞ si le sous-ensemble A n’est jamais atteint. On a alors

1{TA=n} = 1{X0 6∈A,..., Xn−1 6∈A, Xn∈A}.

Un temps d’arrêt T permet de stopper un processus {Xn}n > 0 à un temps aléatoire
dépendant uniquement du passé et du présent : l’évènement {T = n} ne doit pas conte-
nir d’information sur ce qui se passe au-delà du temps n. Par exemple, on peut chercher
le meilleur moment pour convertir une devise sur le marché des changes. Le moment
optimal sera choisi par rapport à la connaissance du passé et du présent, mais, à moins
de délit d’initié, la décision ne pourra pas être influencée par le futur. Les temps d’arrêt
jouent un rôle privilégié dans la théorie des processus aléatoires et nous les retrouverons
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∂B

XT

FIGURE 2.5 – La trajectoire d’une marche aléatoire partant de l’origine est représentée sur ce
schéma. La marche atteint la frontière de la boule ∂B pour la première fois au temps d’arrêt T.
Conditionnellement au point d’impact XT , la seconde partie de la trajectoire est indépendante de
la première.

tout au long de ce cours. En particulier, nous en donnerons une définition plus formelle
au chapitre 9 (section 9.4) .

Une conséquence importante de la propriété de Markov est que le processus décalé
en temps {Xn+k}k > 0 demeure, conditionnellement à {Xn = x}, une chaîne de Markov
de matrice de transition P partant de x au temps 0 (cf. section 2.4.2). Cette propriété reste
valable pour des décalages en temps par des temps d’arrêt.

Théorème 2.6 (Propriété de Markov forte). Soit {Xn}n > 0 une chaîne de Markov de matrice
de transition P et de loi initiale µ0. On considère T un temps d’arrêt pour cette chaîne de Markov.
Conditionnellement à {T < ∞} et XT = x, le processus décalé en temps {XT+k}k > 0 est une
chaîne de Markov de matrice de transition P partant initialement de x.

De plus, toujours conditionnellement à {T < ∞} et XT = x, la chaîne de Markov {XT+k}k > 0
est indépendante de {X0, X1, . . . , XT−1}.
Démonstration. On rappelle que la notation Pµ0 est définie en (2.17). Soit B un évènement
dépendant uniquement de {X0, X1, . . . , XT−1}. Alors pour tout entier `, l’évènement B ∩
{T = `} est déterminé par {X0, X1, . . . , X`}. On peut donc écrire pour tout k > 1

Pµ0

(
{XT+1 = x1, . . . , XT+k = xk} ∩ B ∩ {T = `} ∩ {XT = x}

)

= Pµ0

(
{X`+1 = x1, . . . , X`+k = xk} ∩ B ∩ {T = `} ∩ {X` = x}

)

= P
(
X1 = x1, . . . , Xk = xk

∣∣X0 = x
)

Pµ0

(
B ∩ {T = `} ∩ {X` = x}

)

où la dernière égalité est une conséquence de la propriété de Markov (2.20) au temps `. Il
suffit de sommer ces équations pour toutes les valeurs de ` et on obtient

Pµ0

(
{XT+1 = x1, . . . , XT+k = xk} ∩ B ∩ {XT = x} ∩ {T < ∞}

)

= P
(
X1 = x1, . . . , Xk = xk

∣∣X0 = x
)

Pµ0

(
B ∩ {XT = x} ∩ {T < ∞}

)
.

Pour conclure le théorème, on reconstruit les probabilités conditionnelles en divisant les
deux membres de l’équation par Pµ0

(
{XT = x} ∩ {T < ∞}

)

Pµ0

(
{XT+1 = x1, . . . , XT+k = xk} ∩ B

∣∣ {XT = x} ∩ {T < ∞}
)

= P
(
X1 = x1, . . . , Xk = xk

∣∣X0 = x
)

Pµ0

(
B
∣∣ {XT = x} ∩ {T < ∞}

)
.
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La propriété de Markov forte sera utilisée à plusieurs reprises dans la suite du cours.
L’exemple du temps d’atteinte, illustré figure 2.5, montre l’intérêt de cette propriété.

2.6 Applications

Cette section regroupe trois applications de la propriété de Markov. La première met
en évidence les liens entre la loi d’une marche aléatoire et l’équation de la chaleur en uti-
lisant simplement l’équation de Chapman-Kolmogorov. L’importance des temps d’arrêt
est ensuite illustrée dans les deux applications suivantes.

2.6.1 Équation de la chaleur ?

On considère la marche aléatoire symétrique {Xn}n > 0 sur l’intervalle {1, . . . , L} avec
conditions périodiques dont la matrice de transition a été définie en (2.6) (en choisissant
p = q = 1/2). L’équation de Chapman-Kolmogorov de la distribution au temps n + 1
s’écrit

∀x ∈ {1, . . . , L}, (2.25)

µn+1(x) = µn(x + 1)P(x + 1, x) + µn(x− 1)P(x− 1, x) =
1
2

µn(x + 1) +
1
2

µn(x− 1)

où on identifie L + 1 avec le site 1 et 0 avec le site L. Cette équation dit simplement que
pour être en x au temps n + 1, la marche devait se trouver en x − 1 ou x + 1 au temps
précédent. On peut ainsi déterminer complètement µn au cours du temps. Pour ceci, nous
allons étudier des lois initiales de la forme

∀x ∈ {1, . . . , L}, µ0(x) =
1
L

(
1 +

K

∑
k=1

ak cos
(

2π

L
kx
)
+ bk sin

(
2π

L
kx
))

(2.26)

avec K ∈ {1, . . . , L} et où les coefficients ak, bk vérifient

inf
r∈[0,1]

{
K

∑
k=1

ak cos (2πkr) + bk sin (2πkr)

}
> − 1 (2.27)

(cette dernière condition sert juste à assurer que la probabilité µ0 ne prend pas des valeurs
négatives). Si tous les ak, bk sont nuls, la donnée initiale est uniformément distribuée sur
{1, . . . , L}. Les coefficients ak, bk sont simplement les coefficients de la transformée de
Fourier (discrète) de µ0 et par conséquent toute mesure initiale peut être décomposée
sous la forme (2.26).

En utilisant les identités

cos(a + b) + cos(a− b) = 2 cos(b) cos(a) et sin(a + b) + sin(a− b) = 2 cos(b) sin(a)

on voit que

µn(x) =
1
L

(
1 +

K

∑
k=1

cos
(

2π

L
k
)n [

ak cos
(

2π

L
kx
)
+ bk sin

(
2π

L
kx
)])

(2.28)
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est bien la solution de la récurrence (2.25) avec donnée initiale µ0.

Nous allons appliquer ce résultat pour étudier le comportement d’une particule mar-
quée dans un liquide. Le marquage de particules est souvent utilisé pour suivre les dépla-
cements de matières dans une réaction chimique ou dans le sang. Pour modéliser le dé-
placement d’un marqueur placé dans une solution, nous allons supposer que le marqueur
est distribué initialement dans une boîte [0, 1]d (de 1cm de côté) selon une loi de densité
ρ0(r). Subdivisons la boîte [0, 1]d en Ld petits cubes de côté 1/L avec L très grand (disons
que 1/L est de l’ordre de 10−6cm soit quelques centaines d’ångströms). Le comportement
microscopique précis du marqueur est très compliqué à décrire et nous nous contente-
rons d’une approximation en suivant simplement le cube où le marqueur se trouve. La
solution étant à l’équilibre, le marqueur se déplace uniformément au gré des collisions
microscopiques et on suppose qu’il peut passer d’un cube à un de ses voisins avec pro-
babilité 1

2d (pour simplifier, on exclut les cubes voisins qui n’ont pas de face commune).
Pour décrire l’évolution temporelle de ce marqueur, nous allons seulement considérer le
cas de la dimension d = 1 qui correspond à un déplacement sur l’intervalle [0, 1] (le cas
général se traiterait de la même façon) et nous identifierons cet intervalle à un domaine
périodique. Dans ce cadre simplifié, le marqueur a un comportement statistique proche
de celui d’une marche aléatoire dans le domaine {1, . . . , L} pour L extrêmement grand.
On va donc analyser l’asymptotique de (2.28) quand L tend vers l’infini.

1/L

10 20 30 40 50
x

0.2

0.4

0.6

0.8

1.0

1.2

1.4

FIGURE 2.6 – Sur le schéma de gauche, la boîte [0, 1]2 a été subdivisée en carrés de côté 1/L et
la position du marqueur est identifiée par le carré dans lequel il se trouve. Le graphe de droite
représente la discrétisation de la densité ρ0(r) = 1 + sin(2π r)/2 en subdivisant l’intervalle [0, 1]
avec L = 50.

La première étape est de décrire la donnée initiale. À l’échelle macroscopique, le mar-
queur est distribué dans la boîte [0, 1] selon la densité ρ0(r) qui sera choisie de la forme

ρ0(r) = 1 +
K

∑
k=1

ak cos (2πkr) + bk sin (2πkr)

où K est un entier fixé et les ak, bk vérifient (2.27). On définit aussi

∀t > 0, ρ(t, r) = 1 +
K

∑
k=1

exp
(
− 2π2k2 t

)
[ak cos (2πkr) + bk sin (2πkr)] . (2.29)
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La répartition microscopique initiale s’obtient par discrétisation (cf. figure 2.6)

∀x ∈ {1, . . . , L}, µ0(x) =
1
L

ρ0

( x
L

)

et satisfait donc (2.26). L’évolution de la mesure µn a été déterminée en (2.28). Soit r ∈
[0, 1] une position macroscopique et t > 0 un temps macroscopique, on leur associe les
suites d’entiers

xL = b rL c ∈ {1, . . . , L}, nL = b tL2 c ∈N

où b·c est la partie entière. Il faut interpréter xL comme la position microscopique corres-
pondant à r et nL comme un temps microscopique

lim
L→∞

xL

L
= r, lim

L→∞

nL

L2 = t.

Pour tout k 6 K, on a

lim
L→∞

cos
(

2π

L
k
)nL

[
ak cos

(
2π

L
kxL

)
+ bk sin

(
2π

L
kxL

)]

= exp
(
− 2π2k2 t

)
[ak cos (2πkr) + bk sin (2πkr)]

ceci s’obtient en utilisant le développement limité du cosinus à l’origine

cos
(

2π

L
k
)nL

=

(
1− 1

2

(
2π

L
k
)2

+ o
(

1
L3

))nL

= exp
(
−2π2k2

L2 nL + o
(

1
L

))

≈ exp
(
− 2π2k2 t

)
.

On en déduit que la densité microscopique µnL converge vers la densité macroscopique
ρ(t, r) définie en (2.29)

lim
L→∞

L µnL(xL) = ρ(t, r).

On vérifie facilement que ρ(t, r) satisfait l’équation de la chaleur

∂tρ(t, r) =
1
2

∂2
r ρ(t, r).

Dans la pratique comme L est très grand, le comportement macroscopique du marqueur
est bien décrit par l’équation de la chaleur. Le passage de modèles microscopiques où le
comportement est aléatoire à des descriptions macroscopiques plus régulières (comme ici
l’équation de la chaleur) est un problème très étudié en physique et en mathématiques.
De nombreuses théories ont été développées pour comprendre comment des structures
régulières peuvent émerger dans la limite macroscopique, mais des problèmes ouverts
demeurent et il s’agit d’un domaine de recherche actuellement très actif en mathéma-
tiques.

On remarquera que le passage des coordonnées microscopiques xL, nL aux coordon-
nées macroscopiques r, t s’est fait en changeant l’échelle spatiale d’un facteur L et le
temps d’un facteur L2. Ce changement d’échelle est lié au théorème central limite, en
effet le marqueur effectue une marche aléatoire et il ne peut explorer que des distances
de l’ordre

√
n en un temps n. Pour que le marcheur puisse se déplacer d’une distance

de l’ordre de L, il faut donc attendre des temps proportionnels à L2. Cette analogie entre
la limite gaussienne de la marche aléatoire et l’équation de la chaleur est au coeur de la
théorie du mouvement brownien.
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2.6.2 Ruine du joueur

Imaginons 2 joueurs A et B qui décident de miser leurs fortunes respectives a et b au
jeu. À la fin de chaque partie, la fortune du gagnant augmente de 1 et celle du perdant
diminue de 1. Le jeu s’arrête quand l’un des deux joueurs est ruiné. Retraduit en termes
probabilistes, on se donne p ∈ [0, 1] et une suite de variables aléatoires indépendantes,
identiquement distribuées

P(ξi = 1) = p et P(ξi = −1) = 1− p .

On notera Xn = X0 + ∑n
i=1 ξi la fortune de A au temps n et X0 = a sa fortune initiale. La

fortune de B est alors donnée par a + b− Xn. Par construction, {Xn}n > 0 est une chaîne
de Markov partant de a au temps 0.

Si p = 1/2 le jeu est équilibré, sinon il est biaisé et un des joueurs a plus de chances
de gagner que l’autre. On cherche à déterminer la probabilité que le joueur A soit ruiné
avant B c’est-à-dire la probabilité avec laquelle le processus X = {Xn}n > 0, qui décrit la
fortune de A, va atteindre 0 avant a + b (cf. figure 2.7)

u(a) = Pa
(
X atteint 0 avant a + b

)
.

On peut réécrire cette probabilité à l’aide des temps d’arrêt

T0 = inf{n > 0; Xn = 0} et Ta+b = inf{n > 0; Xn = a + b}.

On admet que pour presque toute trajectoire la chaîne de Markov {Xn}n > 0 atteindra 0
ou a + b au bout d’un temps fini presque sûrement (ce résultat sera prouvé au lemme
3.9). Par conséquent inf{T0, Ta+b} est fini presque sûrement et on peut réécrire

u(a) = Pa
(
T0 < Ta+b

)
.

FIGURE 2.7 – Premier temps d’atteinte de 20 = a+ b ou de 0 pour la marche aléatoire symétrique
Xn partant de a = 10. Dans cette réalisation T20 = 176 < T0.

Au lieu de chercher uniquement à calculer u(a), nous allons généraliser la ques-
tion et supposer que la chaîne de Markov puisse prendre toutes les valeurs initiales
i ∈ {1, . . . , a + b− 1}

u(i) = Pi
(
T0 < Ta+b

)
.
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On pose aussi
u(0) = 1 et u(a + b) = 0.

Pour calculer u, nous allons effectuer une analyse du premier pas. L’idée consiste à
conditionner la trajectoire en fonction des valeurs prises par X1 pour démontrer que u
satisfait les équations suivantes

i ∈ {1, . . . , a + b− 1}, u(i) = pu(i + 1) + (1− p)u(i− 1). (2.30)

On définit X̃ la chaîne de Markov décalée en temps X̃n = Xn+1 pour n > 0. Si X0 6=
0, a + b alors les évènements {X atteint 0 avant a + b} et {X̃ atteint 0 avant a + b} sont
identiques. Par l’identité (2.20), X0 et {X̃n}n > 0 sont indépendants sachant X1. On obtient
donc pour i ∈ {1, . . . , a + b− 1}

P
(
{T0 < Ta+b}, X0 = i, X1 = i + 1

)
= P

(
{X atteint 0 avant a + b}, X0 = i, X1 = i + 1

)

= P
(
{X̃ atteint 0 avant a + b}, X0 = i, X1 = i + 1

)

= P
(
X0 = i, X1 = i + 1

)
P
(
{X̃ atteint 0 avant a + b}

∣∣X̃0 = i + 1
)
.

La chaîne de Markov décalée en temps X̃ ayant la même loi que {Xn}n > 0, l’identité se
réécrit donc

P
(
{T0 < Ta+b}, X0 = i, X1 = i + 1

)
= P

(
X0 = i

)
p u(i + 1). (2.31)

De la même façon, si X1 = i− 1, on obtient

P
(
{T0 < Ta+b}, X0 = i, X1 = i− 1

)
= P

(
X0 = i

)
(1− p) u(i− 1). (2.32)

Étant donné X0 = i, le pas suivant sera X1 = i± 1

u(i) = Pi
(
{T0 < Ta+b}, X1 = i + 1

)
+ Pi

(
{T0 < Ta+b}, X1 = i− 1

)
.

En utilisant (2.31) et (2.32), on obtient la relation annoncée en (2.30)

i ∈ {1, . . . , a + b− 1}, u(i) = pu(i + 1) + (1− p)u(i− 1)

avec u(0) = 1 et u(a + b) = 0. On peut ensuite déterminer explicitement les solutions
de cette récurrence linéaire en remarquant que les racines du polynôme caractéristique
associé py2 − y + (1− p) sont 1 et (1− p)/p. On distingue deux cas.

Jeu biaisé.
Quand p 6= 1/2, les racines du polynôme sont distinctes et la solution de (2.30) s’écrit

sous la forme u(i) = c1 + c2

(
1−p

p

)i
. Il suffit ensuite d’ajuster les constantes c1 et c2 en

fonction des conditions aux bords pour conclure

u(i) =

(
1−p

p

)(a+b)
−
(

1−p
p

)i

(
1−p

p

)(a+b)
− 1

.
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Jeu équilibré.
Quand p = 1/2, les deux racines du polynôme valent 1 et on trouve

u(i) = 1− i
a + b

.

Ces résultats permettent de retrouver la valeur u(a) cherchée qui vaut

u(a) =

(
1−p

p

)(a+b)
−
(

1−p
p

)a

(
1−p

p

)(a+b)
− 1

.

pour un jeu biaisé et u(a) = b
a+b dans le cas d’un jeu équilibré.

On définit T = inf{T0, Ta+b} le temps où le jeu s’arrête. Une méthode analogue per-
met de calculer l’espérance Ei(T). En utilisant la chaîne de Markov décalée en temps
X̃n = Xn+1, on obtient pour tout i dans {1, . . . , a + b− 1}

Ei(T) = 1 + p Ei+1(T) + (1− p)Ei−1(T).

Il suffit donc de résoudre le système linéaire satisfait par v(i) = Ei(T)

v(i) = 1 + p v(i + 1) + (1− p) v(i− 1)

avec les conditions aux bords v(0) = v(a + b) = 0. Dans le cas d’un jeu équilibré (p =
1/2), on trouve pour tout i de {0, . . . , a + b}

Ei(T) = i(a + b− i). (2.33)

Le problème de la ruine du joueur constitue un cas d’école, mais des questions si-
milaires se posent aux compagnies d’assurance qui cherchent à estimer la probabilité
d’incidents aléatoires pouvant les conduire à la faillite.

2.6.3 Méthode de Monte-Carlo pour un problème de Dirichlet ?

L’équation de Laplace intervient dans de nombreux domaines de la physique (méca-
nique des fluides, électromagnétisme...) et elle joue un rôle clef en analyse. Le problème
de Dirichlet associé se formule de la façon suivante. On considère un domaine D borné,
connexe et régulier de R2. Les résultats suivants se généralisent facilement à toute di-
mension d > 1. Le bord de D sera noté ∂D. Étant donnée une fonction régulière ϕ définie
sur ∂D, on cherche à déterminer f : D → R telle que

∆ f (r) =
2

∑
k=1

∂2
k f (r) = 0 et ∀r ∈ ∂D, f (r) = ϕ(r) (2.34)

où ∂2
k est la dérivée seconde par rapport à la kième coordonnée. Cette équation modélise

par exemple la variation de température dans une plaque de métal en contact avec diffé-
rentes sources de chaleur sur son bord. La plaque de métal est représentée par le domaine
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D, la température au point r ∈ D par f (r) et les températures au bord de la plaque sont
égales à ϕ.

Il existe différentes méthodes pour résoudre numériquement l’équation (2.34). Nous
allons décrire une approche probabiliste dite méthode de Monte-Carlo. La première étape
consiste à discrétiser le domaine D avec un maillage de taille 1/L, on notera DL le réseau
discret correspondant

DL =

{(
i
L

,
j
L

)
∈ D avec i, j ∈ Z2

}
= D

⋂ 1
L

Z2 .

Le bord discret ∂DL est constitué des sites de Dc ⋂ 1
L Z2 à distance inférieure à 1/L de D

(cf. figure 2.8).

∂D
T1T2

T3

T4

∂DL

FIGURE 2.8 – Un domaine borné D ⊂ R2 avec différentes températures imposées sur son bord
∂D. Le maillage de D induit une frontière discrète ∂DL représentée par les sites gris.

Considérons f une fonction C3 sur D. La formule de Taylor implique que




f
((

i+1
L , j

L

))
− f

((
i
L , j

L

))
= 1

L ∂1 f
((

i
L , j

L

))
+ 1

2L2 ∂2
1 f
((

i
L , j

L

))
+ O(1/L3)

f
((

i−1
L , j

L

))
− f

((
i
L , j

L

))
= − 1

L ∂1 f
((

i
L , j

L

))
+ 1

2L2 ∂2
1 f
((

i
L , j

L

))
+ O(1/L3)

En sommant ces deux équations, on obtient une approximation de la dérivée seconde ∂2
1

quand le pas du maillage tend vers 0

∂2
1 f
((

i
L

,
j
L

))
= L2

[
f
((

i + 1
L

,
j
L

))
+ f

((
i− 1

L
,

j
L

))
− 2 f

((
i
L

,
j
L

))]
+ O(1/L).

Pour toute fonction F de DL ∪ ∂DL dans R, on définit le Laplacien discret en tout point x
de DL par

∆̄F(x) = ∑
y∈DL∪∂DL ,

y∼x

(
F(y)− F(x)

)

où la notation y ∼ x signifie qu’on somme sur les voisins y de x, c’est-à-dire les sites de
DL ∪ ∂DL à distance 1/L de x. En particulier si x est proche du bord, les valeurs de F sur
la frontière ∂DL interviennent. Les calculs précédents justifient cette définition car pour
des fonctions f régulières, le Laplacien discret est une bonne approximation du Laplacien
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∆ f (x) = L2∆̄ f (x) + O(1/L). Le problème de Dirichlet continu (2.34) peut être approché
par le problème de Dirichlet discret

∀x ∈ DL, ∆̄F(x) = 0 et ∀y ∈ ∂DL, F(y) = ϕL(y) (2.35)

où la contrainte de Dirichlet ϕ sur ∂D a été discrétisée en une fonction ϕL sur ∂DL.
La solution du problème de Dirichlet discret peut s’écrire à l’aide d’une marche aléa-

toire {Xn}n > 0 sur 1
L Z2 qui saute uniformément d’un site à chacun de ses voisins avec

probabilité 1
4 . On note T∂DL le premier temps d’atteinte du bord ∂DL par cette marche

et XT∂DL
le site de ∂DL où la marche est sortie. On admet (provisoirement) que T∂DL est

fini presque sûrement, c’est-à-dire qu’une marche aléatoire finit toujours par sortir du
domaine (ceci sera vérifié au lemme 3.9). On définit

∀x ∈ DL, F(x) = Ex

(
ϕL(XT∂DL

)
)

. (2.36)

Nous vérifierons dans la suite que la fonction F est l’unique solution du problème de
Dirichlet discret (2.35). Avant cela, nous allons utiliser cette représentation probabiliste
pour déterminer numériquement la solution de (2.35).

Pour chaque site x de DL, la valeur de F(x) se calcule en évaluant l’espérance de la
fonction ϕL au point où la marche aléatoire partant de x ∈ DL a touché ∂DL pour la
première fois. Concrètement pour calculer F(x), il suffit de construire K réalisations de la
marche aléatoire {X(i)

n }i 6 K partant de x ∈ DL et de prendre la moyenne sur les différents
points de sortie X(i)

T∂DL
du domaine DL. Les K marches étant indépendantes, les variables

ϕL(X(i)
T∂DL

) sont indépendantes, identiquement distribuées et la loi des grands nombres
fournit une approximation de F quand K tend vers l’infini

lim
K→∞

1
K

K

∑
i=1

ϕL(X(i)
T∂DL

) = Ex

(
ϕL(XT∂DL

)
)

presque sûrement. (2.37)

Il faudra choisir K de façon optimale pour que l’approximation (2.37) donne des résul-
tats pertinents sans nécessiter des temps de calcul trop longs. Le temps nécessaire pour
réaliser ces simulations sera proportionnel à K Ex(T∂DL).

Il reste à vérifier que F est bien solution du problème de Dirichlet discret (2.35). On
remarque que le cas de la dimension 1 a déjà été traité avec la ruine du joueur en (2.30) :
on avait alors L = a + b et ϕL(0) = 1, ϕL(L) = 1. On procède de la même façon en
décomposant la trajectoire de la marche aléatoire en fonction du premier pas. Étant donné
X0 = x dans DL, le pas suivant sera X1 = y pour y ∼ x

F(x) = ∑
y∼x

Ex
(

ϕL(XT∂DL
) 1X1=y

)
.

En considérant, comme dans la ruine du joueur, la marche décalée en temps X̃n = Xn+1,
on voit que F est la solution de l’équation de Laplace discrète

F(x) =
1
4 ∑

y∼x
F(y) ⇒ ∆̄F(x) = 0 .
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De plus si x appartient au bord ∂DL alors XT∂DL
= x. La fonction F satisfait bien la

contrainte de Dirichlet sur le bord. Par conséquent (2.36) fournit une représentation ex-
plicite de la solution du problème de Dirichlet discret (2.35).

On peut facilement vérifier que la solution de (2.35) est unique. En effet, si F1 et F2 sont
deux solutions alors ψ = F2 − F1 satisfait ∆̄ψ = 0 et vaut 0 sur le bord ∂DL. Supposons
que ψ atteigne son maximum en x0 ∈ DL. Comme

ψ(x0) =
1
4 ∑

y∼x0

ψ(y) et ψ(y) 6 ψ(x0)

alors ψ(y) = ψ(x0) pour tous les voisins de y de x0. En itérant cette procédure, on peut
trouver un chemin de sites x0, x1, x2, . . . , x` avec x` ∈ ∂DL tels que xi ∼ xi+1 pour tout
i > 0 et ψ(xi) = ψ(x0). Comme x` ∈ ∂DL, on en déduit que 0 = ψ(x0). Le maximum
de ψ étant pris en x0, ceci implique que ψ 6 0. Par symétrie ψ > 0 et on a donc prouvé
l’unicité de la solution du problème de Dirichlet discret (2.35).

La méthode de Monte-Carlo permet d’évaluer la formulation probabiliste (2.35) du
problème de Dirichlet discret. Dans la pratique plusieurs questions se posent pour mettre
en œuvre cette méthode de Monte-Carlo. Quel pas de maillage 1/L doit-on prendre pour
que le problème de Dirichlet discret (2.35) approche correctement l’équation limite. La
valeur de L étant choisie, combien de marches indépendantes en chaque site doit-on lan-
cer pour que la moyenne empirique (2.37) décrive correctement la solution du problème
de Dirichlet discret (2.35).

L’intérêt de la méthode de Monte-Carlo est d’être facile à implémenter et d’être per-
formante quand la dimension d devient grande. On peut aussi généraliser cette méthode
pour résoudre des équations aux dérivées partielles de la forme

∇
(
σ(r) · ∇ f

)
+ b(r) · ∇ f = 0 et ∀r ∈ ∂D, f (r) = ϕ(r)

où σ et b sont des champs de vecteurs sur D.





Chapitre 3

Mesures invariantes

Dans le chapitre précédent, nous avons vu au théorème 2.4 que la distribution d’une
chaîne de Markov de matrice de transition P évolue à chaque pas de temps selon les
équations (2.14) de Chapman-Kolmogorov µn+1 = µnP. Nous allons, dans ce chapitre,
étudier les mesures de probabilité µ invariantes par ces équations c’est-à-dire les mesures
satisfaisant µ = µP. Ces mesures joueront par la suite un rôle clef dans le comportement
asymptotique des chaînes de Markov.

Dans ce chapitre nous ne considérerons que des chaînes de Markov sur des espaces
d’états E finis. On notera |E| le cardinal de E. Le cas des espaces d’états dénombrables
sera abordé au chapitre 4.

3.1 Mesures de probabilité invariantes

3.1.1 Définition des mesures invariantes

Soit {Xn}n > 0 une chaîne de Markov sur un espace E fini de matrice de transition P.

Définition 3.1. La mesure π sur E est une mesure invariante pour la chaîne de Markov {Xn}n > 0
si π = πP, c’est-à-dire

∀y ∈ E, π(y) = ∑
x∈E

π(x)P(x, y) .

Dans ce chapitre, nous ne considérerons que des mesures de probabilité invariantes, i.e.
des mesures invariantes satisfaisant la normalisation ∑x∈E π(x) = 1.

Au lemme 3.2, nous verrons que si la chaîne de Markov est distribuée initialement
selon une mesure invariante π (on note µ0 = π) alors la distribution à tout temps n reste
µn = π. Une mesure invariante π décrit donc un système dans un état stationnaire. En
théorie des probabilités, on utilise de façon équivalente la terminologie mesure stationnaire
ou mesure invariante.

Comme exemple concret de mesure invariante, on peut imaginer un gaz à l’équilibre
dans une pièce (confinée) : les positions des atomes sont aléatoires, les atomes se dé-
placent au cours du temps, mais à chaque instant, ils restent uniformément répartis dans
la pièce. Leur distribution est donc invariante. Par contre si on ouvre un flacon de par-
fum au centre de cette pièce, le parfum se répand et la distribution des molécules n’est

39
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pas stationnaire au cours du temps. En anticipant un peu sur les prochains chapitres, on
sait cependant qu’au bout d’un temps très long le parfum se sera entièrement répandu et
que ses molécules seront distribuées uniformément dans toute la pièce, le système aura
donc convergé vers la mesure invariante. Nous reviendrons sur l’interprétation d’une
mesure invariante en utilisant l’analogie avec un gaz dans la section 3.3.3.

3.1.2 Exemples de mesures invariantes

Considérons un graphe G = (S , E) fini et sans boucles (un site n’est jamais relié à lui-
même). On notera S l’ensemble des sites du graphe et E l’ensemble des arêtes entre les
sites. On définit une marche aléatoire {Xn}n > 0 sur S dont les probabilités de transition
d’un site vers ses voisins sont uniformes

∀x, y ∈ S , P(x, y) = 1{x∼y}
1

deg(x)
(3.1)

où la notation x ∼ y signifie que x et y sont reliés par une arête du graphe ((x, y) ∈ E ) et
deg(x) est le nombre de voisins de x, i.e. le degré de x.

1

6

2

3

4

5

7

FIGURE 3.1 – Le graphe G représenté ci-dessus a pour sommets S = {1, . . . , 7}. La matrice de
transition P définie en (3.1) est indexée en fonction des arêtes de E dessinées en rouge. Sur cet
exemple deg(1) = 2 et deg(2) = 4. Ainsi la marche aléatoire peut aller de 1 vers 2 avec probabilité
P(1, 2) = 1/2 et de 2 vers 1 avec probabilité P(2, 1) = 1/4.

On définit la probabilité π sur S par

∀x ∈ S , π(x) =
deg(x)

2|E | (3.2)

où |E | est le cardinal du nombre d’arêtes. Le graphe ne contenant pas de boucles, on voit
facilement que π est bien normalisée car

∑
x∈S

deg(x) = 2|E | .

En effet, chaque arête du graphe est comptée deux fois dans la somme. La mesure de
probabilité π est une mesure invariante car pour tout y dans S

∑
x∈S

π(x)P(x, y) = ∑
x∈S

deg(x)
2|E |

1
deg(x)

1{x∼y} =
1

2|E | ∑
x∼y

1{x∼y} = π(y) .
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Le résultat précédent implique que la marche aléatoire symétrique sur {1, . . . , L}, dé-
finie par la matrice de transition (2.6) pour p = q = 1/2, avec conditions périodiques (cf.
figure 3.2) a pour mesure de probabilité invariante la mesure uniforme

∀x ∈ {1, . . . , L}, π(x) =
1
L

.

Le choix de la matrice de transition (3.1) ne s’applique pas aux probabilités de sauts

P(x, x + 1) = p, P(x, x− 1) = 1− p,

si p 6= 1/2. Cependant dans le cas particulier de la marche sur {1, . . . , L} avec conditions
périodiques, on peut facilement vérifier que la mesure uniforme π(x) = 1

L est encore
invariante pour tout p ∈ [0, 1].

1 3

2

4

5

6
1 2

p

1− p

q

1− q

FIGURE 3.2 – À gauche, le graphe des transitions associé à la marche aléatoire symétrique sur
le domaine périodique {1, . . . , 6}. Le graphe des transitions pour la chaîne à deux états est repré-
senté à droite.

En général, si la matrice de transition n’est pas de la forme (3.1), la mesure invariante
peut être très difficile à calculer. Considérons l’exemple simple, d’une chaîne de Markov
à deux états {1, 2} (cf. figure 3.2) dont la matrice de transition est donnée par

P =

(
1− p p

q 1− q

)
(3.3)

avec p, q ∈]0, 1[. La mesure de probabilité

π(1) =
q

p + q
, π(2) =

p
p + q

est invariante. Pour le montrer, il suffit de calculer

πP(1) = π(1)P(1, 1) + π(2)P(2, 1) =
q

p + q
(1− p) +

p
p + q

q = π(1).

On a de même πP(2) = π(2). Si p ou q est différent de 0, on peut vérifier que π est
l’unique mesure de probabilité invariante. La distribution π reflète le comportement de
la chaîne de Markov. En effet, si p est proche de 0 et q proche de 1, alors la chaîne de
Markov va avoir tendance à sauter de 2 vers 1 et à rester sur place une fois qu’elle est au
site 1. On remarque que π(1) est effectivement proche de 1 et π(2) proche de 0.
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3.1.3 Premières propriétés des mesures invariantes

Lemme 3.2. Si π est une mesure invariante alors π = πPn pour tout n > 1. De plus, si la
chaîne de Markov est initialement distribuée sous la mesure invariante π, alors

∀n, m > 0, (X0, X1, . . . , Xn)
(loi)
= (Xm, Xm+1, . . . , Xm+n). (3.4)

Ce lemme traduit le fait qu’une mesure invariante est préservée pour tout temps
π(x) = Pπ(Xn = x). Ceci explique le rôle clef joué par les mesures invariantes dans
le comportement asymptotique des chaînes de Markov (cf. chapitre 5).

Démonstration. Comme π est invariante, on a π = πP et en composant à droite par la
matrice de transition, on en déduit πP = πP2, ce qui donne π = πP2. Il suffit ensuite
d’itérer cette relation pour conclure le Lemme 3.2. On peut décomposer le calcul matriciel
précédant en écrivant

π(y) = ∑
z∈E

π(z)P(z, y).

On en déduit en remplaçant π(z) par πP(z) que

π(y) = ∑
z∈E

∑
x∈E

π(x)P(x, z)P(z, y) = ∑
x∈E

π(x)

[
∑
z∈E

P(x, z)P(z, y)

]
= ∑

x∈E
π(x)P2(x, y).

On retrouve bien la relation π = πP2.

Pour démontrer l’identité en loi (3.4), commençons par appliquer la propriété de Mar-
kov au temps m pour un évènement A dans En+1

Pπ

(
(Xm, . . . , Xm+n) ∈ A

)
= ∑

x∈E
P
(
(Xm, . . . , Xm+n) ∈ A

∣∣ Xm = x
)

Pπ

(
Xm = x

)

= ∑
x∈E

P
(
(X0, . . . , Xn) ∈ A

∣∣ X0 = x
)

Pπ

(
Xm = x

)
. (3.5)

Comme la mesure π est invariante, on sait par la première partie du lemme que

Pπ

(
Xm = x

)
= πPm(x) = π(x).

Ceci conclut la preuve de (3.4) car l’égalité (3.5) se réécrit pour tout évènement A

Pπ

(
(Xm, . . . , Xm+n) ∈ A

)
= Pπ

(
(X0, . . . , Xn) ∈ A

)
.

Dans le cas d’un espace E fini, la mesure de probabilité invariante π peut être inter-
prétée comme un vecteur à valeurs dans [0, 1]|E| qui est un espace compact. Un argument
de compacité va donc nous permettre de justifier l’existence d’au moins une mesure de
probabilité invariante π.
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Théorème 3.3. Pour toute chaîne de Markov sur un espace d’états fini E, il existe une mesure de
probabilité invariante.

Notons que ce théorème ne dit rien sur l’unicité de la mesure de probabilité inva-
riante.

Démonstration. À une mesure de probabilité ν donnée sur E, on associe la suite de me-
sures sur E

νn =
1
n

n

∑
k=1

νPk.

Les vecteurs (νn(x))x∈E prennent leurs valeurs dans l’ensemble compact [0, 1]|E|. Il existe
donc une suite extraite νnk qui converge vers une mesure π dans E

∀x ∈ E, lim
k→∞

νnk(x) = π(x).

Par construction π est bien une mesure de probabilité car E est fini et pour tout n, on a

∑
x∈E

νn(x) = 1 ⇒ ∑
x∈E

π(x) = 1.

Nous allons vérifier que π est une mesure invariante. Par construction

νnP =
1
n

n

∑
k=1

νPk+1 = νn +
1
n

(
νPn+1 − νP

)
.

Pour chaque x de E, la suite {νnP(x)− νn(x)}n > 1 converge donc vers 0. En passant à la
limite, on en déduit que π est invariante car

∀x ∈ E, πP(x)− π(x) = lim
k→∞

νnk P(x)− νnk(x) = 0.

3.2 Irréductibilité et unicité des mesures de probabilité inva-
riantes

La structure des mesures invariantes dépend de la matrice de transition P. Reprenons
l’exemple de la chaîne sur deux sites dont la matrice de transition est définie en (3.3) dans
le cas particulier où il n’existe aucune transition entre les états 1 et 2, i.e. p = q = 0. Les
deux mesures

π1(x) = 1{x=1} et π2(x) = 1{x=2}
sont invariantes car si la chaîne part d’un état, elle y restera tout le temps. On peut vé-
rifier que toute combinaison linéaire λπ1 + (1− λ)π2 (avec λ ∈ [0, 1]) est une mesure
invariante. Cet exemple très simple montre qu’il peut exister une infinité de mesures in-
variantes. Considérons maintenant le cas où il n’existe pas de transition de 1 vers 2, i.e.
p = 0 et q 6= 0. Alors l’unique mesure invariante est π1(x) = 1{x=1} et elle n’attribue
aucun poids au site 2 (ce qui n’est pas le cas si p > 0). Par conséquent, le support des
mesures invariantes dépend de la structure de P.

Avant d’analyser l’unicité des mesures invariantes, nous allons introduire la notion
d’irréductibilité qui est équivalente à la connexité du graphe des transitions associé à la
matrice P.
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3.2.1 Irréductibilité

Soit X = {Xn}n > 0 une chaîne de Markov sur E de matrice de transition P.

Définition 3.4. Soient x, y deux états de E. On dit que
(i) x communique avec y, on note x → y, s’il existe un entier n > 0 et des états x0 =

x, x1, . . . , xn = y ∈ E tels que P(x0, x1) · · · P(xn−1, xn) > 0, i.e. si

Px(Xn = y) = P(Xn = y|X0 = x) > 0. (3.6)

(ii) x et y communiquent, on note x ↔ y, si x communique avec y et y communique avec
x.

Définition 3.5.
(i) Une classe E0 ⊂ E est dite fermée si pour tous x, y ∈ E

x ∈ E0 et x→ y alors y ∈ E0.

(ii) Une classe E0 ⊂ E est dite irréductible si x ↔ y pour tous x, y ∈ E0 et E0 est fermée.
(iii) La chaîne de Markov X est dite irréductible si l’espace d’états E est irréductible.

Les définitions (i) et (ii) sont illustrées figure 3.3. La définition (iii) est la plus im-
portante en pratique car les chaînes irréductibles vont constituer notre principal cadre
d’étude.

La restriction de la chaîne de Markov à une classe fermée E0 est ainsi une chaîne de
Markov d’espace d’états E0. Enfin si E0 = {x0} est fermée, alors l’état x0 est dit absorbant
car une fois que la chaîne de Markov l’a atteint, elle reste bloquée dans cet état pour
toujours.

FIGURE 3.3 – Dans ce graphe de transition, on distingue 2 classes irréductibles fermées en rouge
et en bleu clair. Aucun site de ces deux classes ne communique avec les sites blancs qui ne forment
pas une classe fermée. La chaîne de Markov peut être restreinte à chacune des classes irréduc-
tibles.

3.2.2 Unicité des mesures de probabilité invariantes

Théorème 3.6. Si une chaîne de Markov irréductible sur un espace d’états E possède une mesure
de probabilité invariante π, alors π(x) > 0 pour tout x dans E.

Démonstration. On suppose l’existence d’une mesure invariante π. Nous allons d’abord
vérifier que π(x) > 0 pour tout x ∈ E. Comme ∑y∈E π(y) = 1, il existe x0 de E tel que
π(x0) > 0. La chaîne étant irréductible, x0 communique avec tout y de E et pour chaque
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y, il existe un entier n tel que Pn(x0, y) > 0. La mesure π est invariante π = πPn (cf.
lemme 3.2) et on en déduit

π(y) = ∑
z∈E

π(z)Pn(z, y) > π(x0)Pn(x0, y) > 0.

Pour E fini, l’existence d’une mesure invariante a été prouvée au théorème 3.3. L’hy-
pothèse d’irréductibilité de la chaîne permet de renforcer ce résultat.

Théorème 3.7. Pour toute chaîne de Markov irréductible sur un espace d’états fini E, il existe
une unique mesure de probabilité invariante π.

Démonstration. Soit π une mesure invariante (son existence est assurée par le théorème
3.3). Pour montrer l’unicité, nous allons d’abord établir un résultat préliminaire et prou-
ver que toute fonction h de E dans R vérifiant

∀x ∈ E, h(x) = ∑
y∈E

P(x, y)h(y) (3.7)

est nécessairement constante. Une fonction h satisfaisant (3.7) est dite harmonique. Nous
avons déjà rencontré des fonctions harmoniques section 2.6.3. Comme E est fini, il existe
un état x0 où la fonction atteint son minimum h(x0) = miny∈E h(y). S’il existait z de E tel
que P(x0, z) > 0 et h(z) > h(x0), on obtiendrait une contradiction en utilisant le fait que
∑y∈E P(x, y) = 1

h(x0) = ∑
y∈E

P(x0, y)h(y) > P(x0, z)h(x0) + ∑
y 6=z

P(x0, y)h(y) > h(x0) .

Ceci étant impossible, la fonction h est donc égale à h(x0) pous les états y connectés à
x0, i.e. tels que P(x0, y) > 0. Comme la chaîne est irréductible, on déduit en itérant cette
procédure que h est constante sur E.

On remarque qu’une fonction harmonique h est un vecteur propre à droite pour P car
h = Ph tandis qu’une mesure invariante π est un vecteur propre à gauche car π = πP.
Le résultat précédent sur les fonctions harmoniques implique que la matrice P− Id a un
noyau de dimension 1 (les vecteurs de la forme λ(1, . . . , 1)). La valeur propre 0 étant de
multiplicité 1, elle est aussi valeur propre de multiplicité 1 pour la transposée P† − Id.
Par conséquent s’il existe 2 mesures invariantes π1, π2 (que l’on peut interpréter comme
des vecteurs) telles que π1 = π1P et π2 = π2P alors les deux vecteurs π1, π2 sont dans le
noyau de P† − Id. Le noyau étant de dimension 1, il existe une constante c telle que π1 =
c π2. Comme les deux mesures sont normalisées par 1, on en déduit que π1 = π2.

Exercice 3.8. On propose une preuve alternative de l’unicité des mesures invariantes du théorème
3.7. Supposons que π1, π2 soient deux mesures invariantes strictement positives sur E. Montrer
que

∀x, y ∈ E, Q(x, y) = P(y, x)
π1(y)
π1(x)

est une matrice de transition irréductible. Vérifier que f (x) = π2(x)
π1(x) est harmonique pour Q, i.e.

f = Q f . En utilisant le résultat sur l’unicité des fonctions harmoniques, en déduire que π1 = π2.
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3.2.3 Construction de la mesure de probabilité invariante

Le théorème 3.3 a permis d’obtenir l’existence d’une mesure invariante de façon im-
plicite. Dans cette section, nous allons construire la mesure invariante et en donner une
expression explicite qui pourra se généraliser facilement aux espaces d’états dénom-
brables.

On rappelle la définition du premier temps d’atteinte Tx d’un élément x de E

Tx = inf
{

n > 0; Xn = x
}

.

On définit aussi
T+

x = inf
{

n > 1; Xn = x
}

.

Ces deux temps d’arrêt coïncident sauf si le site initial est x car dans ce cas Tx = 0 et T+
x

est le premier temps de retour en x.

Une propriété importante des temps de retour dans le cas des espaces finis est la
suivante :

Lemme 3.9. Pour une chaîne de Markov irréductible sur un espace d’états E fini

∀x, y ∈ E, Ex(T+
y ) < ∞.

Démonstration. La chaîne étant irréductible et E fini, il existe ε > 0 et un entier n tels que
pour tous x, y dans E

∃j 6 n, Pj(x, y) > ε.

La valeur j peut varier selon les couples x, y mais reste bornée par n. La probabilité d’at-
teindre y avant le temps n en partant de n’importe quel point est au moins ε. L’inégalité
suivante est donc vraie uniformément en x, y

Px
(
T+

y > n
)
6 1− ε.

Nous allons itérer ce résultat en conditionnant le processus par le passé jusqu’au temps
(k− 1)n

Px
(
T+

y > kn
)
= ∑

z∈E
z 6=y

Px
(
{T+

y > (k− 1)n} ∩ {X(k−1)n = z}
n⋂

i=1

{X(k−1)n+i 6= y}
)

= ∑
z∈E
z 6=y

Px
(
{T+

y > (k− 1)n} ∩ {X(k−1)n = z}
)

P
( n⋂

i=1

{X(k−1)n+i 6= y}
∣∣∣{T+

y > (k− 1)n} ∩ {X(k−1)n = z}
)

où z représente toutes les valeurs possibles pouvant être prises par X(k−1)n. Par la pro-
priété de Markov appliquée au temps (k − 1)n (cf. théorème 2.5), on en déduit que le
conditionnement ne dépend que de la valeur de X(k−1)n

Px
(
T+

y > kn
)

= ∑
z∈E
z 6=y

Px

(
{T+

y > (k− 1)n} ∩ {X(k−1)n = z}
)

P
( n⋂

i=1

{X(k−1)n+i 6= y}
∣∣∣X(k−1)n = z

)
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Le dernier terme peut s’exprimer par la propriété de Markov comme l’évènement {T+
y >

n} pour la chaîne décalée en temps

P
( n⋂

i=1

{X(k−1)n+i 6= y}
∣∣∣X(k−1)n = z

)
= P

( n⋂

i=1

{Xi 6= y}
∣∣∣X0 = z

)
= Pz

(
T+

y > n
)

.

Conditionnellement à {X(k−1)n = z}, on peut le borner uniformément en z (avec z 6= y)
par 1− ε pour obtenir

Px
(
T+

y > kn
)
6 (1− ε)Px

(
T+

y > (k− 1)n
)

.

En itérant on obtient
Px
(
T+

y > kn
)
6 (1− ε)k.

Pour toute variable aléatoire Z à valeurs dans N, on rappelle l’identité classique

E(Z) = ∑
` > 1

P(Z > `).

On obtient donc

Ex
(
T+

y
)
= ∑

` > 1
Px
(
T+

y > `
)
6 n ∑

k > 0
Px
(
T+

y > kn
)
6 n ∑

k > 0
(1− ε)k < ∞.

Ce qui permet de conclure le lemme.

Le théorème suivant permet d’exprimer la mesure invariante en fonction de la fré-
quence à laquelle la chaîne de Markov visite les sites de E.

Théorème 3.10. Pour une chaîne de Markov irréductible {Xn}n > 0 sur un espace d’états E fini,
l’unique mesure de probabilité invariante est donnée par

∀x ∈ E, π(x) =
1

Ex(T+
x )

.

Démonstration. Étant donné x un élément de E, nous allons définir la mesure π̃ comme
la moyenne du temps passé en chaque site par la chaîne de Markov entre deux passages
par x

∀y ∈ E, π̃(y) = Ex

(
nombre de visites en y avant de retourner en x

)
.

Commençons par réécrire la mesure π̃ sous une forme plus maniable

π̃(y) = Ex

( T+
x −1

∑
n=0

1{Xn=y}
)
= Ex

(
∑

n > 0
1{Xn=y} 1{T+

x >n}
)

= ∑
n > 0

Px

(
Xn = y, T+

x > n
)

,

où nous avons utilisé le théorème de Fubini dans la dernière égalité. A priori, π̃ dépend
du choix de x, mais nous allons montrer que ce n’est pas le cas.
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Le lemme 3.9 implique que π̃(y) est bien définie pour tout y car

π̃(y) 6 ∑
n > 0

Px

(
T+

x > n
)
= Ex(T+

x ) < ∞.

Par contre π̃ n’est pas une mesure de probabilité car elle n’est pas normalisée.

Pour montrer que π̃ est stationnaire, nous calculons

∑
z∈E

π̃(z)P(z, y) = ∑
z∈E

∑
n > 0

Px

(
Xn = z, T+

x > n
)

P(z, y).

Le point clef de la preuve est de constater que l’évènement {T+
x > n} = {T+

x > n + 1}
ne dépend que de {X0, . . . , Xn} (on sait juste que la marche n’est pas revenue en x avant
le temps n). Par conséquent, on peut appliquer la propriété de Markov et écrire

Px

(
Xn = z, T+

x > n + 1, Xn+1 = y
)
= Px

(
Xn = z, T+

x > n
)

P
(

Xn+1 = y
∣∣∣Xn = z, T+

x > n
)

= Px

(
Xn = z, T+

x > n
)

P(z, y).

On déduit de cette relation que

∑
z∈E

π̃(z)P(z, y) = ∑
z∈E

∑
n > 0

Px

(
Xn = z, T+

x > n + 1, Xn+1 = y
)

= ∑
n > 0

Px

(
T+

x > n + 1, Xn+1 = y
)
= ∑

n > 1
Px

(
T+

x > n, Xn = y
)

.

Cette expression est très proche de la définition de π̃

∑
n > 1

Px

(
T+

x > n, Xn = y
)

= ∑
n > 0

Px

(
Xn = y, T+

x > n
)
−Px

(
T+

x > 0, X0 = y
)
+ ∑

n > 1
Px

(
T+

x = n, Xn = y
)

= π̃(y)−Px
(
X0 = y

)
+ Px

(
XT+

x
= y

)
.

Il suffit maintenant de considérer les deux cas :
— Si y = x alors Px(X0 = y) = Px(XT+

x
= y) = 1.

— Si y 6= x alors Px(X0 = y) = Px(XT+
x
= y) = 0.

On a donc prouvé que la mesure π̃ est invariante, i.e. ∑z∈E π̃(z)P(z, y) = π̃(y). Pour
obtenir une mesure de probabilité, il suffit de la normaliser. Comme ∑z∈E π̃(z) = Ex(T+

x ),
la mesure de probabilité

∀y ∈ E, π(y) =
π̃(y)

Ex(T+
x )

est l’unique mesure de probabilité invariante (cf. théorème 3.7). En particulier, elle vérifie

π(x) =
π̃(x)

Ex(T+
x )

=
1

Ex(T+
x )

.

Le site x qui servait de site de référence pour indexer les excursions de la chaîne a été
choisi arbitrairement. L’identité ci-dessus est donc vérifiée pour tout x car la mesure de
probabilité invariante est unique pour une chaîne de Markov irréductible.
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3.3 Réversibilité et Théorème H

3.3.1 Réversibilité

Les mesures invariantes sont caractérisées par le système d’équations linéaires

∀y ∈ E, π(y) = ∑
x∈E

π(x)P(x, y)

dont le nombre d’inconnues est égal au cardinal de E. Dans la pratique, ce cardinal peut
être très grand (parfois infini) et il est souvent difficile de déterminer π analytiquement.
La réversibilité est une condition suffisante et facile à vérifier qui assure l’existence d’une
mesure invariante.

Définition 3.11. Une chaîne de Markov de matrice de transition P sur E est dite réversible par
rapport à la mesure π si elle satisfait

∀x, y ∈ E, π(x)P(x, y) = π(y)P(y, x) .

La réversibilité caractérise les systèmes à l’équilibre. Sous la mesure initiale π, si on
observe une trajectoire x0, x1, . . . , xn pour une chaîne de Markov réversible alors la trajec-
toire inverse aura la même probabilité

Pπ

(
X0 = x0, X1 = x1, . . . , Xn = xn

)
= Pπ

(
X0 = xn, X1 = xn−1, . . . , Xn = x0

)
.

Pour prouver cette relation, on écrit la propriété de Markov

Pπ

(
X0 = x0, X1 = x1, . . . , Xn = xn

)
= π(x0)P(x0, x1)P(x1, x2) . . . P(xn−1, xn) .

En itérant de proche en proche la relation de réversibilité, on obtient

Pπ

(
X0 = x0, X1 = x1, . . . , Xn = xn

)
= P(x1, x0)π(x1)P(x1, x2) . . . P(xn−1, xn)

= P(x1, x0)P(x2, x1)π(x2) . . . P(xn−1, xn)

= π(xn)P(xn, xn−1)P(xn−1, xn−2) . . . P(x1, x0).

Exemples.
• D’après la section 3.1.2, la marche aléatoire sur {1, . . . , L} avec conditions périodiques
et probabilités de sauts

P(x, x + 1) = p, P(x, x− 1) = 1− p

a pour mesure invariante la mesure uniforme π(x) = 1
L pour tout p ∈ [0, 1]. Cette chaîne

de Markov n’est réversible que pour p = 1
2 car pour p 6= 1

2

π(x)P(x, x + 1) 6= π(x + 1)P(x + 1, x).

En effet, si p 6= 1
2 la marche va tourner de façon privilégiée dans un sens et la probabilité

de la voir tourner en sens inverse sera très faible. Si p = 1
2 , la marche est symétrique et

toute fluctuation dans un sens sera aussi probable qu’une fluctuation en sens inverse.
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• La chaîne de Markov à deux états de matrice de transition P donnée par (3.3) est aussi
réversible pour la mesure π(1) = q

p+q , π(2) = p
p+q car

π(1) P(1, 2) =
qp

p + q
= π(2) P(2, 1).

Dans la pratique, la réversibilité permet de vérifier facilement qu’une mesure est in-
variante.

Théorème 3.12. Si une chaîne de Markov de matrice de transition P est réversible par rapport à
la mesure π, alors π est une mesure invariante.

Démonstration. Pour tout y dans E, on obtient en utilisant la réversibilité et ∑x∈E P(y, x) =
1

∑
x∈E

π(x)P(x, y) = ∑
x∈E

π(y)P(y, x) = π(y).

Par conséquent, π est bien une mesure invariante.

3.3.2 Théorème H pour les chaînes de Markov ?

Soient µ et ν deux mesures de probabilité sur un espace E. On suppose que µ(x) > 0
pour tout x de E et on note H l’entropie relative de ν par rapport à µ

H
(
ν
∣∣µ
)
= ∑

x∈E

(
ν(x)
µ(x)

log
ν(x)
µ(x)

)
µ(x) .

L’entropie relative permet de mesurer la distance entre µ et ν car H est positive et ne
s’annule que si ν = µ. Pour le vérifier, il suffit de remarquer que φ(u) = u log(u) est
strictement convexe et par l’inégalité de Jensen

H
(
ν
∣∣µ
)
= ∑

x∈E
φ

(
ν(x)
µ(x)

)
µ(x) > φ

(
∑
x∈E

ν(x)
µ(x)

µ(x)

)
= 0.

L’inégalité est stricte dès qu’il existe un x pour lequel ν(x)
µ(x) 6= 1.

Théorème 3.13. On considère une chaîne de Markov irréductible de matrice de transition P et
de mesure invariante π. Alors pour toute probabilité µ, on a

H
(
µP
∣∣π
)
≤H

(
µ
∣∣π
)
.

Par conséquent, l’entropie relative n→H
(
µPn

∣∣π
)

décroît avec le temps.

Ce résultat fait écho au Théorème H pour l’équation de Boltzmann, néanmoins les
physiciens utilisent la convention opposée pour l’entropie et considèrent plutôt la crois-
sance de −H. Nous verrons au chapitre 5 que les mesures µPn relaxent vers la mesure
d’équilibre π. La décroissance de l’entropie relative permet déjà d’entrevoir cette relaxa-
tion car la distance entre µPn et π se réduit au cours du temps.
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Démonstration. En utilisant la fonction φ(u) = u log(u), on a

H
(
µP
∣∣π
)
= ∑

x∈E
φ

(
1

π(x) ∑
y∈E

µ(y)P(y, x)

)
π(x) = ∑

x∈E
φ

(
∑
y∈E

µ(y)
π(y)

π(y)P(y, x)
π(x)

)
π(x).

La mesure π étant invariante, on peut vérifier que y → π(y)P(y,x)
π(x) est une mesure de

probabilité sur E

∑
y∈E

π(y)P(y, x)
π(x)

=
1

π(x) ∑
y∈E

π(y)P(y, x) =
π(x)
π(x)

= 1

on obtient par l’inégalité de Jensen

H
(
µP
∣∣π
)
6 ∑

x∈E
π(x) ∑

y∈E

π(y)P(y, x)
π(x)

φ

(
µ(y)
π(y)

)
= ∑

y∈E
∑
x∈E

π(y)P(y, x)φ
(

µ(y)
π(y)

)
.

Comme ∑x∈E P(y, x) = 1, on conclut que

H
(
µP
∣∣π
)
6 H

(
µ
∣∣π
)
.

3.3.3 Application : modèle d’Ehrenfest

Nous allons illustrer les concepts de réversibilité et de décroissance de l’entropie avec
une chaîne de Markov proposée par Paul et Tatiana Ehrenfest en 1907. Ce modèle a joué
un rôle important pour établir les fondements de la mécanique statistique et comprendre
le paradoxe de l’irréversibilité en théorie cinétique des gaz.

Commençons par un rappel historique pour expliquer les motivations qui ont conduit
à introduire ce modèle. En 1872, Boltzmann propose une équation pour décrire l’évolu-
tion d’un gaz peu dense hors équilibre. Cette équation deviendra l’élément fondateur de
la théorie cinétique des gaz. Le point de départ est de représenter les molécules dans un
gaz comme un ensemble de sphères dures qui avancent en ligne droite à des vitesses
différentes et qui rebondissent à la manière de boules de billard quand elles se touchent.
Pour décrire le comportement d’un tel gaz, il n’est pas possible (ni souhaitable) de rendre
compte de l’évolution de tous les atomes (l’ordre de grandeur de leur nombre étant 1023),
par contre une quantité plus globale comme la densité f (t, x, v) de particules au temps
t avec la position x et la vitesse v suffit à décrire le transport de matière. L’équation de
Boltzmann régit l’évolution de la densité de particules

∂t f (t, x, v) + v · ∇x f (t, x, v) = Q( f , f )

Q( f , f )(v) =
∫∫

S2×R3
[ f (v′) f (v′1)− f (v) f (v1)]

(
(v− v1) · ν

)
+

dv1dν

où ν est un vecteur intégré sur la sphère unité S2 et les vitesses après collisions s’écrivent

v′ = v + ν · (v1 − v) ν , v′1 = v1 − ν · (v1 − v) ν.
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Une propriété fondamentale de cette équation connue comme le Théorème H, est la crois-
sance de l’entropie au cours du temps

H(t) = −
∫∫

dx dv f (t, x, v) log f (t, x, v) et ∂tH(t) > 0

(La convention en physique est opposée à celle des mathématiciens qui considèrent plu-
tôt la décroissance de −H(t), cf. section 3.3.2). Cette croissance traduit l’irréversibilité du
système : si on perce un ballon rempli de gaz, le gaz s’échappe et le ballon se dégonfle.
Ce mécanisme est irréversible, en effet il est très rare d’observer un ballon se regonflant
spontanément.

L’équation de Boltzmann a pourtant suscité de nombreuses controverses car l’irréver-
sibilité des solutions de cette équation semble incompatible avec la réversibilité de la dy-
namique microscopique. La dynamique microscopique est un immense billard avec 1023

boules rebondissant les unes sur les autres. Si on observe l’évolution de cette dynamique
jusqu’au temps t et qu’à l’instant t toutes les vitesses sont renversées (v → −v) alors le
système microscopique revient en arrière en suivant exactement l’évolution inverse. En
1876, Loschmidt objectait que l’équation de Boltzmann ne pouvait pas rendre compte du
système microscopique qui lui était réversible. Un second paradoxe est signalé par Zer-
melo en 1896 car le théorème de Poincaré assure que cette dynamique microscopique va
repasser au cours du temps arbitrairement près de sa condition initiale et ce pour presque
toutes les conditions initiales. Ceci pose encore la question de l’irréversibilité de l’équa-
tion de Boltzmann. Le modèle des époux Ehrenfest a permis de comprendre ces deux
paradoxes.

On considère un récipient isolé coupé en deux par une paroi, la partie gauche est rem-
plie d’un gaz et celle de droite est vide (cf. figure 3.4). À l’instant initial, un trou minus-
cule est percé dans la paroi pour permettre au gaz de passer d’un compartiment à l’autre.
Pour simplifier le modèle, on imagine qu’à chaque pas de temps, un atome est choisi au
hasard et transféré d’un compartiment à l’autre. On note Xn le nombre d’atomes dans la
partie gauche au temps n et on suppose qu’initialement le récipient contient K atomes,
i.e. X0 = K. Cette chaîne de Markov a pour espace d’états {0, . . . , K} et les probabilités
de transition sont données par

P
(
Xn+1 = `− 1

∣∣Xn = `
)
=

`

K
, P

(
Xn+1 = `+ 1

∣∣Xn = `
)
=

K− `

K
.

Quand le système est à l’équilibre, les molécules sont réparties uniformément et la me-
sure invariante devrait intuitivement être une loi binomiale π(`) = 1

2K (
K
`) (on choisit `

molécules parmi K et on les place dans la partie gauche, les K− ` autres seront alors dans
la partie droite). Pour le vérifier, il suffit de remarquer que cette chaîne de Markov est
réversible pour la mesure invariante π

π(`)P(`, `+ 1) =
1

2K
K!

`!(K− `)!
K− `

K
= π(`+ 1)P(`+ 1, `).

La distribution de π est représentée figure 3.4. La réversibilité stochastique peut être vue
comme l’analogue de la réversibilité des équations du mouvement pour la dynamique
microscopique du gaz de sphères dures.
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FIGURE 3.4 – Sur le schéma de gauche, le modèle d’Ehrenfest est représenté : le compartiment
de gauche est rempli de molécules, celui de droite est presque vide. Un passage est ouvert entre
les deux compartiments pour permettre le transfert des molécules. Le graphe de droite représente
la distribution de π pour K = 80. Cette distribution est symétrique autour de sa moyenne et elle
décrit l’état d’équilibre du gaz.

L’irréductibilité de la chaîne de Markov implique par le lemme 3.9 que la chaîne va re-
venir en chacun des points presque sûrement. Si initialement le compartiment de gauche
est rempli de gaz et celui de droite est vide, les molécules vont d’abord se répartir assez
rapidement dans tout le récipient mais si on attend assez longtemps toutes les molécules
finiront par retourner dans le compartiment de gauche. Cette propriété est l’analogue du
théorème de récurrence de Poincaré pour les systèmes dynamiques que Zermelo oppo-
sait à Boltzmann. Dans le cas de la chaîne d’Ehrenfest, le théorème 3.10 permet de calculer
l’espérance du temps de retour

E`(T+
` ) =

1
π(`)

= 2K `!(K− `)!
K!

.

En utilisant la formule de Stirling n! '
√

2πn(n/e)n, on remarque que pour K très grand,
par exemple de l’ordre du nombre d’Avogadro 1023

EK(T+
K ) = 2K et EK/2(T+

K/2) '
√

πK
2

.

Par conséquent, le temps de retour en K/2 (qui est la valeur d’équilibre) sera infiniment
moins long que le temps de retour en K. Ce dernier est tellement grand qu’il peut être
supérieur à la durée de vie de l’univers. Il faudra donc s’armer de patience avant de voir
un ballon percé se regonfler spontanément. Les temps de récurrence d’évènements rares
étant extrêmement longs, il n’y a donc pas de contradiction avec la validité de l’équation
de Boltzman sur des échelles de temps plus courtes.





Chapitre 4

Espaces d’états dénombrables

Ce chapitre est consacré aux chaînes de Markov sur des espaces d’états infinis (mais
dénombrables) pour lesquelles des phénomènes nouveaux apparaissent concernant la
fréquence des visites d’un état. On verra aussi que pour des espaces d’états infinis, l’ir-
réductibilité ne suffit pas à garantir l’existence d’une unique mesure de probabilité inva-
riante.

4.1 Chaînes de Markov récurrentes et transitoires

Un exemple simple de chaîne de Markov sur un espace d’états infini est la marche
aléatoire symétrique sur Zd avec d > 1 et de matrice de transition

∀x, y ∈ Zd, P(x, y) =
1

2d
1{‖x−y‖2=1} .

La marche saute de façon équiprobable d’un site vers ses voisins. Elle est irréductible car
elle peut rejoindre n’importe quel point de Zd. Dans le cas des espaces d’états finis, le
lemme 3.9 assure que, pour toute chaîne de Markov irréductible, le temps d’atteinte d’un
état y de E

T+
y = inf

{
n > 1; Xn = y

}

en partant d’un état x est toujours intégrable Ex(T+
y ) < ∞. En particulier, toute trajectoire

de la chaîne de Markov issue de x finira par toucher presque sûrement n’importe quel
état y de E. Pour des chaînes de Markov sur des espaces d’états infinis, cette propriété
n’est plus vraie en général et il convient donc de distinguer plusieurs cas.

Définition 4.1. Soit {Xn}n > 0 une chaîne de Markov sur un espace d’états E dénombrable. Un
état x de E est dit

— transitoire si Px(T+
x < ∞) < 1.

— récurrent si Px(T+
x < ∞) = 1.

Les états récurrents peuvent être de deux types :
— Les états récurrents nuls si Ex(T+

x ) = ∞.
— Les états récurrents positifs si Ex(T+

x ) < ∞.
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Nous allons montrer qu’une chaîne de Markov repasse presque sûrement une infinité
de fois par un état récurrent alors qu’elle ne passera qu’un nombre fini de fois par un
état transitoire. Si l’espace d’états est fini, le lemme 3.9 implique que tous les états sont
récurrents positifs pour une chaîne de Markov irréductible.

T (0)
x T (1)

x

T (2)
x

T (3)
x

S(1)
x S(2)

x S(3)
x

FIGURE 4.1 – Les excursions d’une marche aléatoire dans Z sont représentées en utilisant comme
état de référence x = 0.

Pour tout entier k, on définit le kième temps de retour en x par

T(k+1)
x = inf

{
n > T(k)

x + 1; Xn = x
}
∈N∪ {∞}

où T(0)
x = 0 et T(1)

x coïncide avec T+
x . Si la chaîne ne passe que k fois en x alors tous les

temps T(`)
x avec ` > k + 1 seront infinis. La chaîne de Markov fait des excursions entre

deux passages en x (cf. figure 4.1) dont les longueurs sont données par

S(k)
x =

{
T(k)

x − T(k−1)
x , si T(k−1)

x < ∞
0, sinon

Le nombre de visites d’un état x par la chaîne de Markov {Xn}n > 0 est donné par

Nx = ∑
n > 0

1{Xn=x}.

Théorème 4.2. On distingue deux comportements différents :
— Un état x est récurrent si et seulement si la chaîne de Markov issue de x repasse infiniment

souvent en x, c’est-à-dire
Px
(
Nx = ∞

)
= 1.

— Un état x est transitoire si et seulement le nombre de visites Nx de la chaîne de Markov
issue de x vérifie Px

(
Nx < ∞

)
= 1. Dans ce cas Nx suit une loi géométrique sur N de

paramètre Px(T+
x = ∞) > 0 et

Ex
(
Nx
)
=

1
Px(T+

x = ∞)
.

Démonstration. Le point crucial de la preuve consiste à remarquer que pour k > 2, si on
conditionne par l’évènement {T(k−1)

x < ∞}, alors la longueur de l’excursion S(k)
x est indé-

pendante de la trajectoire de la chaîne avant l’instant T(k−1)
x , c’est-à-dire de {Xn; n 6 T(k−1)

x }
et

∀` ∈N, P
(
S(k)

x = `
∣∣ T(k−1)

x < ∞
)
= Px

(
T(1)

x = `
)

. (4.1)
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Intuitivement le résultat est évident : quand la chaîne de Markov repart de x, il n’y a plus
besoin de connaître son passé pour déterminer son futur. En particulier, les excursions
représentées figure 4.1 ont toutes la même loi et sont indépendantes. Pour le démon-
trer, il suffit d’appliquer la propriété de Markov forte établie au théorème 2.6. Au temps
d’arrêt T(k−1)

x la chaîne de Markov est dans l’état x et la chaîne de Markov décalée en
temps {X

T(k−1)
x +n

}n > 0 a la même loi que la chaîne {Xn}n > 0 partant de x. La longueur de
l’excursion peut s’écrire comme un temps de retour

S(k)
x = inf

{
n > 1, X

T(k−1)
x +n

= x
}

.

Conditionnellement à l’évènement {T(k−1)
x < ∞}, la longueur S(k)

x a la même loi que T(1)
x .

On en déduit donc (4.1) par la propriété de Markov forte.

Comme X0 = x, on remarque que Nx > 1. Pour tout k > 1, on obtient

Px
(
Nx > k + 1

)
= Px

(
T(k)

x < ∞
)
= Px

(
T(k−1)

x < ∞ et S(k)
x < ∞

)

= Px
(
T(k−1)

x < ∞
)
Px
(
S(k)

x < ∞
∣∣ T(k−1)

x < ∞
)
.

En utilisant (4.1) et en itérant, on conclut que

Px
(
Nx > k + 1

)
= Px

(
T(k−1)

x < ∞
)
Px
(
T(1)

x < ∞
)
= Px

(
T+

x < ∞
)k. (4.2)

Dans la dernière égalité, on a identifié T(1)
x = T+

x . Si x est récurrent, alors Px
(
Nx > k

)
= 1

pour tout k. Comme l’évènement {Nx = ∞} est la limite (décroissante) des évènements
{Nx > k}, on en déduit que Px

(
Nx = ∞

)
= 1. Réciproquement si Px

(
Nx = ∞

)
= 1 alors

(4.2) implique que Px
(
T+

x < ∞
)
= 1 et donc x est récurrent.

Si x est transitoire alors Px(T+
x < ∞) < 1 et un calcul similaire au précédent permet

de montrer que le nombre de visites Nx d’une chaîne de Markov issue de x suit une loi
géométrique sur N de paramètre Px(T+

x = ∞) :

k > 1, Px
(
Nx = k

)
= Px

(
T+

x < ∞
)k−1

(
1−Px

(
T+

x < ∞
))

.

L’espérance du nombre de retours est finie : Ex
(
Nx
)
= 1

Px(T+
x =∞)

. De la même façon

l’équivalence entre Px
(
Nx < ∞

)
= 1 et le fait que x est transitoire se déduit de l’identité

(4.2).

La propriété de Chapman-Kolmogorov permet d’écrire pour tout n > 1

∀x, y ∈ E, Pn(x, y) = Px
(
Xn = y

)

où Pn est la puissance nième de la matrice P. Le théorème 4.2 peut être reformulé à l’aide
d’un critère plus simple à utiliser.

Théorème 4.3. Pour tout état x de E, il n’existe que deux possibilités :
— x est transitoire si et seulement si ∑n > 0 Pn(x, x) < ∞.
— x est récurrent si et seulement si ∑n > 0 Pn(x, x) = ∞.
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Si x communique avec y, i.e. x → y, et x est un état récurrent alors y est un état récurrent.
Par conséquent, si la chaîne est irréductible alors les états sont tous transitoires ou tous récurrents.
De plus, dans ce dernier cas, on repasse infiniment souvent par n’importe quel point

∀x, y ∈ E, Py(T+
x < ∞) = 1 et Py(Nx = ∞) = 1. (4.3)

Démonstration. L’espérance du nombre de visites peut se réécrire en utilisant le théorème
de Fubini (pour permuter l’espérance et la somme)

Ex
(
Nx
)
= Ex

(
∑

n > 0
1Xn=x

)
= ∑

n > 0
Ex
(
1Xn=x

)
= ∑

n > 0
Pn(x, x).

Le théorème 4.2 suffit donc à prouver l’alternative entre les deux possibilités.

Soit x un état récurrent communiquant avec y. Il existe donc un entier ` tel que
P`(x, y) > 0. Supposons que y ne communique pas avec x, c’est-à-dire que Pk(y, x) = 0
pour tout k alors

Py
(
T+

x < ∞
)
6 ∑

k > 1
Py
(
Xk = x

)
= ∑

k > 1
Pk(y, x) = 0.

Dans ce cas x ne pourrait pas être récurrent car la chaîne a une probabilité non nulle de
passer dans l’état y et ainsi de ne plus revenir en x

Px
(
T+

x = ∞
)
> P`(x, y) > 0.

Par conséquent si x → y et x est récurrent alors y→ x. Il existe donc deux entiers `, k > 1
tels que P`(x, y) > 0 et Pk(y, x) > 0. On peut décomposer les trajectoires partant de y

∑
n > 0

Pn(y, y) > ∑
n > 0

Pk(y, x)Pn(x, x)P`(x, y) = c ∑
n > 0

Pn(x, x) = ∞

où c > 0 est une constante. La dernière égalité provient du critère de récurrence appliqué
à x. On en déduit que y doit aussi être récurrent.

Si la chaîne de Markov est irréductible, tous les états communiquent et il suffit que
l’un soit récurrent pour que les autres le soient.

Supposons que la chaîne soit irréductible et que tous les états soient récurrents. Cette
hypothèse assure, en particulier, que Px(T+

x = ∞) = 0 pour tout x. Nous allons montrer
la première assertion de (4.3). Étant donné y dans E, l’irréductibilité implique l’existence
d’un chemin, de probabilité positive, de longueur n0 allant de x à y et ne repassant pas
par x. Ceci permet d’affirmer que

Px
(
{Xn0 = y} ∩ {T+

x > n0}
)
> 0.

On en déduit, en utilisant la propriété de Markov au temps n0, que

Px(T+
x = ∞) > Px

(
{Xn0 = y}∩{T+

x = ∞}
)
= Px

(
{Xn0 = y}∩{T+

x > n0}
)
Py(T+

x = ∞),

ce qui implique le résultat souhaité Py(T+
x = ∞) = 0.

La seconde assertion de (4.3), s’obtient en remarquant que

Py(Nx = ∞) = Py({Nx = ∞} ∩ {T+
x < ∞}) = Py(T+

x < ∞)Px(Nx = ∞),

où la derniere égalité est une conséquence de la propriété de Markov forte appliquée au
temps T+

x . Comme x est récurrent Px(Nx = ∞) = 1 et Py(T+
x < ∞) = 1, on en déduit

que Py(Nx = ∞) = 1.
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4.2 Application : marches aléatoires

Les états récurrents et transitoires peuvent être illustrés dans le cadre des marches
aléatoires sur Zd.

4.2.1 Marches aléatoires symétriques sur Zd

Le comportement de la marche aléatoire symétrique sur Zd de matrice de transition

∀x, y ∈ Zd, P(x, y) =
1

2d
1{‖x−y‖2=1}

dépend de la dimension d. Le théorème suivant a été prouvé par Polya en 1921.

Théorème 4.4. La marche aléatoire symétrique sur Z ou Z2 est récurrente. Pour d > 3, la
marche symétrique sur Zd est transitoire.

Démonstration. La chaîne étant irréductible tous les états sont de la même nature. D’après
le théorème 4.3, il suffit donc de déterminer si la série ∑n > 0 Pn(0, 0) est divergente ou
convergente. L’étude se fait pour chaque dimension.

d = 1.
Une marche aléatoire ne peut revenir en 0 qu’après un nombre pair de pas. Pour

revenir en 0 au temps 2n, il faut qu’il y ait eu exactement n accroissements égaux à 1 et n
accroissements égaux à −1. On a donc

P2n(0, 0) =
1

22n

(
2n
n

)
' 1√

πn
, P2n+1(0, 0) = 0

où l’asymptotique a été obtenue en utilisant la formule de Stirling n! '
√

2πn(n/e)n. Par
conséquent, la série ∑n > 0 Pn(0, 0) est divergente et 0 est un état récurrent.

d = 2.
En inclinant la tête de 45 degrés (cf. figure 4.2), on voit qu’une marche aléatoire Xn

sur Z2 se réécrit Xn = (X+
n +X−n

2 , X+
n −X−n

2 ) en fonction de X+
n , X−n , deux marches aléatoires

indépendantes sur Z partant initialement de 0.

XN

X+
N√
2

X−N√
2

FIGURE 4.2 – Les marches aléatoires X+
n√
2

et X−n√
2

sont les projections de Xn sur les axes du réseau à
45 degrés.
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Par l’indépendance des marches X+
n et X−n , on déduit du cas unidimensionnel que

P2n(0, 0) = P0(X2n = 0) = P0(X+
2n = 0)P0(X−2n = 0) ' 1

πn

où 0 représente (par abus de notation) l’origine de Z et de Z2. La série ∑n > 0 Pn(0, 0) de
terme principal 1/n est divergente et 0 est un état récurrent.

-80 -60 -40 -20 20

-20

20

40

60
50 100 150 200 250

-250

-200

-150

-100

-50

FIGURE 4.3 – Deux réalisations de la marche aléatoire dans Z2 pour 104 et 105 pas.

d = 3.
Pour calculer P2n(0, 0), on décompose les trajectoires de longueur 2n en 2i, 2j, 2k sauts

selon chacun des axes

P2n(0, 0) = ∑
i,j,k > 0

i+j+k=n

(2n)!
(
i! j! k!

)2

(
1
6

)2n

=

(
2n
n

)(
1
2

)2n

∑
i,j,k > 0

i+j+k=n

(
n

i j k

)2 (1
3

)2n

où ( n
i j k) = n!

i! j! k! est le nombre de façons de ranger n boules dans 3 boîtes en mettant i
boules dans la première, j dans la seconde et k dans la troisième. On rappelle

∑
i,j,k > 0

i+j+k=n

(
n

i j k

)(
1
3

)n

= 1 et
(

3n
i j k

)
6
(

3n
n n n

)
.

Commençons par considérer le cas n = 3`. Par les identités précédentes, on a

P2n(0, 0) 6
(

2n
n

)(
1
2

)2n ( 3`
` ` `

)(
1
3

)n

∑
i,j,k>0

i+j+k=n

(
n

i j k

)(
1
3

)n

=

(
2n
n

)(
1
12

)n ( n
` ` `

)
' 1

2(2π)3/2

(
6
n

)3/2

où l’expression asymptotique pour n grand est une conséquence de la formule de Stirling.
Les autres valeurs de n peuvent être bornées par comparaison

P2(3`)(0, 0) >
(

1
6

)2

P2(3`−1)(0, 0) et P2(3`)(0, 0) >
(

1
6

)4

P2(3`−2)(0, 0).

La série ∑n P2n(0, 0) converge car un majorant de son terme principal tend vers 0 comme
1

n3/2 . La marche aléatoire en dimension 3 est donc transitoire.
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Une approche combinatoire similaire pour les dimensions d > 4 montre que P2n(0, 0)
est asymptotiquement de l’ordre de 1

nd/2 . Par conséquent la marche aléatoire symétrique
est transitoire dès que d > 3.

On remarquera que la mesure π(x) = 1 pour tout x de Zd est une mesure invariante
pour la marche aléatoire. Par contre, il n’existe pas de mesure de probabilité invariante,
i.e. de mesure normalisée par 1. Ce comportement spécifique des espaces d’états infinis
sera expliqué section 4.3.

4.2.2 Un critère analytique

Il est parfois plus facile d’étudier la série génératrice des temps de retours d’une
chaîne de Markov. Pour x, y dans E et s dans [0, 1], on pose

U(x, y, s) = Ex
(
sT+

y 1{T+
y <∞}

)
= ∑

n > 1
sn Px

(
T+

y = n).

On remarque que U(x, x, 1) = Px
(
T+

x < ∞
)
.

Nous allons illustrer l’utilisation de U en étudiant la marche aléatoire dans Z de pro-
babilité de transition

P(x, x + 1) = p, P(x, x− 1) = q

où p + q = 1.

Théorème 4.5.
Si p 6= 1/2, la marche aléatoire est transitoire car P0

(
T+

0 < ∞
)
= 1− |1− 2p| < 1.

Si p = 1/2, la marche aléatoire est récurrente nulle car E0(T+
0 ) = ∞.

Démonstration. En utilisant la propriété de Markov après un pas de temps, on obtient

U(1, 0, s) = s
(

pU(2, 0, s) + q
)

et U(−1, 0, s) = s
(

p + qU(−2, 0, s)
)

. (4.4)

Pour aller de 2 à 0, la marche doit d’abord passer par 1. Le temps nécessaire pour at-
teindre 0 se décompose donc sous la forme T+

0 = T+
1 + T1→0 où T1→0 est le premier

temps d’atteinte de 0 après avoir touché 1. La propriété de Markov forte appliquée après
le temps d’arrêt T+

1 permet d’écrire

U(2, 0, s) = E2
(
sT+

1 1{T+
1 <∞} sT1→0 1{T1→0<∞}

)
= E1

(
sT1→0 1{T1→0<∞}

)
U(2, 1, s)

= U(1, 0, s)U(2, 1, s) = U(1, 0, s)2.

Par symétrie U(−2, 0, s) = U(−1, 0, s)2. Ces relations permettent de réécrire les équations
(4.4) et d’obtenir, en remarquant que U(1, 0, 0) = U(−1, 0, 0) = 0, une solution explicite

U(1, 0, s) = s
(

pU(1, 0, s)2 + q
)
⇒ U(1, 0, s) =

1−
√

1− 4pqs2

2ps

U(−1, 0, s) = s
(

p + qU(1, 0, s)2) ⇒ U(−1, 0, s) =
1−

√
1− 4pqs2

2qs
,
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En appliquant une nouvelle fois la propriété de Markov, on en déduit

U(0, 0, s) = s
(

pU(1, 0, s) + qU(−1, 0, s)
)
= 1−

√
1− 4pqs2 .

Si p 6= q, U(0, 0, s) admet une limite quand s tend vers 1

P0
(
T+

0 < ∞
)
= U(0, 0, 1) = 1−

√
1− 4pq = 1− |1− 2p|.

Si p = q = 1/2, la limite vaut 1 et la marche aléatoire sur Z est bien récurrente,
comme nous l’avions déjà montré par le théorème de Polya 4.4. Pour tout s < 1, on peut
dériver U

∂sU(0, 0, s) = E0
(
T+

0 sT+
0 −1 1T+

0 <∞
)
=

s√
1− s2

.

Comme la limite diverge quand s tend vers 1, on en déduit que E0
(
T+

0 1T+
0 <∞

)
= ∞. La

marche est donc récurrente nulle : elle revient infiniment souvent en 0 mais l’espérance
du temps de retour est infinie.

4.3 Mesures invariantes

Le théorème 3.10 permettant la construction des mesures invariantes dans le cas des
espaces d’états finis se généralise aux chaînes de Markov récurrentes sur des espaces
d’états dénombrables. Néanmoins, une différence majeure est que les mesures invariantes
ne peuvent pas toujours être normalisées en une mesure de probabilité. C’est par exemple
le cas de la mesure π(x) = 1 qui est invariante pour la marche aléatoire dans Zd.

Théorème 4.6. Sur un espace d’états E dénombrable, une chaîne de Markov irréductible et ré-
currente possède une mesure invariante π. Cette mesure est strictement positive en tout site x de
E et est unique à une constante multiplicative près.

De plus, les deux assertions suivantes sont équivalentes pour des chaînes de Markov irréduc-
tibles :

(i) La chaîne est récurrente positive.
(ii) Il existe une mesure de probabilité invariante.

Remarquons que si elle existe, la mesure de probabilité invariante est unique et est donnée par

∀x ∈ E, π(x) =
1

Ex(T+
x )

> 0.

Notons que certaines chaînes de Markov irréductibles et transitoires peuvent ne pas
admettre de mesures invariantes.

Démonstration ?.
Étape 1. Commençons par montrer l’existence d’une mesure invariante π̃ pour une chaîne
de Markov irréductible et récurrente. Pour cela, reprenons la preuve du théorème 3.10
pour les espaces d’états finis et, étant donné x un état de référence fixé, définissons une
mesure à l’aide des excursions issues de x

∀y ∈ E, π̃(y) = Ex

( T+
x −1

∑
n=0

1Xn=y

)
= ∑

n > 0
Px

(
Xn = y, T+

x > n
)
∈ R∪ {+∞}. (4.5)
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La chaîne de Markov étant récurrente, on sait que T+
x est fini presque sûrement et donc

que les sommes considérées dans l’espérance ci-dessus sont bien finies. Néanmoins ceci
n’exclut pas que π̃(y) puisse prendre la valeur +∞ pour certains y de E.

Un calcul identique à la preuve du théorème 3.10 permet d’affirmer que la mesure π̃
est invariante

∀y ∈ E, π̃(y) = ∑
z∈E

π̃(z)P(z, y). (4.6)

Notons cependant que les 2 membres de cette identité sont éventuellement infinis. En
itérant cette relation, on obtient que pour tout n > 1

∀y ∈ E, π̃(y) = ∑
z∈E

π̃(z)Pn(z, y). (4.7)

Nous allons maintenant vérifier que la mesure π̃ est bien définie en montrant que

∀y ∈ E, π̃(y) < +∞. (4.8)

Étant donné y0 dans E, on sait par l’irréductibilité de la chaîne de Markov qu’il existe un
entier n tel que Pn(y0, x) > 0 où x est le point de référence servant à définir la mesure π̃.
En appliquant l’identité (4.7) pour y = x, nous obtenons

1 = π̃(x) = ∑
z∈E

π̃(z)Pn(z, x) > π̃(y0)Pn(y0, x). (4.9)

Ainsi π̃(y0) est fini et la mesure π̃ est bien définie. Finalement, on déduit de la preuve du
théorème 3.6 que π̃(y) > 0 pour tout y.

Étape 2. Montrons maintenant l’unicité de la mesure invariante à une constante multipli-
cative près, c’est-à-dire que si π est une mesure invariante alors il existe une constante
α > 0 telle que

∀y ∈ E, π(y) = α π̃(y). (4.10)

La mesure π étant invariante, on en déduit que pour y 6= x

π(y) = ∑
z1∈E

π(z1)P(z1, y) = π(x)P(x, y) + ∑
z1 6=x

π(z1)P(z1, y),

où x est l’état de référence pour la mesure π̃. En appliquant la propriété d’invariance aux
états z1 6= x, on obtient

π(y) = π(x)P(x, y) + ∑
z1 6=x

∑
z2∈E

π(z2)P(z2, z1)P(z1, y)

= π(x)P(x, y) + ∑
z1 6=x

π(x)P(x, z1)P(z1, y) + ∑
z1 6=x

∑
z2 6=x

π(z2)P(z2, z1)P(z1, y).
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On itère ` fois cette procédure

π(y) = π(x)


P(x, y) +

`−1

∑
k=1

∑
z1 6=x,z2 6=x,

...zk 6=x

P(x, zk) . . . P(z1, y)




+ ∑
z1 6=x,z2 6=x,

...z` 6=x

π(z`)P(z`, z`−1) . . . P(z1, y)

> π(x)
`−1

∑
k=0

Px

(
Xk+1 = y, T+

x > k + 1
)

où la dernière inégalité a été obtenue en identifiant le terme entre crochets par l’espérance
du nombre de passages en y 6= x avant de revenir en x et en négligeant le second terme
qui est positif. Quand ` tend vers l’infini, ceci implique par la définition de π̃ que pour
tout y 6= x de E

π(y) > π(x) π̃(y). (4.11)

Comme π̃(x) = 1, le résultat est vrai pour tout y dans E. On peut donc construire une
nouvelle mesure invariante

∀y ∈ E, ν(y) = π(y)− π(x) π̃(y) > 0

telle que ν(x) = 0 car par construction π̃(x) = 1. Par la preuve du théorème 3.6 et
l’hypothèse d’irréductibilité, si la mesure invariante ν était strictement positive pour un
site y de E alors elle serait strictement positive partout. Comme ν(x) = 0, on en déduit
que ν est identiquement nulle et donc que la relation (4.10) est vérifiée avec le coefficient
de proportionnalité α = π(x).

En résumé, les étapes 1 et 2 permettent d’affirmer qu’une chaîne de Markov irréduc-
tible et récurrente admet une mesure invariante, définie par (4.5), et que cette mesure est
unique à constante multiplicative près. Ceci conclut la première partie du théorème 4.6.

Étape 3. Vérifions maintenant l’équivalence entre les propriétés (i) et (ii).
Supposons (i), c’est-à-dire que la chaîne de Markov est irréductible et récurrente po-

sitive. Alors la mesure π̃ construite en (4.5) est sommable car

∑
y∈E

π̃(y) = Ex(T+
x ) < +∞. (4.12)

En procédant comme au théorème 3.10, on peut donc normaliser la mesure π̃ et en dé-
duire, par l’étape 2, l’unicité d’une mesure de probabilité invariante donnée par

∀x ∈ E, π(x) =
1

Ex(T+
x )

> 0.

Ainsi (i) implique (ii).

Pour établir la réciproque, commençons par montrer que si une chaîne de Markov
irréductible possède une mesure de probabilité invariante π alors cette chaîne de Mar-
kov est récurrente. La chaîne étant irréductible, les états sont tous transitoires ou tous
récurrents. Supposons qu’ils soient tous transitoires alors pour tous x et y de E

lim
n→∞

Pn(x, y) = 0
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car le nombre de visites en y est fini

Ex(Ny) = ∑
n > 0

Pn(x, y) < ∞.

S’il existe une mesure de probabilité invariante π, elle vérifie pour tout temps n les rela-
tions

∀y ∈ E, π(y) = ∑
x∈E

π(x)Pn(x, y).

Comme ∑x∈E π(x) = 1, on en déduit (par exemple en utilisant le théorème de conver-
gence dominée) que

∀y ∈ E, π(y) = lim
n→∞ ∑

x∈E
π(x)Pn(x, y) = ∑

x∈E
π(x) lim

n→∞
Pn(x, y) = 0.

Ce qui contredit l’existence de la mesure π. Par conséquent si l’hypothèse (ii) est satis-
faite, alors la chaîne de Markov doit être récurrente.

Pour démontrer que la chaîne de Markov est récurrente positive, il ne reste plus qu’à
appliquer les étapes 1 et 2. En effet, elles permettent de déduire que toutes les mesures
invariantes sont sommables car elles sont proportionnelles à la mesure de probabilité π.
Par conséquent, on retrouve par l’identité (4.12) que Ex(T+

x ) < +∞, ce qui implique la
propriété (i).

Nous avons donc démontré l’équivalence entre les assertions (i) et (ii).

Corollaire 4.7. Les états d’une chaîne de Markov irréductible et récurrente sont tous récurrents
positifs ou tous récurrents nuls.

Démonstration. S’il existe un état récurrent positif, on peut construire une mesure de pro-
babilité invariante (4.5) et on en déduit par le théorème 4.6 que tous les états sont récur-
rents positifs.

Le processus de naissance et de mort est un exemple classique de chaîne de Markov à
valeurs dans N. Au temps n, on note Xn le nombre d’individus dans une population
ou de clients dans une file d’attente et on suppose que ce processus évolue comme une
chaîne de Markov de matrice de transition

P(x, x + 1) = p, P(0, 0) = 1− p et P(x, x− 1) = 1− p si x > 1.

Le processus de naissance et de mort s’interprète comme une marche aléatoire sur N

réfléchie quand elle touche 0. Si p < 1/2 la chaîne de Markov aura tendance à revenir
vers 0. Quel que soit l’état initial, on s’attend donc à ce que la chaîne atteigne un régime
stationnaire décrit par une mesure invariante localisée autour de 0. Si p > 1/2 la chaîne
de Markov va croître en moyenne et elle va diverger vers l’infini.

Théorème 4.8. On distingue deux comportements :
— Si p 6 1/2, la chaîne est récurrente.
— Si p > 1/2, la chaîne est transitoire.
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Les mesures invariantes de cette chaîne de Markov sont de la forme

∀x > 1, π(x) = π(0)
(

p
1− p

)x

et elle est récurrente positive si et seulement si p < 1/2.

Démonstration. Tant que la chaîne n’a pas touché 0, elle se comporte comme une marche
aléatoire sur Z avec probabilités de transition (p, 1 − p). On peut donc reprendre les
notations et l’argument de la preuve du théorème 4.5 pour obtenir

U(1, 0, s) = E1
(
sT+

0 1{T+
0 <∞}

)
=

1−
√

1− 4p(1− p)s2

2ps
.

Au point 0, les nouvelles probabilités de transition s’appliquent

U(0, 0, s) = s
(
(1− p) + pU(1, 0, s)

)
= s(1− p) +

1−
√

1− 4p(1− p)s2

2
.

Finalement, on obtient

P0(T+
0 < ∞) = U(0, 0, 1) = (1− p) +

1−
√

1− 4p(1− p)
2

= (1− p) +
1
2
− |1

2
− p| .

Ceci conclut la première partie du théorème

P0(T+
0 < ∞) =

{
1, si p 6 1/2
2− 2p, si p > 1/2

Une mesure invariante π satisfait les relations

∀x > 1, π(x) = pπ(x− 1) + (1− p)π(x + 1) et π(0) = (1− p)π(0) + (1− p)π(1)

qui se réécrivent π(1) =
(

p
1−p

)
π(0) et

∀i > 1, π(x + 1)− π(x) =
(

p
1− p

) (
π(x)− π(x− 1)

)
=

(
p

1− p

)x (
π(1)− π(0)

)
.

La famille des mesures invariantes est donc indexée par un paramètre π(0)

∀x > 1, π(x) = π(0)
(

p
1− p

)x

.

Ces mesures ne peuvent être normalisées que pour p < 1/2 et dans ce cas la chaîne de
Markov est récurrente positive. On remarque que la chaîne de Markov est réversible pour
ces mesures invariantes

P(x, x + 1)π(x) = P(x + 1, x)π(x + 1).

Exercice 4.9. Montrer qu’un processus de naissance et de mort de matrice de transition générale

P(x, x + 1) = px > 0, P(0, 0) = 1− p0 et P(x, x− 1) = 1− px si x > 1

admet une mesure de probabilité invariante si et seulement si

∑
n > 1

n

∏
x=1

px−1

1− px
< ∞.
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4.4 Application : processus de branchement et graphes aléatoires

Les processus de branchement ont de nombreuses applications allant de la démo-
graphie aux arbres phylogénétiques en passant par la fission nucléaire. Nous allons dé-
crire un exemple de processus de branchement, les arbres aléatoires de Galton-Watson,
et montrer comment ces arbres permettent d’étudier des graphes aléatoires.

4.4.1 Arbres aléatoires de Galton-Watson

Les processus de branchement que nous allons considérer modélisent le nombre d’in-
dividus au cours du temps d’une population en fonction de règles de reproduction. Le
modèle à été proposé par Sir Francis Galton en 1873 pour décrire l’évolution des noms
de famille en Angleterre. À l’époque les noms de famille étant transmis exclusivement
par les hommes, il suffisait de suivre le nombre de descendants masculins dans chaque
famille. Cette hypothèse permet de considérer un seul type d’individus et de supposer
qu’à chaque génération les individus se reproduisent selon la même loi de probabilité.
On s’intéressera à la taille de la population à chaque génération. Ce modèle peut aussi
décrire la fission des neutrons dans une réaction nucléaire. Si cette fission s’opère trop ra-
pidement cela peut conduire à une explosion. La mutation de gènes dans une population
peut être modélisée par ces processus de branchement. D’autres applications des proces-
sus de branchement en écologie et dans les modèles d’évolution sont détaillées dans le
cours Modèles aléatoires en écologie et évolution [20].

Les arbres aléatoires de Galton-Watson sont des processus de branchement définis par
récurrence à l’aide d’une suite {ζt

i} i > 1,
t > 1

(à 2 indices) de variables aléatoires indépendantes
et identiquement distribuées sur les entiers selon la loi

∀k > 0, P(ζt
i = k) = pk. (4.13)

L’arbre de Galton-Watson décrit la croissance d’une population dont le nombre d’indivi-
dus au temps t sera noté par Zt. Initialement pour t = 0, on suppose que cette population
n’est formée que par un seul individu et on pose Z0 = 1. Au temps t = 1, cet individu a
Z1 = ζ1

1 enfants. Chaque enfant a ensuite un nombre aléatoire de descendants selon la loi
de reproduction (4.13). Par récurrence, le nombre Zt+1 d’individus dans la population au
temps t + 1 évolue en fonction des Zt individus présents au temps t :

Zt+1 =

{
ζt+1

1 + · · ·+ ζt+1
Zt

, si Zt > 0
0, si Zt = 0

(4.14)

S’il n’y a plus de descendants à partir d’un temps t, i.e. Zt = 0, alors la population restera
éteinte à jamais.

La connaissance de la population au temps t + 1 ne dépend que de Zt et des variables
{ζt+1

i }i > 1 qui sont indépendantes du passé. Le processus {Zt}t > 0 est donc une chaîne
de Markov. Pour calculer sa matrice de transition, on suppose qu’il existe n individus au
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FIGURE 4.4 – Un exemple d’arbre aléatoire après 7 générations.

temps initial

P(n, k) = P
(
Z1 = k

∣∣Z0 = n
)
= P

( Z0

∑
`=1

ζ1
` = k

∣∣Z0 = n
)

= P
( n

∑
`=1

ζ1
` = k

)
= ∑

i1,...,in∈N

i1+···+in=k

pi1 pi2 . . . pin .

On exclut les lois de reproduction pathologiques (4.13) telles que
— p1 = 1 : la taille de population reste constante
— p0 + p1 = 1 et p0 > 0 : il y a au maximum un seul individu qui finit forcément par

mourir.
— p0 = 0 et p1 < 1 : la population ne fait que croître.

Dans la suite, nous étudierons donc le comportement des arbres de Galton-Watson quand
t tend vers l’infini pour des lois de reproduction satisfaisant

0 < p0 et p0 + p1 < 1. (4.15)

Si la population disparaît au temps t alors Zs = 0 pour tous les temps suivants s > t.
L’état 0 est donc absorbant pour cette chaîne de Markov. On remarque qu’aucun autre
état ne peut être récurrent car tous les états communiquent avec 0. En effet, la population
peut disparaître en un seul pas de temps et pour tout n > 1, on a donc

P
(
T+

n = ∞ | Z0 = n
)
> P

(
Z1 = 0 | Z0 = n

)
= pn

0 > 0.

Par conséquent, il n’existe que deux comportements possibles : la population disparaît
ou sa taille tend vers l’infini.

Le comportement asymptotique du processus de branchement est déterminé par le
nombre moyen d’enfants par individu µ = E(ζ1

1). Pour s’en convaincre, il suffit d’ana-
lyser E(Zt) la taille moyenne de la population au temps t. En utilisant la propriété de
Markov et en conditionnant par la génération précédente, on a

E
(
Zt+1

)
=

∞

∑
n=0

E
(
Zt+1

∣∣Zt = n
)

P
(
Zt = n

)
=

∞

∑
n=0

E
(
ζt+1

1 + · · ·+ ζt+1
n
)

P
(
Zt = n

)

= E
(
ζt+1

1 )
∞

∑
n=0

nP
(
Zt = n

)
= µE

(
Zt
)
= µt+1E

(
Z0
)
= µt+1 (4.16)
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où on a utilisé que la loi de reproduction est identique pour tous les individus. On dis-
tingue donc trois régimes

— Le régime sous-critique µ < 1 : la taille moyenne de la population tend vers 0 ex-
ponentiellement vite et la population va disparaître presque sûrement. Pour le
démontrer, il suffit de remarquer que

P(Zt > 1) 6 E(Zt) 6 µt

et d’utiliser le théorème de Borel-Cantelli.
— Le régime sur-critique µ > 1 : la taille moyenne de la population tend vers l’in-

fini exponentiellement vite et nous allons montrer que la taille de la population
diverge avec une probabilité positive.

— Le régime critique µ = 1 : la taille moyenne de la population reste constante, mais
la population va s’éteindre presque sûrement.

Pour préciser ces comportements, nous allons étudier le premier temps d’extinction,
i.e. le temps d’atteinte de 0 par la chaîne de Markov

T0 = inf
{

t > 1; Zt = 0
}

.

On définit la fonction génératrice de la loi de reproduction

∀u ∈ [0, 1], ϕ(u) = E
(
uζt

1
)
= ∑

n > 0
un pn.

Le théorème suivant confirme l’heuristique établie par le calcul de la taille moyenne
de la population

Théorème 4.10. Si µ 6 1, la population s’éteint presque sûrement

P
(
T0 < ∞

)
= 1.

Si µ > 1, la population s’éteint avec probabilité ρ ∈]0, 1[

P
(
T0 < ∞

)
= ρ

où ρ est l’unique point fixe dans ]0, 1[ de ϕ(ρ) = ρ. Par conséquent la taille de la population
diverge avec probabilité 1− ρ > 0.

Démonstration. Commençons par calculer la fonction génératrice de Zt

∀u ∈ [0, 1], Φt(u) = E
(
uZt
)
= ∑

n > 0
un P

(
Zt = n

)
.

La propriété de Markov et l’indépendance des variables {ζt+1
i }i > 0 permettent d’écrire

Φt+1(u) =
∞

∑
n=0

E
(
uZt+1

∣∣Zt = n
)

P
(
Zt = n

)
=

∞

∑
n=0

E
(
uζt+1

1 +···+ζt+1
n
)

P
(
Zt = n

)

=
∞

∑
n=0

n

∏
`=1

E
(
uζt+1

`
)
P
(
Zt = n

)
.
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avec la convention ∏0
`=1 E

(
uζt+1

`
)
= 1 pour n = 0. En identifiant la fonction génératrice

de la loi de reproduction, on obtient la relation de récurrence

Φt+1(u) =
∞

∑
n=0

ϕ(u)nP
(
Zt = n

)
= Φt

(
ϕ(u)

)
.

On en déduit
Φt+1(u) = ϕ ◦ ϕ ◦ · · · ◦ ϕ︸ ︷︷ ︸

t+1 fois

(u).

Ceci peut aussi s’écrire
Φt+1(u) = ϕ

(
Φt
(
u
))

.
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FIGURE 4.5 – Graphes de la fonction génératrice ϕ et de x → x. Dans le cas sous-critique µ < 1,
représenté à gauche, l’unique point fixe ϕ(x) = x est x = 1. Dans le cas sur-critique µ > 1,
représenté à droite, il existe un point fixe ρ < 1.

On note xt = P(Zt = 0) la probabilité que la population ait disparu au temps t. On
remarque que xt = Φt

(
0
)
, par conséquent cette suite satisfait la récurrence

xt+1 = ϕ(xt) avec x0 = 0.

L’asymptotique de xt quand t tend vers l’infini dépend des points fixes de ϕ(x) = x. On
vérifie que pour u ∈ [0, 1[

ϕ(1) = 1, ϕ′(u) = ∑
n > 1

nun−1 pn et ϕ′′(u) = ∑
n > 2

n(n− 1)un−2 pn. (4.17)

Par l’hypothèse (4.15), on sait que p0 + p1 < 1 et donc ϕ′′(u) > 0 sur [0, 1[. Ainsi, la
fonction ϕ est strictement convexe et elle va intersecter la droite x → x uniquement en 1
si ϕ′(1) 6 1 et en un autre point ρ < 1 si ϕ′(1) > 1 (cf. figure 4.5). La stricte convexité de
ϕ implique l’unicité d’un tel point ρ. Comme µ < ∞, l’identité (4.17) permet d’identifier
la dérivée

ϕ′(1) = ∑
n > 0

n pn = µ.

Il n’existe donc que deux comportements possibles

lim
t→∞

xt =

{
1, si µ 6 1
ρ, si µ > 1
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On sait que

{T0 < ∞} =
∞⋃

t=0

{Zt = 0}

qui est une réunion croissante d’évènements car {Zt = 0} ⊂ {Zt+1 = 0}. On en déduit
que

P
(
T0 < ∞

)
= lim

t→∞
P
(
Zt = 0

)
=

{
1, si µ 6 1
ρ, si µ > 1

Si µ > 1, la probabilité que la population ne s’éteigne jamais est P
(
T0 = ∞

)
= 1 −

ρ et comme les états non nuls sont transitoires la taille de la population diverge avec
probabilité 1− ρ.

Le comportement asymptotique des arbres peut être étudié plus précisément. Nous
reviendrons sur le comportement asymptotique du cas sur-critique au chapitre 12.

4.4.2 Graphes aléatoires d’Erdös-Rényi

Les graphes aléatoires interviennent dans des contextes variés pour modéliser par
exemple des réseaux sociaux, le réseau internet ou des réseaux neuronaux. Selon les ap-
plications, les détails de chaque graphe aléatoire diffèrent mais il est intéressant de clas-
sifier ces graphes en fonction de structures invariantes et de propriétés communes. Dans
cette section, nous allons considérer un modèle spécifique de graphes aléatoires qui a
été inventé par Erdös et Rényi en 1959 [11] et montrer que les propriétés de ces graphes
peuvent s’analyser à l’aide d’un processus de branchement.

FIGURE 4.6 – Toutes les parties connexes d’un graphe aléatoire d’Erdös-Rényi sont représen-
tées : au-dessus la partie connexe principale et en dessous les plus petites composantes connexes
(certaines sont réduites à un seul site).
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Pour N un entier donné, on considère S = {1, . . . , N} un ensemble de sites reliés
aléatoirement selon la procédure suivante. Soit λ > 0, on définit N(N − 1)/2 variables
aléatoires de Bernoulli indépendantes indexées par les couples (x, y) ∈ S2 avec x 6= y

P
(
ηx,y = 1

)
= 1−P

(
ηx,y = 0

)
=

λ

N
. (4.18)

On supposera que N est très grand et donc que λ < N. On ne distingue pas l’orientation
des arêtes (x, y) et on pose ηx,y = ηy,x. Étant donnée une réalisation {ηx,y}(x,y)∈S2 , on
construit un graphe G = (S , E) dont les arêtes relient uniquement les sites x et y de S tels
que ηx,y = 1. Ce procédé permet de générer un graphe aléatoire d’Erdös-Rényi à N sites
(cf. figure 4.6).

Deux sites x et y sont connectés dans G s’il existe une suite d’arêtes allant de x à y,
c’est-à-dire k sites de S avec k 6 N tels que ηx,x1 = ηx1,x2 = · · · = ηxk−1,xk = ηxk ,y = 1.
Pour tout x dans S , on définit C(x) la composante connexe de x comme l’ensemble des
sites y connectés à x.

Nous allons étudier la structure des connections dans les graphes d’Erdös-Rényi en
fonction de la valeur du paramètre λ. Étant donnée une réalisation du graphe, on note C?

le cardinal de la plus grande de ses composantes connexes (il se peut qu’il y ait plusieurs
composantes connexes de taille C?). La figure 4.7 représente une simulation numérique
de la densité de la composante connexe maximale λ→ E(C?)/N pour différentes valeurs
de N. Pour obtenir une approximation de l’espérance (λ et N étant fixés), on simule un
grand nombre K de réalisations de graphes et on prend la moyenne des tailles {C?

i }i 6 K
des composantes maximales de chacun de ces graphes

E(C?) ' 1
K

K

∑
i=1

C?
i .

La loi des grands nombres permet d’affirmer que l’approximation est correcte quand K
tend vers l’infini. Les simulations de la figure 4.7 ont été faites pour K = 1000 et des
fluctuations persistent.

On remarque que pour λ < 1 cette densité semble tendre vers 0 quand N augmente.
Ceci veut dire qu’aucune composante connexe ne recouvre une fraction d’ordre N des
sites. Nous allons montrer que pour λ < 1, les composantes connexes typiques d’un
graphe d’Erdös-Rényi sont de taille finie même quand N tend vers l’infini. Dans ce cas, le
graphe n’est qu’une collection de petits sous-graphes disjoints voire même de sites isolés.

Pour λ > 1, le comportement change radicalement et la plus grande composante
contient une densité positive de sites. On dit qu’il y a une transition de phase au point
critique λc = 1. La figure 4.6 représente une réalisation d’un graphe pour λ > 1. On
remarque qu’il existe une composante connexe principale qui relie une grande partie des
sites et que les autres composantes connexes sont beaucoup plus petites. Il existe un lien
entre les composantes connexes et les arbres de Galton-Watson, en particulier on peut
observer que la composante principale du graphe ressemble à un arbre au voisinage de
chaque site, même si à une plus grande échelle des boucles se forment.

Théorème 4.11. Pour λ < 1, la composante connexe associée au site 1 a une taille moyenne
bornée uniformément en N

E
(
|C(1)|

)
6 1

1− λ
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FIGURE 4.7 – Densité moyenne de la composante connexe maximale d’un graphe aléatoire
d’Erdös–Rényi pour λ variant entre 0 et 3 avec N = 50 pour la courbe bleue, N = 100 pour
la courbe violette, N = 200 pour la courbe verte.

où |C(1)| est le cardinal de C(1).

Démonstration. L’idée de la preuve consiste à remarquer qu’un site a en moyenne λ N−1
N

voisins car

∑
y∈V\{x}

E(ηx,y) = (N − 1)
λ

N
.

Ses voisins eux-mêmes seront reliés à environ λ voisins et ainsi de suite. Cette structure
ressemble à celle d’un arbre de Galton-Watson et elle permet de prédire l’existence de
comportements différents selon que λ est plus grand ou plus petit que 1. Cependant
la topologie des graphes est plus complexe que celle des arbres car il peut exister des
boucles et il faut une preuve spécifique pour préciser cette analogie.

Nous allons explorer la composante connexe C(1) à la manière d’un arbre. Au temps
initial t = 0, on pose A0 = {1}, I0 = {2, 3, . . . , N} et R0 = ∅. Les trois ensembles vont
évoluer au cours du temps selon la règle suivante (cf. figure 4.8)





Rt+1 = Rt ∪At

At+1 =
⋃

x∈At

{
y ∈ It; ηx,y = 1

}

It+1 = It \ At+1

(4.19)

L’ensemble At représente les sites actifs au temps t, ceux-ci vont s’apparier avec les sites
inactifs de It qui sont liés à At dans le graphe d’Erdös-Rényi. Ces nouveaux sites de-
viennent actifs au temps t + 1 et les sites de At viennent grossir l’ensemble Rt+1. Ainsi
la composante connexe C(1) est explorée entièrement au cours de ce processus qui se
termine au temps τ 6 N quand Aτ = ∅ et C(1) = Rτ.

Le processus d’exploration Rt ressemble à un arbre de Galton-Watson. La différence
étant que la distribution des descendants des sites actifs dépend de t car les descendants
sont choisis dans l’ensemble It qui se réduit au cours du temps. Nous allons montrer que
l’arbre de Galton-Watson permet de contrôler la croissance du processus d’exploration.

On se donne une collection de variables aléatoires indépendantes {ζt
x,y} avec t > 1,

x > 1 et y ∈ {1, . . . , N}. Ces variables sont identiquement distribuées selon une loi de
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It

At
Rt

FIGURE 4.8 – La composante connexe C(1) est explorée en découvrant les sites voisins à chaque
étape. Les sites actifs At sont représentés en rouge à distance 2 et ils sont connectés aux sites de
It marqués en blanc. On remarque que cette exploration peut conduire à découvrir le même site
de It s’il est relié à plusieurs sites de At. Contrairement aux arbres, les composantes connexes du
graphe peuvent donc avoir des boucles.

Bernoulli
P
(
ζt

x,y = 1
)
= 1−P

(
ζt

x,y = 0
)
=

λ

N
.

On définit U0 = 1 et on construit l’arbre de Galton-Watson dont la population au
temps t + 1 est donnée par

Ut+1 = ∑
x∈At, y∈It

ηx,y + ∑
x∈At, y∈I c

t

ζt
x,y +

N+Ut−|At|
∑

x=N+1

N

∑
y=1

ζt
x,y (4.20)

où |At| désigne le cardinal de At. Le second terme ajoute des descendants fictifs dans
{1, . . . , N} \ It pour compenser la réduction du cardinal de It à chaque pas. Ces des-
cendants fictifs ont ensuite eux-même une descendance qui est prise en compte dans le
troisième terme de (4.20). Par conséquent {Ut} est un processus de branchement dont la
loi de reproduction est une loi binomiale de paramètres (N, λ

N ), i.e. que la distribution des
enfants de chaque site a la même loi que ∑N

i=1 ωi où les ωi sont des variables de Bernoulli
indépendantes de paramètre λ/N. Il est important de remarquer que quand N tend vers
l’infini la loi de reproduction converge vers une loi de Poisson de paramètre λ.

P

(
N

∑
i=1

ωi = k

)
=

(
N
k

)(
λ

N

)k (
1− λ

N

)N−k
N→∞−−−→ exp(−λ)

λk

k!
.

On s’attend donc à ce que de très grands systèmes (N → ∞) convergent vers une struc-
ture limite et soient bien décrits par des arbres de Galton-Watson de loi de reproduction
donnée par cette loi de Poisson. La moyenne de la loi de reproduction est λ. Si λ < 1, le
théorème 4.10 implique que les arbres seront finis presque sûrement.

Comme le processus {Ut} est construit en ajoutant des sites fictifs (4.20) par rapport
à ceux existant dans la composante C(1) du graphe, son cardinal domine toujours le
cardinal de C(1). On en déduit que

E
(
|C(1)|

)
=

∞

∑
t=0

E(|At|) 6
∞

∑
t=0

E(Ut) =
∞

∑
t=0

λt =
1

1− λ
(4.21)



4.4. APPLICATION : BRANCHEMENT ET GRAPHES ALÉATOIRES 75

car l’identité (4.16) implique que E(Ut) = λt. Ceci conclut le théorème.

Pour λ > 1, la comparaison avec un arbre permet de montrer qu’il existe une compo-
sante connexe contenant une proportion de sites proportionnelle à N. Le nombre moyen
d’enfants étant égal à λ, la population de l’arbre a une probabilité positive de diverger
ce qui indique que la composante connexe C(1) doit être très grande. La preuve est déli-
cate car la comparaison entre un arbre et le processus d’exploration de C(1) (décrit dans
la preuve du théorème 4.11) n’est plus valable quand la composante connexe explorée
Rt est trop grande : les boucles ne peuvent plus être négligées et l’ajout des sites fictifs
devient trop important. La preuve complète est faite dans le livre de R. Durrett [11].

La structure des graphes d’Erdös-Rényi est très bien comprise mathématiquement.
On peut par exemple montrer que pour λ > 1, deux sites appartenant à la compo-
sante connexe principale sont typiquement à distance log N (bien que cette composante
contienne un nombre de sites proportionnel à N).

Une application possible est d’interpréter un graphe aléatoire comme un ensemble
d’agents en interaction (réseau informatique, système financier) et d’étudier la résis-
tance de ce graphe à une perturbation (virus informatique, défaut de paiement). Un
exemple simple consiste à retirer aléatoirement des liens avec une probabilité p et à les
garder avec probabilité (1− p). On souhaite déterminer s’il existera toujours une compo-
sante connexe d’ordre N après cette modification du réseau. Dans le cas particulier des
graphes d’Erdös-Rényi, le réseau modifié reste équivalent à un graphe d’Erdös-Rényi de
paramètre (1− p)λ. Si (1− p)λ est plus grand que 1 alors le graphe restera fortement
connecté, sinon la composante connexe principale sera décomposée en une multitude de
composantes disjointes. Un autre type de graphes aléatoires sera construit au chapitre 12
et de nombreux autres modèles de graphes aléatoires figurent dans le livre [11].





Chapitre 5

Ergodicité et convergence des chaînes
de Markov

L’étude des comportements asymptotiques de variables aléatoires constitue un aspect
essentiel des probabilités. La loi des grands nombres et le théorème central limite en sont
deux exemples très importants. Ce chapitre décrit les comportements asymptotiques des
chaînes de Markov pour lesquels les mesures invariantes jouent un rôle clef.

5.1 Ergodicité

Soient {Yn}n > 0 des variables aléatoires indépendantes et identiquement distribuées
à valeurs dans R telles que l’espérance E(| f (Y0)|) soit finie pour une fonction f donnée.
Le théorème de la loi des grands nombres implique la convergence presque sûre

1
n

n−1

∑
i=0

f (Yi)
n→∞−−−→ E( f (Y0)). (5.1)

Ce théorème se généralise aux chaînes de Markov récurrentes positives et on parle alors
de théorème ergodique.

5.1.1 Théorème ergodique

Théorème 5.1. Soit {Xn}n > 0 une chaîne de Markov irréductible, récurrente positive sur un
espace d’états E dénombrable. On notera π son unique mesure de probabilité invariante. Soit F
une fonction de E dans R dont l’espérance sous π est finie Eπ(|F|) = ∑x∈E |F(x)|π(x) < ∞.

On suppose que la donnée initiale X0 est distribuée selon une mesure de probabilité µ sur E.
Les moyennes le long des trajectoires convergent presque sûrement

1
n

n−1

∑
i=0

F(Xi)
n→∞−−−→ Eπ(F). (5.2)

Si F(x, y) est une fonction de E× E dans R telle que ∑x,y∈E π(x)P(x, y)|F(x, y)| est finie alors

1
n

n

∑
i=1

F(Xi−1, Xi)
n→∞−−−→ Eπ

(
F(X0, X1)

)
= ∑

x,y∈E
π(x)P(x, y)F(x, y). (5.3)
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Démonstration. Supposons que la chaîne parte initialement d’un état x de E fixé, i.e. que
µ = δx. Cet état x va servir d’état de référence pour représenter l’unique mesure inva-
riante π associée à cette chaîne de Markov récurrente positive

∀y ∈ E, π(y) =
∑n > 0 Px

(
Xn = y, T+

x > n
)

Ex

(
T+

x

) =
Ex

(
∑T+

x −1
n=0 1Xn=y

)

Ex

(
T+

x

) . (5.4)

Contrairement à l’expression (4.5), le facteur 1/Ex

(
T+

x

)
sert à normaliser la mesure. La

probabilité π(y) décrit la statistique des passages dans l’état y pendant une excursion de
la chaîne de Markov. Par ailleurs, les différentes excursions (cf. figure 5.1) sont indépen-
dantes par la propriété de Markov forte. Nous allons donc décomposer les trajectoires de
la chaîne de Markov en excursions pour établir la correspondance avec π.

T (0)
x T (1)

x

T (2)
x

T (3)
x N

FIGURE 5.1 – Décomposition de la trajectoire d’une chaîne de Markov en trois excursions entre
les passages en x. Le dernier segment jusqu’au temps N n’est pas une excursion complète.

Rappelons les notations sur les temps de retour. Pour tout entier k > 1, on définit le
kième temps de retour en x par

T(k)
x = inf

{
n > T(k−1)

x + 1; Xn = x
}
∈N∪ {∞}

où T(0)
x = 0 et T(1)

x coïncide avec T+
x . Par hypothèse, la chaîne est récurrente et tous les

temps d’arrêt sont finis presque sûrement. On définit les variables aléatoires {Yk}k > 0
associées à la contribution de chaque excursion

Yk =
T(k+1)

x −1

∑
`=T(k)

x

F(X`).

Par la propriété de Markov forte démontrée au théorème 2.6, les variables {Yk} sont indé-
pendantes et identiquement distribuées. Leur espérance s’écrit en fonction de la mesure
invariante

E(Y1) = Ex

(
T+

x −1

∑
`=0

F(X`)

)
= Ex

(
T+

x −1

∑
`=0

∑
y∈E

F(y)1X`=y

)
= ∑

y∈E
F(y)Ex

(
T+

x −1

∑
`=0

1X`=y

)

= Ex

(
T+

x

)
∑
y∈E

F(y)π(y) = Ex

(
T+

x

)
Eπ(F)
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où l’hypothèse Eπ(|F|) < ∞ nous a permis d’utiliser le théorème de Fubini pour permu-
ter la somme et l’espérance. La loi des grands nombres (5.1) pour les variables indépen-
dantes implique la convergence presque sûre

1
k

T(k)
x −1

∑
`=0

F(X`) =
1
k

k−1

∑
i=0

Yi
k→∞−−→ Ex

(
T+

x

)
Eπ(F).

Ce résultat appliqué à F = 1 permet d’écrire

T(k)
x

k
k→∞−−→ Ex

(
T+

x

)
. (5.5)

Par conséquent en indexant la trajectoire par les temps de retours, on a prouvé la conver-
gence presque sûre

1

T(k)
x

T(k)
x −1

∑
`=0

F(X`)
k→∞−−→ Eπ(F). (5.6)

Pour obtenir le théorème ergodique, il suffit de contrôler la contribution de la trajectoire
après le dernier passage en x et de montrer qu’elle ne joue aucun rôle à la limite (cf. figure
5.1). On note Nn le nombre de passages en x avant le temps n, c’est-à-dire

Nn =
n

∑
`=1

1X`=x ⇒ T(Nn)
x 6 n < T(Nn+1)

x .

La chaîne étant récurrente Nn diverge quand n tend vers l’infini. On peut décomposer
F en une partie positive et négative F = F+ − F− et traiter chaque terme séparément.
Supposons donc que F soit positive, alors

T(Nn)
x

T(Nn+1)
x

1

T(Nn)
x

T(Nn)
x −1

∑
`=0

F(X`) 6
1
n

n−1

∑
`=0

F(X`) 6
T(Nn+1)

x

T(Nn)
x

1

T(Nn+1)
x

T(Nn+1)
x −1

∑
`=0

F(X`),

où on a utilisé
T(Nn)

x

T(Nn+1)
x

6 T(Nn)
x

n
et

T(Nn+1)
x

n
6 T(Nn+1)

x

T(Nn)
x

.

La convergence de (5.5) implique que presque sûrement

T(Nn)
x

T(Nn+1)
x

n→∞−−−→ 1.

Il suffit donc d’appliquer (5.6) pour conclure que pour une donnée initiale X0 = x

1
n

n−1

∑
`=0

F(X`)
n→∞−−−→ Eπ(F).

La limite ne dépend pas de l’état de référence x choisi. Par conséquent, si la donnée
initiale X0 est choisie selon une mesure µ, il suffit de sommer sur la probabilité de chaque
état initial et d’appliquer la relation précédente.
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Pour la seconde partie du théorème, il suffit de remarquer que Zn = (Xn−1, Xn) est
une chaîne de Markov à valeurs dans un sous-ensemble Γ de E× E de matrice de transi-
tion

P
(
Z2 = (y1, y2)

∣∣Z1 = (x1, x2)
)
= 1y1=x2 P(x2, y2)

et de mesure de probabilité invariante π̃(x, y) = π(x)P(x, y). Insistons sur le fait que la
chaîne de Markov {Zn}n > 1 n’est pas irréductible sur E× E mais seulement sur le sous-
ensemble Γ où elle prend ses valeurs. La limite (5.3) se déduit du théorème ergodique
(5.2) appliqué à la chaîne {Zn}n > 1. Le résultat se généralise facilement aux fonctions F à
k variables.

Pour une chaîne de Markov récurrente positive, le théorème ergodique (5.2) appli-
qué à la fonction F(y) = 1y=x permet d’interpréter la mesure invariante π comme la
fréquence de visites des états par la chaîne de Markov

1
n

n−1

∑
`=0

1X`=x
n→∞−−−→ π(x) =

1
Ex
(
T+

x
) presque sûrement.

Cette convergence reste vraie pour les chaînes de Markov récurrentes nulles et transi-
toires pour lesquelles Ex

(
T+

x
)
= ∞.

Théorème 5.2. Soit {Xn}n > 0 une chaîne de Markov récurrente nulle ou transitoire à valeurs
dans E dénombrable alors pour tout x de E

1
n

n−1

∑
`=0

1X`=x
n→∞−−−→ 0 presque sûrement. (5.7)

Démonstration. Si la chaîne de Markov est transitoire alors elle ne repassera qu’un nombre
fini de fois par un état par conséquent ∑∞

`=0 1X`=x est fini presque sûrement et (5.7) est
vérifié.

On rappelle que pour une fonction f positive, la loi des grands nombres (5.1) reste
vraie même si E( f (Y0)) = ∞ (cf. corollaire B.22)

1
n

n

∑
i=0

f (Yi)
n→∞−−−→ ∞.

Pour le démontrer, il suffit d’appliquer la loi des grands nombres à la fonction tronquée
inf{ f , K} puis de faire tendre K vers l’infini.

Si la chaîne de Markov est récurrente nulle, on peut appliquer la preuve du théorème
5.1 pour obtenir par (5.5) la convergence presque sûre

T(k+1)
x

k
k→∞−−→ ∞.

En utilisant les notations du théorème 5.1 et le fait que T(Nn)
x 6 n, on peut écrire

1
n

n

∑
`=0

1X`=x =
Nn

n
6 Nn

T(Nn)
x

n→∞−−−→ 0

car la chaîne de Markov est récurrente et Nn converge presque sûrement vers l’infini.
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La décomposition des trajectoires en excursions indépendantes permet aussi de dé-
montrer l’analogue du théorème central limite pour des chaînes de Markov récurrentes
positives. Une preuve différente du théorème central limite sera faite au chapitre 11.

5.1.2 Application : algorithme PageRank de Google

Le principe du moteur de recherche Google consiste à indexer les pages du web
par des robots (web crawler). Ces logiciels sondent et conservent automatiquement le
contenu de chaque site web dans un immense catalogue qui indexe un nombre de pages
web de taille gigantesque, de l’ordre de 13 · 1013 (d’après Google). La difficulté consiste
ensuite à attribuer un ordre de priorité dans cette masse d’informations pour satisfaire
au mieux les différentes requêtes des internautes. Un élément clef utilisé par le moteur de
recherche Google pour hiérarchiser l’importance des données est l’algorithme PageRank.
Celui-ci a été développé à l’Université de Stanford dans le cadre d’un projet de recherche
commencé en 1995 par Larry Page et rejoint plus tard par Sergey Brin.

L’information disponible sur le web n’est pas structurée sur le modèle des bases de
données traditionnelles, elle s’est plutôt auto-organisée au fil du temps. De plus, la taille
gigantesque du web ne permet pas d’utiliser les méthodes classiques de recherche docu-
mentaire. Le principe de PageRank consiste à laisser faire le hasard pour découvrir les
pages web aléatoirement sans utiliser une approche déterministe comme on pourrait le
faire dans un environnement bien structuré. Cet algorithme a complètement révolutionné
le fonctionnement des moteurs de recherche.

Nous allons décrire le principe de fonctionnement de PageRank en gardant à l’esprit
que de nombreuses améliorations ont été introduites depuis afin de répondre aux divers
détournements des utilisateurs. L’objectif est d’associer à une page web i un indice de
popularité π(i). L’idée est de dire qu’une page web i est importante si de nombreux liens
pointent sur cette page. En particulier si un site j très populaire pointe sur la page i, il va
générer beaucoup de connections sur i et ainsi augmenter la popularité de i. Cette règle
empirique conduit à la relation suivante

π(i) = ∑
j→i

1
deg(j)

π(j)

où on note j → i si la page j pointe sur la page i et deg(j) le nombre de liens partant
de la page j. La page j transmet son indice de popularité proportionnellement entre
les deg(j) pages web auxquelles elle renvoie. Cette relation définit la mesure invariante
d’une marche aléatoire sur le graphe G = (S , E) dont les sites S sont indexés par les
pages web et les arêtes E par les liens entre les sites. Quand les liens du graphe ne sont pas
orientés, une telle marche a été définie en (3.1) et sa probabilité invariante π(x) = deg(x)

2|E |
calculée en (3.2). Pour évaluer π, une possibilité est d’indexer de façon systématique tous
les liens, mais le graphe du web est compliqué et il évolue sans cesse. L’option retenue
par l’algorithme PageRank consiste à laisser faire le hasard en suivant des marches aléa-
toires qui évoluent de pages en pages selon les liens et en indexant le contenu à chaque
fois. Le théorème ergodique 5.1 permet ensuite de retrouver la mesure invariante π, i.e.
les indices de popularité, en moyennant sur les trajectoires des marcheurs.
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La vitesse de convergence d’un algorithme est fondamentale dans les applications in-
dustrielles. Pour cette raison, Brin et Page ont introduit la matrice de transition de Google
G de composantes

G(i, j) = α
1

deg(i)
1i→j + (1− α)

1
N

pour tous i, j ∈ S , (5.8)

où N est le cardinal de S et α un paramètre dans ]0, 1[ appelé facteur d’amortissement.
Avec probabilité 1− α, les marches aléatoires sont relancées sur un site choisi au hasard
parmi les N sites de S . Cette modification de la matrice de transition rappelle le com-
portement de l’internaute qui suit quelques liens puis au bout d’un moment (avec une
probabilité 1− α) se dirige vers un de ses liens favoris que l’on suppose distribués uni-
formément sur l’ensemble des pages. Le choix de la valeur du paramètre α est délicat. Le
souci de rapidité de la convergence de l’algorithme nous pousse à choisir α proche de 0,
mais ceci conduirait à une mesure invariante qui ne refléterait plus la vraie structure du
web (toutes les pages auraient la même probabilité 1/N). La valeur exacte du paramètre
α est un secret gardé de Google.

5.2 Convergence

Reprenons l’exemple de la chaîne de Markov irréductible à deux états {1, 2} (cf. figure
3.2 et équation (3.3)) dont la matrice de transition et la mesure invariante π sont données
par

P =

(
1− p p

q 1− q

)
, π(1) =

q
p + q

, π(2) =
p

p + q

avec p, q ∈]0, 1[. Cette matrice de transition se diagonalise facilement

P =

(
1 −π(2)
1 π(1)

) (
1 0
0 1− p− q

) (
π(1) π(2)
−1 1

)

et peut être multipliée n fois

Pn =

(
1 −π(2)
1 π(1)

) (
1 0
0 (1− p− q)n

) (
π(1) π(2)
−1 1

)
n→∞−−−→

(
π(1) π(2)
π(1) π(2)

)
.

Quand le temps tend vers l’infini, les probabilités de transition convergent exponentiel-
lement vite vers la mesure invariante

∀x, y ∈ {1, 2}, lim
n→∞

Px(Xn = y) = π(y).

L’état initial n’apparaît plus dans la limite.

L’enjeu de cette section est de démontrer que la convergence en temps long vers la
mesure invariante est une propriété très générale des chaînes de Markov récurrentes po-
sitives et de quantifier la vitesse de convergence.
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5.2.1 Apériodicité et convergence

Une conséquence du théorème ergodique 5.1 est la convergence pour tout état initial
x de

1
n

n

∑
`=0

Px
(
X` = y

) n→∞−−−→ π(y).

Ceci ne suffit pas à impliquer que limn→∞ Px
(
Xn = y

)
= π(y). Pour s’en convaincre,

considérons la chaîne de Markov irréductible à deux états de matrice de transition

P =

(
0 1
1 0

)

dont le comportement est périodique P1
(
Xn = 1

)
= 1−P1

(
Xn = 2

)
= (1 + (−1)n)/2.

Un autre exemple est la marche aléatoire sur le domaine périodique {1, . . . , 2L} avec un
nombre pair de sites (cf. figure 5.2). Si la marche part de 1 au temps 0, elle ne pourra
atteindre un site pair qu’à des temps impairs.

20 40 60 80 100

-15

-10

-5

5

10

15

FIGURE 5.2 – La marche aléatoire sur l’intervalle périodique {1, . . . , 2L} reste sur les sites noirs
au temps pairs si elle est partie d’un site noir. Le schéma de droite représente 3 réalisations d’une
même chaîne de Markov. Sous les hypothèses du théorème 5.5, la mesure invariante peut s’obtenir
en moyennant les valeurs de plusieurs trajectoires à un temps donné.

Pour démontrer la convergence, il faut restreindre la classe des matrices de transition
aux chaînes de Markov apériodiques.

Définition 5.3. Une chaîne de Markov irréductible sur E est apériodique si pour tous x, y de E
il existe n(x, y) ∈ N tel que la probabilité Px

(
Xn = y

)
= Pn(x, y) est strictement positive dès

que n > n(x, y).

Cette définition permet d’éviter les pathologies décrites précédemment car une chaîne
de Markov apériodique a une probabilité positive de connecter 2 états dès que le temps
est assez grand. On peut facilement se ramener à des chaînes de Markov apériodiques en
transformant la matrice de transition. La matrice Q = (I + P)/2 est associée à la version
"fainéante" de la chaîne de Markov : avec probabilité 1/2 la chaîne reste sur place et avec
probabilité 1/2 elle fait un saut selon la matrice P. La matrice Q a la même probabilité
invariante que P et donc un comportement asymptotique similaire.
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Lemme 5.4. Si la chaîne de Markov sur E est irréductible et si un état x est apériodique, c’est-à-
dire qu’il vérifie

Px
(
Xn = x

)
= Pn(x, x) > 0 dès que n est suffisamment grand

alors la chaîne est apériodique.

Démonstration. Soient y, z deux états de E. Comme la chaîne est irréductible, il existe
deux entiers r et s tels que Pr(y, x) > 0 et Pr(x, z) > 0, on en déduit que pour tout n
suffisamment grand

Pr+n+s(y, z) > Pr(y, x)Pn(x, x)Ps(x, z) > 0.

La chaîne est donc apériodique.

La définition 5.3 n’est pas la seule caractérisation des chaînes apériodiques et nous
reviendrons par la suite sur cette notion. Pour le moment, nous allons montrer une consé-
quence importante de l’apériodicité.

Théorème 5.5. Soit {Xn}n > 0 une chaîne de Markov irréductible et apériodique de mesure de
probabilité invariante π sur un espace d’états E dénombrable. Pour toute distribution initiale µ0
sur E, la distribution de {Xn}n > 0 converge vers π quand n tend vers l’infini

lim
n→∞

Pµ0

(
Xn = x

)
= π(x).

Ce théorème peut s’interpréter de la façon suivante. Pour n très grand, la mesure
invariante est bien approchée par Pµ

(
Xn = x

)
et cette distribution au temps n peut

elle même être obtenue par la loi des grands nombres en simulant plusieurs réalisations
indépendantes de la chaîne de Markov

π(x) ' Pµ

(
Xn = x

)
= lim

K→∞

1
K

K

∑
k=1

1{X(k)
n =x}

où {X(k)
n }n > 0 sont des réalisations indépendantes de la chaîne de Markov. Il y a donc

deux approches complémentaires pour estimer π(x) : on moyenne la fréquence de pas-
sage en x le long d’une trajectoire (c’est le théorème ergodique 5.1 ) ou on fixe un temps
n et on construit un histogramme à partir de plusieurs simulations indépendantes (cf.
figure 5.2).

Démonstration. La preuve repose sur une méthode de couplage et nécessite plusieurs
étapes. On considère {Xn}n > 0 et {Yn}n > 0 deux réalisations indépendantes de la chaîne
de Markov dont les états initiaux diffèrent : X0 = x et Y0 a pour distribution initiale la
mesure invariante π.

Étape 1 : La chaîne de Markov jointe Wn = (Xn, Yn) est irréductible et récurrente positive.
On voit facilement que processus Wn = (Xn, Yn) est une chaîne de Markov dans E× E

de matrice de transition

P̂
(
(x1, y1), (x2, y2)

)
= P(x1, x2)P(y1, y2).
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L’irréductibilité est une conséquence de l’apériodicité car pour tous les (x1, y1) et (x2, y2)
dans E× E

P̂n
(
(x1, y1), (x2, y2)

)
= Pn(x1, x2)Pn(y1, y2) > 0

dès que n est assez grand. L’apériodicité de la chaîne est essentielle pour prouver l’irré-
ductibilité, en effet si {Xn}n > 0 et {Yn}n > 0 étaient deux réalisations d’une marche aléa-
toire sur {1, . . . , 2L} (cf. figure 5.2) l’une partant d’un nombre pair et l’autre d’un nombre
impair, alors le couple formé par Wn ne pourra jamais atteindre tous les sites {1, ..., 2L}2

et en particulier les trajectoires {Xn}n > 0 et {Yn}n > 0 ne se rencontreront jamais.
Comme Xn et Yn ont pour mesure invariante π, il est facile de vérifier que {Wn}n > 0

a pour mesure invariante la mesure produit

∀(x, y) ∈ E× E, π ⊗ π (x, y) = π(x)π(y).

Par le théorème 4.6, la chaîne {Wn}n > 0 est donc récurrente positive.

T

y

x

FIGURE 5.3 – Le schéma représente un couplage entre 2 trajectoires issues des états x et y. Leur
partie commune après le temps T est dessinée en pointillés.

Étape 2 : Construction d’un couplage.
On définit le temps d’arrêt T comme le premier temps où les chaînes Xn, Yn se touchent

(cf. figure 5.3)

T = inf
{

n > 0; Xn = Yn

}
= inf

{
n > 0; Wn ∈ A

}

avec A = {(x, x); x ∈ E} ⊂ E × E. Ainsi T peut s’interpréter comme un temps d’at-
teinte pour la chaîne Wn. Comme Wn est irréductible et récurrente, T est fini presque
sûrement. On définit le processus

Zn =

{
Xn, si n < T
Yn, si n > T

Nous allons vérifier que {Zn}n > 0 est une chaîne de Markov et a la même distribution
que {Xn}n > 0. Par la propriété de Markov forte démontrée au théorème 2.6, la chaîne
de Markov décalée en temps {WT+n}n > 0 est indépendante de {(X0, Y0), . . . , (XT, YT)}
conditionnellement à (XT, YT). Comme leurs données initiales coïncident les chaînes de
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Markov {XT+n}n > 0 et {YT+n}n > 0 ont la même loi et il est donc équivalent de suivre la
trajectoire associée à YT+n plutot que celle de XT+n. Par conséquent {Zn}n > 0 est bien une
chaîne de Markov de même loi que {Xn}n > 0.

Étape 3 : Convergence.
Les données initiales sont X0 = x et la mesure invariante π pour Y0, on peut donc

écrire pour tout état y de E

Px
(
Xn = y

)
− π(y) = Px

(
Xn = y

)
−Pπ

(
Yn = y

)
.

Par l’étape 2, la chaîne {Zn}n > 0 a la même loi que {Xn}n > 0

Px
(
Xn = y

)
= Px

(
Zn = y

)
= P̂

(
Xn = y, T > n

)
+ P̂

(
Yn = y, T 6 n

)
,

où P̂ fait référence à la mesure jointe des trajectoires {Xn} et {Yn}. On en déduit que
∣∣∣Px
(
Xn = y

)
− π(y)

∣∣∣ =
∣∣∣P̂
(
Xn = y, T > n

)
− P̂

(
Yn = y, T > n

)∣∣∣ 6 P̂
(
T > n

)
.

D’après la première étape, la chaîne {Wn}n > 0 est récurrente positive. Par conséquent le
temps d’arrêt T est fini presque sûrement et P

(
T > n

)
tend vers 0 quand n tend vers

l’infini. Ceci conclut la preuve du théorème.

La définition 5.3 de l’apériodicité est particulièrement bien adaptée pour les preuves.
Il existe un autre point de vue complémentaire qui justifie le choix du mot apériodique et
que nous présentons dans la suite. Cette partie peut être omise en première lecture.

Pour tout état x ∈ E, on définit

p(x) = PGCD[I(x)] où I(x) = {n > 1; Pn(x, x) > 0}

où PGCD désigne le plus grand commun diviseur.

Proposition 5.6. Soit {Xn}n > 0 une chaîne de Markov irréductible sur l’espace d’états E. Alors
la fonction x → p(x) est constante sur E.

Démonstration. Soient x, y ∈ E deux états. Comme la chaîne de Markov est irréductible,
il existe deux entiers i, j tels que Pi(x, y) > 0 et Pj(y, x) > 0. La propriété de Markov
implique que pour tout r ∈ I(y)

Pi+j(x, x) > 0 et Pi+j+r(x, x) > 0.

Ainsi p(x) divise i + j et i + j + r et donc p(x) divise la différence r de ces deux entiers.
Comme r est arbitraire dans I(y), on déduit que p(x) divise p(y). En inversant les rôles
de x et y, on montre l’égalité p(x) = p(y).

Pour la marche aléatoire de la figure 5.3, la période est égale à 2. Nous donnons main-
tenant une seconde définition de l’apériodicité équivalente à celle de la définition 5.3

Définition 5.7. Une chaîne de Markov irréductible {Xn}n > 0 est dite apériodique si tout état
x vérifie p(x) = 1.



5.2. CONVERGENCE 87

Le lemme qui suit permet de faire le lien entre les deux définitions.

Lemme 5.8. Soit une chaîne de Markov irréductible de matrice de transition P sur E. Pour tout
x dans E, les deux assertions suivantes sont équivalentes :

(i) p(x) = 1,
(ii) il existe n(x) > 1 tel que Pn(x, x) > 0 pour tout n > n(x).

Démonstration. L’implication (ii)⇒ (i) est immédiate. Pour établir la réciproque, on fixe x
tel que p(x) = 1. Considérons des entiers n1, . . . , nk dans I(x) tels que PGCD[n1, . . . , nk] =
1. Le théorème de Bézout assure l’existence de q1, . . . , qk ∈ Z vérifiant

k

∑
i=1

qini = 1. (5.9)

En utilisant la notation q+i = max(qi, 0) et q−i = −min(qi, 0), on définit deux entiers

a =
k

∑
i=1

q+i ni et b =
k

∑
i=1

q−i ni

qui satisfont a− b = 1 d’après (5.9).
Remarquons que si b = 1 alors l’assertion (ii) est vérifiée car un des entiers n1, . . . , nk

doit être égal à 1 et donc P(x, x) > 0. De même (ii) est vraie si b = 0 car alors a = 1. Par
conséquent, il suffit de considérer le cas b > 1. Posons

n(x) = b2 − 1 > 0.

Alors pour tout n > n(x), la division euclidienne de n par b(x) s’écrit

n = d b + r avec d > r et 0 6 r 6 b(x)− 1

Par la relation a− b = 1, on peut réécrire n comme combinaison linéaire de n1, . . . , nk à
coefficients dans N

n = (d− r) b + r a = (d− r)
k

∑
i=1

q−i ni + r
k

∑
i=1

q+i ni.

Comme Pni(x, x) > 0 pour tout i 6 k, on en déduit que Pn(x, x) > 0.

5.2.2 Distance en variation et couplage

Dans les applications, il est important de quantifier la vitesse de relaxation de la me-
sure {Pµ(Xn = y)}y∈E vers la mesure invariante π. Il faut donc préciser la convergence
du théorème 5.5. Pour cela nous commencerons par définir une distance entre les mesures
sur E.

Définition 5.9. Soient µ et ν deux mesures de probabilité sur un espace dénombrable E. On
définit la distance en variation totale entre ces deux mesures par

‖µ− ν‖VT =
1
2 ∑

x∈E

∣∣µ(x)− ν(x)
∣∣.
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1 2

3

νµ

A Ac

FIGURE 5.4 – Les densités des mesures µ et ν sont représentées. Leur partie commune est dessi-
née en gris et la distance en variation est proportionnelle à l’aire des zones blanches 1 et 2. Si les
2 mesures étaient identiques les zones 1 et 2 n’existeraient pas et leur distance en variation serait
nulle. Inversement, si les supports des mesures sont disjoints leur distance est maximale.

Cette distance s’interprète comme la moitié de l’aire des régions 1 et 2 sur la figure
5.4. Le point clef de la preuve de convergence du théorème 5.5 résidait dans la construc-
tion d’un couplage entre les trajectoires. Nous allons maintenant revenir sur la notion de
couplage et montrer qu’elle est intimement liée à la distance en variation totale.

Un couplage entre les deux mesures de probabilité µ et ν est une paire de variables
aléatoires (X, Y) telles que X ait pour distribution µ et Y pour distribution ν

P(X = x) = ∑
y∈E

P̂(X = x, Y = y) = µ(x) (5.10)

P(Y = y) = ∑
x∈E

P̂(X = x, Y = y) = ν(y) (5.11)

où P̂ est la probabilité jointe des deux variables X et Y. Il existe de multiples façons de
coupler deux mesures. Supposons par exemple que µ = ν = 1

2 (δ0 + δ1). Un couplage
possible est de choisir X et Y indépendamment

∀x, y ∈ {0, 1}, P̂(X = x, Y = y) =
1
4

⇒ P̂(X 6= Y) =
1
2

.

Un autre couplage consiste à corréler fortement les 2 variables en choisissant X selon une
loi de Bernoulli de paramètre 1/2 puis en posant Y = X

∀x, y ∈ {0, 1}, P̂(X = x, Y = y) =
1
2

1y=x ⇒ P̂(X 6= Y) = 0.

Les deux couplages respectent la propriété des lois marginales (5.10), mais leurs lois
jointes sont très différentes. Certains couplages sont plus intéressants que d’autres comme
le montre le lemme qui suit.

Lemme 5.10. Soient µ et ν deux mesures de probabilité sur un espace dénombrable E, alors

‖µ− ν‖VT = max
B⊂E

∣∣µ(B)− ν(B)
∣∣ (5.12)

= inf
{

P̂(X 6= Y); (X, Y) est un couplage de µ et ν
}

(5.13)
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où l’infimum est pris sur tous les couplages possibles de µ et ν. Les couplages qui réalisent l’égalité
sont dits optimaux.

Dans l’exemple précédent des mesures µ = ν = 1
2 (δ0 + δ1), le second couplage est

optimal mais pas le premier. Dans la suite du cours, seule l’identité (5.13) sera utilisée.

Démonstration. Commençons par montrer l’identité (5.12). On définit le sous-ensemble A
(cf. figure 5.4) comme

A =
{

x ∈ E; µ(x) > ν(x)
}

.

On a

‖µ− ν‖VT =
1
2 ∑

x∈E

∣∣µ(x)− ν(x)
∣∣ = 1

2 ∑
x∈A

µ(x)− ν(x)− 1
2 ∑

x∈Ac
µ(x)− ν(x)

=
1
2

(
µ(A)− ν(A)− µ(Ac) + ν(Ac)

)
= µ(A)− ν(A) = −µ(Ac) + ν(Ac)

où on a utilisé 1 = µ(A) + µ(Ac) = ν(A) + ν(Ac). Par ailleurs pour tout B ⊂ E

µ(B)− ν(B) 6 µ(B ∩ A)− ν(B ∩ A) 6 µ(A)− ν(A)

et aussi
ν(B)− µ(B) 6 ν(Ac)− µ(Ac).

On en déduit que

max
B⊂E

∣∣µ(B)− ν(B)
∣∣ = µ(A)− ν(A) = ‖µ− ν‖VT. (5.14)

Pour montrer (5.13), vérifions d’abord que

‖µ− ν‖VT 6 inf
{

P̂(X 6= Y); (X, Y) est un couplage de µ et ν
}

. (5.15)

Soit B un sous-ensemble de E

µ(B)− ν(B) = P(X ∈ B)−P(Y ∈ B)

= P̂(X ∈ B, Y 6∈ B) + P̂(X ∈ B, Y ∈ B)−P(Y ∈ B)

6 P̂(X ∈ B, Y 6∈ B) 6 P̂(X 6= Y) .

Par symétrie
ν(B)− µ(B) 6 P̂(X 6= Y) .

Il suffit d’utiliser l’identité (5.12) pour en déduire l’inégalité (5.15).

Pour montrer la réciproque, il suffit de construire un couplage qui réalise l’égalité
dans (5.13). On définit

p = ∑
x∈E

inf{µ(x), ν(x)}
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qui s’interprète comme l’aire de la région 3 dans la figure 5.4. En utilisant la relation
(5.14), on peut réécrire p sous la forme

p = ∑
x∈E

µ(x) 6 ν(x)

µ(x) + ∑
x∈E

µ(x)>ν(x)

ν(x) = 1 + ∑
x∈E

µ(x)>ν(x)

ν(x)− µ(x) = 1−
(
µ(A)− ν(A)

)

= 1− ‖µ− ν‖VT.

Le couplage consiste à choisir une variable B de loi de Bernoulli

P(B = 0) = p, P(B = 1) = 1− p

et à construire X, Y en fonction de la valeur de B.

(i) Si B = 0, alors on choisit une variable Z selon la probabilité sur E

m3(x) =
1
p

inf{µ(x), ν(x)}

qui est concentrée dans la région 3 de la figure 5.4. On pose ensuite X = Y = Z.
Remarquons que si p = 0 alors B n’est jamais égal à 0.

(ii) Si B = 1, alors on choisit X selon la probabilité

m1(x) =

{
µ(x)−ν(x)
‖µ−ν‖VT

si µ(x) > ν(x)

0 sinon

et Y est choisi indépendamment selon la probabilité

m2(x) =

{
ν(x)−µ(x)
‖µ−ν‖VT

si ν(x) > µ(x)

0 sinon

La relation (5.14) permet de vérifier que les 2 mesures sont normalisées par 1.

Cette procédure construit bien un couplage car X et Y ont les bonnes lois marginales

pm3(x) + (1− p)m1(x) = µ(x) et pm3(x) + (1− p)m2(x) = ν(x).

Les mesures m1 et m2 ont des supports disjoints (associés aux régions 1 et 2 de la figure
5.4). Par conséquent X 6= Y si et seulement si B = 1. L’égalité dans (5.13) est donc bien
vérifiée car

P̂(X 6= Y) = P(B = 1) = 1− p = ‖µ− ν‖VT.

Le Lemme 5.10 va nous permettre de renforcer le théorème 5.5 sous une hypothèse
introduite par Doeblin.
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Théorème 5.11. Soit {Xn}n > 0 une chaîne de Markov irréductible sur un espace E dénombrable.
On suppose que sa matrice de transition vérifie la condition de Doeblin, i.e. qu’il existe r > 1,
δ > 0 et une mesure de probabilité ν sur E tels que

Pr(x, z) > δ ν(z) pour tous x, z dans E. (5.16)

Alors la chaîne de Markov admet une mesure de probabilité invariante π vers laquelle la distribu-
tion de la chaîne de Markov converge exponentiellement vite (uniformément par rapport aux états
initiaux)

sup
x∈E

∥∥Pn(x, ·)− π
∥∥

VT =
1
2

sup
x∈E

∑
y∈E

∣∣Pn(x, y)− π(y)
∣∣ 6 (1− δ)bn/rc

où Pn(x, ·) est la distribution au temps n en partant de x et b·c représente la partie entière. Pour
une chaîne de Markov distribuée initialement selon µ, on a aussi

∥∥∥ ∑
x∈E

µ(x)Pn(x, ·)− π
∥∥∥

VT
=

1
2 ∑

y∈E

∣∣Pµ

(
Xn = y

)
− π(y)

∣∣ 6
(
1− δ

)bn/rc. (5.17)

Dans une chaîne de Markov irréductible, tous les états communiquent mais la proba-
bilité de passer d’un état vers un autre peut être arbitrairement petite (3.6). La condition
de Doeblin (5.16) impose une borne inférieure uniforme sur les probabilités de transition
entre 2 états. En particulier, si l’espace d’états E est fini, une chaîne de Markov irréduc-
tible et apériodique satisfait toujours la condition de Doeblin. En effet, il existe r > 1 tel
que pour tout couple x, y de E, on ait Pr(x, y) > 0. Il suffit de choisir

δ = ∑
y∈E

min
x∈E

Pr(x, y) > 0 et ν(y) =
1
δ

min
x∈E

Pr(x, y). (5.18)

Notons que la condition de Doeblin code implicitement l’apériodicité de la chaîne de
Markov.

Démonstration. La preuve se décompose en 3 temps.

Étape 1. Existence d’une mesure invariante.
Vérifions d’abord que la condition de Doeblin (5.16) implique l’existence d’une me-

sure invariante. Comme il existe au moins un état z tel que ν(z) > 0, on peut majorer
la probabilité de ne pas repasser en z avant un temps kr. En utilisant successivement la
propriété de Markov au temps (k − 1)r et la condition de Doeblin (5.16), on obtient la
décroissance exponentielle

Pz
(
T+

z > kr
)
= ∑

x∈E
Pz

(
T+

z > (k− 1)r, X(k−1)r = x
)

P
(

T+
z > r

∣∣∣X0 = x
)

6 ∑
x∈E

Pz

(
T+

z > (k− 1)r, X(k−1)r = x
) (

1− δν(z)
)

6 Pz

(
T+

z > (k− 1)r
) (

1− δν(z)
)
6
(
1− δν(z)

)k.
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Ceci implique que l’état z est récurrent positif car

Ez
(
T+

z
)
= ∑

n > 1
Pz
(
T+

z > n
)
6 r ∑

k > 0
Pz
(
T+

z > kr
)
< ∞

et par le théorème 4.6 qu’il existe une mesure invariante.

Étape 2. Convergence pour une condition de Doeblin simplifiée.
Pour démontrer la convergence, nous supposerons d’abord que (5.16) est vraie avec

r = 1, c’est-à-dire
P(x, z) > δ ν(z) pour tous x, z dans E.

La borne inférieure δ ν(z) peut être interprétée comme la région grise de la figure 5.4 :
c’est la partie commune des mesures de probabilité P(x, ·) pour différentes valeurs de x.

Nous allons construire un couplage qui s’inspire de la preuve du lemme 5.10. Soient
{Xn}n > 0 et {Yn}n > 0 deux réalisations de la chaîne de Markov, la première partant de x
et l’autre de y. Supposons que les deux trajectoires soient construites jusqu’au temps n.
Si Xn = Yn, on préserve l’égalité au temps n + 1 (cf. figure 5.3) et on pose

P̂
(
Xn+1 = xn+1, Yn+1 = yn+1

∣∣Xn = xn, Yn = xn
)
= P(xn, xn+1) 1{yn+1=xn+1}.

Si Xn 6= Yn alors au pas de temps n + 1, on tire au hasard une variable aléatoire Bn+1 de
Bernoulli de paramètre 1− δ (indépendante de tout le passé)

P(Bn+1 = 1) = 1− δ, P(Bn+1 = 0) = δ.

— Si Bn+1 = 0, on choisit un site z de E selon la loi ν et on pose

Xn+1 = Yn+1 = z.

Ce choix ne dépend pas des valeurs de Xn et Yn.
— Si Bn+1 = 1, Xn+1 et Yn+1 sont choisis indépendamment en fonction de lois qui

dépendent des valeurs Xn et Yn

P̂
(
Xn+1 = xn+1

∣∣Xn = xn, Bn+1 = 1
)
=

1
1− δ

(P(xn, xn+1)− δν(xn+1))

P̂
(
Yn+1 = yn+1

∣∣Yn = yn, Bn+1 = 1
)
=

1
1− δ

(P(yn, yn+1)− δν(yn+1))

On remarque que la matrice modifiée est bien une matrice de transition car ses
termes sont positifs et

∀z1 ∈ E, ∑
z2∈E

1
1− δ

(P(z1, z2)− δν(z2)) = 1.

De plus les processus {Xn}n > 0 et {Yn}n > 0 sont chacun des chaînes de Markov
de matrice de transition P car

P
(
Xn+1 = xn+1

∣∣Xn = xn
)

= δP
(
Xn+1 = xn+1

∣∣Xn = xn, Bn+1 = 0
)

+ (1− δ)P
(
Xn+1 = xn+1

∣∣Xn = xn, Bn+1 = 1
)

= δν(xn+1) + (P(xn, xn+1)− δν(xn+1)) = P(xn, xn+1).
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Le couplage étant construit, il ne reste plus qu’à estimer le temps d’arrêt T quand les
marches se rejoignent (cf. figure 5.3)

T = inf
{

n > 0; Xn = Yn

}
.

La condition de Doeblin (5.16) assure que pour tous x0 6= y0 dans E

P̂
(
T = 1

)
= P̂

(
X1 = Y1

∣∣∣X0 = x0, Y0 = y0

)
> P

(
B1 = 0

)
> δ.

En utilisant la propriété de Markov et cette borne inférieure, on obtient

P̂
(
T > n

)
= ∑

z,z′∈E
z 6=z′

P̂
(
T > (n− 1), Xn−1 = z, Yn−1 = z′

)
P̂
(

T > 1
∣∣∣X0 = z, Y0 = z′

)

6 P̂
(
T > (n− 1)

) (
1− δ

)
6
(
1− δ

)n.

Il est important de remarquer que cette borne est uniforme pour tous les états de départ
x et y de E. Pour estimer l’écart entre les distributions au temps n, il ne reste plus qu’à
utiliser le lemme 5.10 en choisissant le couplage que nous venons de construire

∥∥∥Pn(x, ·)− Pn(y, ·)
∥∥∥

VT
6 P̂(Xn 6= Yn) = P̂(T > n) 6

(
1− δ

)n. (5.19)

Si la chaîne de Markov {Yn}n > 0 était issue de la mesure invariante π alors sa distribution
à tout temps serait égale à π

∀y ∈ E, π(y) = Pπ

(
Yn = y

)
= ∑

z∈E
π(z)Pn(z, y).

Pour conclure le théorème, il suffit de considérer un couplage entre {Xn}n > 0 partant de
X0 = x et {Yn}n > 0 distribuée initialement sous π. Plus généralement si X0 est distribuée
sous la mesure µ, on obtient par le même argument de couplage l’inégalité (5.17).

Étape 3. Cas général.
Supposons maintenant que la condition de Doeblin (5.16) soit satisfaite avec un pa-

ramètre r > 1. On remarque que la chaîne de Markov {X̃k = Xkr}k > 0 a pour matrice
de transition Pr et pour mesure invariante π. On peut décomposer tout entier n sous la
forme n = kr + ` avec ` ∈ {0, . . . , r− 1} et écrire la distribution au temps n d’une chaîne
partant de x comme la distribution de X̃k partant initialement de la mesure P`(x, .)

Px(Xn = y) = ∑
z∈E

P`(x, z)Pz
(
X̃k = y

)
.

Cette égalité est une simple réécriture de l’équation de Chapman-Kolmogorov Pn =
P`Pkr. La chaîne {X̃k}k > 0 vérifie le critère de Doeblin pour r = 1, il suffit donc d’appli-
quer à {X̃k}k > 0 le résultat de la seconde étape pour établir la convergence exponentielle
de la distribution Pn(x, ·).
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5.2.3 Vitesses de convergence

Dans de nombreuses applications (cf. chapitre 6) la vitesse de convergence vers la me-
sure d’équilibre est fondamentale, car elle permet de déterminer le temps nécessaire pour
qu’une simulation donne un résultat avec la précision voulue. La condition de Doeblin
définie au théorème 5.11 est importante, car elle fournit un cadre théorique simple pour
montrer une convergence exponentielle. Cependant, de meilleures vitesses de conver-
gence peuvent souvent être prouvées par une étude spécifique de chaque modèle. Nous
allons l’illustrer sur un exemple.

Marche aléatoire.
Considérons une marche aléatoire fainéante symétrique sur le domaine périodique

E = {1, . . . , L} de matrice de transition P donnée par

∀i ∈ E, P(i, i + 1) = P(i, i− 1) = 1/4, P(i, i) = 1/2

où on identifie L + 1 ≡ 1 et 0 ≡ L. Comme la probabilité de rester sur place est non nulle,
cette chaîne de Markov est apériodique.

On construit le couplage (Y1
n , Y2

n) sur E × E partant initialement de (x, y). Au temps
n, si Y1

n = Y2
n alors les 2 coordonnées évoluent de la même manière selon la matrice

de transition P et on a Y1
n+1 = Y2

n+1 (cf. figure 5.3). Si Y1
n 6= Y2

n , on choisit une variable
Bn+1 ∈ {1, 2} avec probabilité 1/2, puis seule la coordonnée Bn+1 est mise à jour et saute
à droite ou à gauche avec probabilité 1/2 : YBn+1

n+1 = YBn+1
n ± 1.

On note T le premier temps où les deux trajectoires se rencontrent. En appliquant le
lemme 5.10, on peut donc contrôler la convergence en fonction de T

‖Pn(x, ·)− Pn(y, ·)‖VT 6 P̂(T > n) 6 1
n

Ê(T)

où Ê correspond à l’espérance pour la mesure jointe du couplage (Y1
n , Y2

n).
Supposons x > y et analysons la différence Zn = Y1

n − Y2
n . On constate que {Zn}n > 0

est une marche aléatoire partant de x− y et sautant à chaque pas de temps à gauche ou
à droite avec probabilité 1/2 tant qu’elle n’a pas atteint 0 ou L, c’est-à-dire tant que les
marches Y1

n , Y2
n ne se sont pas rejointes. Le temps d’arrêt T correspond donc au moment

où le processus Zn est absorbé en 0 ou en L, c’est l’analogue du temps défini dans la ruine
du joueur dont l’espérance a été calculée section 2.6.2 en (2.33)

Ê(T) = (x− y)
(

L− (x− y)
)
.

On obtient donc uniformément en x et y

‖Pn(x, ·)− Pn(y, ·)‖VT 6 L2

4n
.

Ceci montre que pour une taille L assez grande, la chaîne de Markov sera proche
de l’équilibre dès que le temps est de l’ordre de L2. Cet ordre de grandeur est optimal
comme l’indique le théorème central limite : une marche aléatoire au temps n visite des
régions de taille

√
n, par conséquent pour recouvrir le domaine {1, . . . , L}, il faudra au

moins attendre des temps de l’ordre L2.
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Comparons maintenant ce résultat avec celui donné par le théorème 5.11. La condi-
tion de Doeblin (5.16) suppose de trouver un paramètre r tel que tous les états puissent
être connectés en r sauts. Il faut au minimum choisir r > L/2. Pour r = L/2, la constante
δ est alors de l’ordre 1

4L/2 . Pour ces valeurs, le théorème 5.11 implique

sup
x∈E

∥∥Pn(x, ·)− π
∥∥

VT 6
(

1− 1
4L/2

)b n
L/2 c
' exp

(
−c

n
2LL

)

où la dernière égalité est un équivalent pour L grand et c est une constante. Dans cet
exemple la condition de Doeblin assure seulement la convergence pour des temps de
l’ordre 2L L et d’un point de vue pratique, elle n’est pas pertinente car elle ne prédit pas
l’ordre L2.

Considérons maintenant une marche modifiée qui au lieu de rester sur place avec
probabilité 1/2 peut sauter uniformément sur tous les sites selon la probabilité de transi-
tion

∀i, j ∈ E, P(i, j) =
1
4

1{j=i±1} +
1

2L
où on identifie L + 1 ≡ 1 et 0 ≡ L. Dans ce cas la condition de Doeblin s’applique avec
r = 1, δ = 1/2 et ν(y) = 1/L. Par le théorème 5.11, on obtient

sup
x∈E

∥∥Pn(x, ·)− π
∥∥

VT 6 1
2n .

Cette fois la convergence est beaucoup plus rapide, elle ne dépend plus de L et la condi-
tion de Doeblin fournit une information précise. Cette modification des probabilités de
transition est en fait identique à celle introduite dans la matrice de transition de Google
(5.8) afin d’accélérer la vitesse de convergence.

Mélange de cartes.
Pour mélanger un jeu de N cartes, on répète plusieurs fois la procédure suivante :

une carte est choisie au hasard et est déplacée en haut du paquet (si la carte en haut
du paquet est choisie, elle reste sur place). Les cartes sont numérotées de 1 à N et cette
procédure définit une chaîne de Markov {Σk}k > 0 sur l’ensemble des permutations SN
de N éléments. On notera P sa matrice de transition et Pk(Id, ·) la distribution au temps
k de la chaîne partant de la configuration Id = {1, . . . , N} de SN . L’exemple ci-dessous
représente un jeu de 5 cartes après deux pas de temps. Les cartes 4 et 1 ont été choisies
successivement avec probabilité 1/5.

Σ0 =

∣∣∣∣∣∣∣∣∣∣

1
2
3
4
5

∣∣∣∣∣∣∣∣∣∣

carte 4−−−−→
déplacée

Σ1 =

∣∣∣∣∣∣∣∣∣∣

4
1
2
3
5

∣∣∣∣∣∣∣∣∣∣

carte 1−−−−→
déplacée

Σ2 =

∣∣∣∣∣∣∣∣∣∣

1
4
2
3
5

∣∣∣∣∣∣∣∣∣∣

La mesure invariante π de cette chaîne de Markov est uniforme sur les N! permuta-
tions possibles. Pour le voir il suffit de remarquer qu’une permutation σ donnée a exac-
tement N antécédents possibles et que chacun peut atteindre σ avec probabilité 1/N

π(σ) = ∑
η∈SN

π(η)P(η, σ) =
1

N! ∑
η∈SN

P(η, σ) =
1

N!
.
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La proposition suivante permet d’estimer la vitesse de convergence pour des jeux de
cartes de grande taille (proche de l’infini !)

Proposition 5.12. Pour tout ε > 0, il suffit de mélanger kN > (1 + ε)N log N fois un paquet
de N cartes pour que sa distribution soit uniforme (quand N est très grand)

lim
N→∞

∥∥PkN
(
Id, ·
)
− π

∥∥
VT = 0. (5.20)

Inversement, il ne faut pas mélanger moins de fois le paquet car pour toute suite `N 6 (1 −
ε)N log N la distribution au temps `N est encore très loin de π

lim
N→∞

∥∥P`N
(
Id, ·
)
− π

∥∥
VT = 1. (5.21)

Cette proposition illustre un phénomène de seuil (ou cutoff) que l’on retrouve dans
de nombreuses chaînes de Markov : la convergence pour la norme en variation totale ne
s’opère pas régulièrement au cours du temps. Dans l’exemple du jeu de cartes, la dis-
tribution de la chaîne de Markov reste très loin de la mesure invariante avant le temps
N log N, puis devient très proche après N log N. La convergence se produit très rapide-
ment autour de N log N dans un intervalle de temps plus court que εN log N (cf. figure
5.5).

εN logN

1
N logN

k

FIGURE 5.5 – Distance en variation en fonction du temps k entre Pk(Id, ·) et la mesure invariante.
La convergence est localisée autour de N log N.

Démonstration. Commençons par prouver la convergence vers l’équilibre, i.e. la limite
(5.20). Pour cela, construisons un couplage entre deux trajectoires de la chaîne {Σ1

k} et
{Σ2

k}. La première a pour donnée initiale Σ1
0 = Id et l’état initial Σ2

0 de la seconde est
choisi selon π. À chaque pas de temps, on tire un numéro de carte au hasard entre 1 et N
et cette carte est posée en haut du paquet dans les deux jeux.

Σ1
0 =

∣∣∣∣∣∣∣∣∣∣

1
2
3
4
5

∣∣∣∣∣∣∣∣∣∣

et Σ2
0 =

∣∣∣∣∣∣∣∣∣∣

5
4
1
3
2

∣∣∣∣∣∣∣∣∣∣

une étape−−−−−−→
de mélange

Σ1
1 =

∣∣∣∣∣∣∣∣∣∣

3
1
2
4
5

∣∣∣∣∣∣∣∣∣∣

et Σ2
1 =

∣∣∣∣∣∣∣∣∣∣

3
5
4
1
2

∣∣∣∣∣∣∣∣∣∣

Dans l’exemple ci-dessus la carte 3 a été déplacée dans les deux configurations. Chacun
des jeux évolue selon la bonne probabilité de transition. Si une carte est choisie au temps



5.2. CONVERGENCE 97

k alors elle occupera la même position dans les deux jeux à tous les temps suivants. En
effet, elle sera mise au-dessus du paquet au temps k puis descendra dès que d’autres
cartes seront ajoutées. Elle pourra se retrouver encore au-dessus du paquet si elle est
choisie une seconde fois, mais tous ses déplacements seront les mêmes dans les deux
jeux. Par conséquent si toutes les cartes ont été choisies au moins une fois, les deux jeux
sont identiques. On définit le temps d’arrêt

τ = inf
{

k > 0, toutes les cartes ont été choisies au moins une fois au temps k
}

qui permet de borner le temps de couplage

T = inf
{

k > 0, Σ1
k = Σ2

k
}
6 τ.

Pour estimer la vitesse de convergence, il suffit donc de contrôler τ

‖Pk(Id, ·)− π‖VT 6 P̂(T > k) 6 P̂(τ > k). (5.22)

Le temps d’arrêt τ se décompose facilement en

τ = τ1 + τ2 + · · ·+ τN (5.23)

où τi est le temps nécessaire pour obtenir la ième nouvelle carte sachant qu’on a déjà i− 1
cartes différentes. La première étape est très simple τ1 = 1. Supposons que i − 1 cartes
différentes ont été trouvées, la probabilité de découvrir une nouvelle carte au temps k
suit une loi géométrique de paramètre 1− (i− 1)/N

P
(
τi = k

)
=

(
i− 1

N

)k−1 (
1− i− 1

N

)

car la probabilité de trouver une nouvelle carte est 1− i−1
N . On en déduit que

E(τN−i) =
N

i + 1
et Var(τN−i) = E(τ2

N−i)−E(τN−i)
2 =

N(N − i− 1)
(i + 1)2 6 N2

(i + 1)2 .

Ceci permet de calculer l’espérance asymptotique de τ quand N est grand

E(τ) =
N

∑
i=1

E(τi) =
N−1

∑
i=0

N
i + 1

' N log N

ainsi qu’une borne sur sa variance car les τi sont indépendants

Var(τ) = E
(
(τ −E(τ))2) =

N

∑
i=1

Var(τi) 6
N−1

∑
i=0

N2

(i + 1)2 6 cN2

où c est une constante.
Supposons que k > E(τ) alors l’inégalité de Tchebyshev permet d’écrire

P
(
τ > k

)
= P

(
τ −E(τ) > k−E(τ)

)
6

E
(
(τ −E(τ))2)
(
k−E(τ)

)2 6 cN2

(
k−E(τ)

)2 .
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En utilisant (5.22), ce résultat fournit une vitesse de convergence vers la mesure inva-
riante pour N fixé

‖Pk(Id, ·)− π‖VT 6 cN2

(
k−E(τ)

)2 .

Pour N grand, si kN > (1 + ε)N log N > E(τ), on en déduit que

‖PkN (Id, ·)− π‖VT 6 c(ε)N2

(
N log N

)2 6 c(ε)
(

log N
)2

où c(ε) est une constante dépendante de ε. Quand N tend vers l’infini, on retrouve la
limite (5.20).

Pour estimer la borne inférieure (5.21) sur le temps de mélange, il suffit de remarquer
que pour un temps `N 6 (1− ε)N log N moins de N1− ε

2 cartes auront été déplacées. Ceci
veut dire que le paquet contiendra un nombre important de cartes ayant conservé leur
ordre initial et la convergence complète n’aura pas eu lieu.

En utilisant la notation (5.23), on peut estimer le temps nécessaire pour que N1− ε
2

cartes aient été choisies. On notera ce temps

τ̂ = τ1 + · · ·+ τ
N1− ε

2
.

L’espérance et la variance de ce temps se comportent asymptotiquement en N comme

E(τ̂) ' (1− ε

2
)N log N et E(τ̂2)−E(τ̂)2 6 cN2 (5.24)

Nous allons montrer que l’espérance est une bonne estimation du temps nécessaire pour
découvrir N1− ε

2 et en particulier qu’avec grande probabilité τ̂ sera plus grand que (1−
ε)N log N. Pour cela définissons

τ̃ = τ̂ − (1− ε)E(τ̂)

et utilisons la borne du second moment (prouvée dans le lemme 5.13 ci-dessous) qui
implique pour λ = 0 que

P
(

τ̃ > 0
)
> E(τ̃)2

E(τ̃2)
=

ε2E(τ̂)2

ε2E(τ̂)2 + E(τ̂2)−E(τ̂)2 .

Par les estimations (5.24), le terme de droite tend vers 1 quand N tend vers l’infini et on
en déduit que

lim
N→∞

P
(

τ̂ > (1− ε)(1− ε

2
)N log N

)
= 1.

Supposons qu’exactement K cartes n’aient pas été choisies, alors les N − K autres ont
été déplacées en haut du paquet. Ces K cartes ont conservé leur ordre initial i1 < i2 <
· · · < iK et se trouvent au bas du paquet. Le nombre d’arrangements possibles pour un
tel évènement est (

N
K

)
(N − K)! =

N!
K!

.
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Par conséquent la probabilité d’un tel évènement est 1
K! . Soit AN l’ensemble des permu-

tations telles qu’au moins N/2 cartes soient ordonnées au bas du paquet. La probabilité
π(AN) d’un tel évènement tend donc vers 0 quand N tend vers l’infini.

Il suffit maintenant d’associer les deux résultats précédents pour en déduire la borne
inférieure. Pour toute suite de temps {`N} telle que `N 6 (1− ε)N log N, il y aura eu
au plus N1−ε/2 cartes déplacées. Par conséquent avec grande probabilité, la chaîne de
Markov Σ`N sera dans l’ensemble AN et

lim
N→∞

PId
(
Σ`N ∈ AN

)
− π(AN) = 1.

Par l’identité (5.12)
∥∥P`N

(
Id, ·

)
− π

∥∥ > PId
(
Σ`N ∈ AN

)
− π(AN).

On en déduit la borne inférieure (5.21).

Lemme 5.13 (Inégalité du second moment). Soit X une variable aléatoire telle que E(X) > 0,
alors

0 6 λ 6 1, P
(

X > λE(X)
)
> (1− λ)2 E(X)2

E(X2)
.

Démonstration. Pour le voir, on remarque que

E(X) = E(X 1{X>λE(X)}) + E(X 1{X 6 λE(X)}) 6 E(X 1{X>λE(X)}) + λE(X).

Par conséquent
(1− λ)E(X) 6 E(X 1{X>λE(X)}).

On conclut par l’inégalité de Cauchy-Schwarz

(1− λ)2E(X)2 6 E(X2) E(1{X>λE(X)}).





Chapitre 6

Application aux algorithmes
stochastiques

6.1 Optimisation

Dans de nombreuses applications, on souhaite minimiser une fonction V : RK → R

dont la structure est souvent complexe et dépend d’un grand nombre de paramètres
K � 1 selon le problème à modéliser. Cette fonction sert par exemple à quantifier un
coût en économie ou un rendement dans une réaction chimique, à optimiser des échanges
dans un réseau informatique ou à déterminer des estimateurs en statistique (maximum
de vraisemblance). On cherche aussi à identifier les valeurs où cette fonction prend son
minimum

Argmin V =
{

x ∈ RK; V(x) = inf
y

V(y)
}

.

Ce problème d’optimisation est purement déterministe et il peut être résolu par des
méthodes analytiques. En particulier, les méthodes de programmation linéaire sont opti-
males pour résoudre des problèmes avec des contraintes linéaires. Dans le cas d’une
fonction V strictement convexe, une méthode de descente de gradient [4] permet de dé-
terminer le point x? où la fonction atteint son minimum en suivant le flot de l’équation

∀t > 0, ẋt = −V ′(xt) alors lim
t→∞

xt = x?.

Par contre si la fonction V possède de nombreux minima locaux une telle méthode ne
permettra pas de déterminer le minimum global facilement car la limite de xt dépendra
de l’état initial x0 (cf. figure 6.1).

De nombreux problèmes d’optimisation nécessitent d’étudier des fonctions V parti-
culièrement complexes, dépendant de multiples paramètres. Pour fixer les idées, consi-
dérons le cas d’école du problème du voyageur de commerce. Un voyageur de commerce
doit visiter K clients dans K villes différentes et revenir à son point de départ en ne vi-
sitant chaque ville qu’une seule fois. Étant données les distances entre toutes les villes
{d(i, j)} 1 6 i 6 K

1 6 j 6 K
, l’objectif est de minimiser le trajet à parcourir, c’est-à-dire

min
σ∈SK

{
V(σ)

}
avec V(σ) =

K

∑
i=1

d
(
σ(i), σ(i + 1)

)
(6.1)
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V (x)

x

FIGURE 6.1 – Le schéma représente un potentiel V(x) avec plusieurs minima locaux qui rendent
la méthode de descente de gradient inefficace. Les algorithmes stochastiques permettent de fran-
chir les barrières de potentiel (cf. la flèche en pointillés) pour atteindre le minimum global. Quand
T est petit la mesure µT va se concentrer principalement autour des valeurs les plus basses de V
par exemple sur le schéma sur les points situés sous la droite en pointillés.

où σ appartient à l’ensemble SK des permutations de {1, . . . , K}. Chaque permutation σ
correspond à un trajet entre les villes selon un certain ordre et comme le voyageur revient
à son point de départ, on pose σ(K + 1) = σ(1).

Une méthode de recherche systématique du minimum consisterait à explorer tous
les chemins possibles et à comparer leurs longueurs. Ceci conduirait à une complexité
numérique gigantesque car l’ensemble des trajets entre les K villes est équivalent aux
permutations d’un ensemble à K éléments. Il faudrait donc évaluer les longueurs des K!
trajets, ce qui est impossible numériquement dès que K devient grand. Ce problème ap-
partient à la classe des problèmes NP-complets et il n’existe pas d’algorithme qui permette
de le résoudre en un temps polynomial en K (sous l’hypothèse P 6= NP). Le problème
du voyageur de commerce est un problème théorique qui sert souvent de référence pour
tester des stratégies d’optimisation. Dans la pratique, il existe de nombreux problèmes
d’optimisation similaires pour lesquels il est impossible d’obtenir la solution exacte en un
temps raisonnable mais qui peuvent être résolus de manière approchée par des méthodes
stochastiques. Nous reviendrons sur le problème du voyageur de commerce section 6.4.1.

Ce chapitre décrit des méthodes probabilistes pour déterminer le minimum d’une
fonction V sur un espace discret E fini mais de cardinal très grand. Pour construire une
solution approchée à ce problème déterministe, nous définissons µT la mesure de Gibbs
associée au potentiel V et au paramètre T > 0

∀x ∈ E, µT(x) =
1

ZT
exp

(
− 1

T
V(x)

)
avec ZT = ∑

y∈E
exp

(
− 1

T
V(y)

)
.

(6.2)
La mesure µT attribue une probabilité à chaque site de E et se concentre sur les minima
de V quand T tend vers 0. Le résultat suivant est une version simplifiée de la méthode de
Laplace.

Lemme 6.1. SiM désigne l’ensemble des points de E où V atteint son minimum, on a

∀x ∈ E, lim
T→0

µT(x) =

{
1

Card(M)
si x ∈ M

0 si x 6∈ M
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FIGURE 6.2 – On considère l’espace E = {1, . . . , 5} et la fonction V(1) = 87, V(2) = 4, V(3) =
55, V(4) = 99, V(5) = 25. La distribution de la probabilité µT est représentée par des cercles pour
T = 104 et des carrés pour T = 2. Quand T est très grand la mesure est presque distribuée unifor-
mément, par contre pour T plus petit les valeurs les plus basses de V deviennent prépondérantes
(cf. lemme 6.1).

Démonstration. Soit V? le minimum de V, on peut réécrire la mesure de Gibbs (6.2)

∀x ∈ E, µT(x) =
1

∑y∈E exp
(
− 1

T [V(y)−V?]
) exp

(
− 1

T
[V(x)−V?]

)
.

Dès que x 6∈ M, on a V(x) − V? > 0 et comme E est fini, seuls les termes dans M
contribuent quand T tend vers 0.

La figure 6.2 illustre ce lemme et montre que pour T proche de 0, la mesure µT se
concentre sur les points où V est minimum. Par conséquent en simulant des réalisations
de la mesure µT pour T proche de 0, on obtiendra avec une grande probabilité une ap-
proximation de l’ensembleM où V atteint son minimum. La simulation de la mesure de
probabilité µT sera l’objet de la section suivante.

6.2 Algorithmes stochastiques

6.2.1 Algorithme de Metropolis

À première vue, la simulation de la mesure de Gibbs (6.2) suppose de calculer la dis-
tribution µT et donc d’évaluer ZT = ∑y∈E exp

(
− 1

T V(y)
)
. Dans la pratique, ceci est im-

possible à implémenter car il faudrait calculer toutes les valeurs de V pour un ensemble E
de cardinal trop important. La méthode proposée en 1953 dans l’article [21] et améliorée
par W. Hastings [15] en 1970 permet d’éviter cet écueil en simulant la mesure de Gibbs à
l’aide d’une chaîne de Markov.

L’algorithme de Metropolis permet de simuler une variable aléatoire sous une mesure
de probabilité quelconque sur E. On note π cette mesure et on suppose que π(x) > 0
pour tout x de E. Pour réaliser la simulation, il faut se donner une matrice de transition
Q irréductible sur E et symétrique, i.e. satisfaisant pour tous x, y de E

Q(x, y) = Q(y, x) (6.3)
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ainsi qu’une fonction croissante h :]0, ∞[→]0, 1] vérifiant h(u) = uh(1/u). Dans la pra-
tique, on choisira

h(u) = inf{1, u} ou h(u) =
u

1 + u
.

Pour x 6= y, on pose

R(x, y) =

{
h
(

π(y)
π(x)

)
si Q(x, y) 6= 0

0 sinon
(6.4)

Ceci permet de construire la matrice de transition P définie par
{

P(x, y) = Q(x, y)R(x, y) si x 6= y
P(x, x) = 1−∑y 6=x P(x, y)

(6.5)

L’algorithme de Metropolis, décrit ci-dessous, permet de simuler une chaîne de Mar-
kov {Xn}n > 0 de matrice de transition P :

Étape 0. Initialiser X0

Étape n + 1.
Choisir y selon la loi Q(Xn, y)
Choisir Un+1 uniformément dans [0, 1] (et indépendamment du passé)
Si Un+1 < R(Xn, y) poser Xn+1 = y, sinon poser Xn+1 = Xn

Supposons que π(x) > 0 pour tous les états x de E, on montre alors

Théorème 6.2. La matrice de transition P définie en (6.5) est irréductible et réversible pour la
mesure π qui est donc son unique mesure invariante. Si de plus h < 1 alors P est apériodique.

Démonstration. L’irréductibilité de Q implique immédiatement celle de P. Pour montrer
que P est réversible, il suffit d’utiliser l’identité h(u) = uh(1/u) et la symétrie de Q

x 6= y, π(x)P(x, y) = π(x)Q(x, y)h
(

π(y)
π(x)

)

= π(y)Q(y, x)
π(x)
π(y)

h
(

π(y)
π(x)

)

= π(y)Q(y, x)h
(

π(x)
π(y)

)
= π(y)P(y, x).

Le théorème 3.12 permet d’en déduire que π est bien la mesure invariante.
Si h < 1, alors P(x, x) > 0 pour tout x de E et la matrice P est bien apériodique. On

peut aussi vérifier facilement que si Q est apériodique alors P le sera même si h 6 1.

L’intérêt de l’algorithme de Métropolis est évident pour simuler la mesure de Gibbs
µT (6.2), en effet la matrice de transition P s’écrit pour x 6= y

P(x, y) = Q(x, y) h
(

exp
(

1
T
[
V(x)−V(y)

]))
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et la normalisation ZT n’a plus besoin d’être calculée. Comme h est une fonction crois-
sante, la matrice de transition P pondère les probabilités de transition et favorise les sauts
de x vers y si V(x) > V(y) c’est-à-dire si le potentiel V décroît après le saut. Considérons
le potentiel représenté figure 6.1 indexé par E = {1, . . . , L} et supposons que la matrice Q
corresponde à la marche aléatoire symétrique sur E. Si T est très faible, la chaîne de Mar-
kov aura tendance à évoluer vers les minima de V. Cependant, l’évolution étant aléatoire
certaines transitions (assez rares) peuvent aller à l’encontre de cette tendance et éviter à la
chaîne de Markov de rester bloquée dans un minimum local. Contrairement à l’approche
déterministe de la descente de gradient, les fluctuations aléatoires permettent d’explorer
le paysage de potentiel. Nous reviendrons sur le choix optimal du paramètre T section
6.4.

6.2.2 Modèle d’Ising

Les mesures de Gibbs (6.2) s’utilisent aussi dans des contextes très différents des mé-
thodes d’optimisation. Elles ont été introduites initialement en physique statistique pour
rendre compte de la statistique de systèmes microscopiques. La théorie de Gibbs est pré-
sentée en détail dans le cours de physique statistique [12] et nous nous contenterons ici
de l’illustrer dans le cas particulier du modèle d’Ising.

FIGURE 6.3 – Deux réalisations du modèle d’Ising (obtenues par l’algorithme de Metropolis)
pour différentes températures sur le domaine Λ = {1, . . . , 40}2. La simulation de gauche montre
un état très désordonné associé à une température très haute. Sur la simulation de droite, les spins
de même signe se regroupent dans des régions assez larges car la température est plus basse.

Le modèle d’Ising offre un cadre théorique très simple pour décrire les transitions
de phase de l’aimantation d’un métal ferromagnétique. À chaque site i du réseau Λ =
{1, . . . , L}d, on associe un spin si prenant les valeurs ±1 et on note SΛ = {si}i∈Λ une
configuration de spins. Les spins interagissent avec leurs plus proches voisins et une
énergie est attribuée à chaque configuration SΛ

V(SΛ) = − ∑
i,j∈Λ
i∼j

sisj
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où i ∼ j signifie que les sites i et j sont à distance 1 sur le réseau Λ. Un système physique
a tendance à minimiser son énergie ce qui permet de distinguer deux configurations pri-
vilégiées (les états fondamentaux) : les spins sont tous égaux à 1 ou tous égaux à −1. Pour
tenir compte des fluctuations thermiques, on définit la mesure de Gibbs qui attribue à la
configuration SΛ la probabilité

µT(SΛ) =
1

ZT
exp

(
− 1

T
V(SΛ)

)

où la fonction de partition ZT sert à normaliser la mesure de Gibbs. Le paramètre T s’inter-
prète comme une température : quand T est grand les fluctuations thermiques dominent
et le système est désordonné, par contre pour T proche de 0 les configurations de basse
énergie sont privilégiées et les spins ont tendance à s’aligner (cf. figure 6.3).

Ce modèle très simple de spins en interaction permet de mettre en évidence l’exis-
tence d’une transition de phase quand la taille du domaine L tend vers l’infini. Les tran-
sitions de phase constituent une source de questions fascinantes dont certaines seront
évoquées au chapitre 7. Pour le moment, contentons-nous d’implémenter l’algorithme
de Metropolis-Hasting afin de simuler le modèle d’Ising.

Retraduit dans le formalisme des chaînes de Markov, une configuration SΛ corres-
pond à un état et l’espace d’états est E = {−1, 1}Λ. Pour un domaine bi-dimensionnel
de taille L = 40 comme dans la figure 6.3, le cardinal de E est 240×40 ' 10481. Il est donc
impossible d’énumérer toutes les configurations pour calculer la distribution µT. Pour
simplifier les notations, nous allons omettre la dépendance en Λ et poser S = SΛ. Pour
tout i dans Λ, on note S(i) la configuration déduite de S en changeant simplement le signe
du spin en i

∀j ∈ Λ, S(i)
j =

{
−si, si j = i
sj, si j 6= i

La matrice de référence Q décrit une évolution sur l’espace des configurations

∀i ∈ Λ, Q(S, S(i)) =
1

Card(Λ)
.

Elle correspond au mécanisme suivant : un site i est choisi au hasard dans Λ et son spin
est retourné. Ce sont les seules transitions autorisées. Ces transitions modifient les confi-
gurations seulement localement, par conséquent la variation de l’énergie correspondant
au changement du spin en i ne dépend que de la moyenne des spins autour de i

δV(i, S) = V(S(i))−V(S) = 2si ∑
j∼i

sj.

Étant donnée une fonction h satisfaisant h(u) = uh(1/u), l’algorithme de Metropolis
s’écrit

Étape 0. Initialiser X0 avec une configuration S quelconque

Étape n + 1.
Choisir i uniformément dans Λ
Choisir Un+1 uniformément dans [0, 1] (et indépendamment du passé)
Si Un+1 < h

(
exp(− 1

T δV(i, Xn))
)
poser Xn+1 = X(i)

n , sinon poser Xn+1 = Xn
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FIGURE 6.4 – L’algorithme de Metropolis-Hasting consiste à choisir un site au hasard (figure de
gauche) et à mettre à jour ce spin en fonction de la moyenne de ses 4 voisins. Quand T est proche
de 0, le spin aura ensuite tendance à s’aligner avec ses voisins (figure de droite).

6.3 Simulation parfaite : algorithme de Propp-Wilson ?

Nous avons vu au chapitre 5 qu’une chaîne de Markov irréductible, apériodique
converge vers sa mesure invariante. En particulier, le théorème 5.5 garantit la conver-
gence de l’algorithme de Metropolis quand le temps tend vers l’infini. Mais en pratique,
la simulation doit être arrêtée à un temps fini et il est donc important d’estimer l’erreur
faite. Cette question a motivé de nombreuses études théoriques pour quantifier la vitesse
de convergence et il s’agit toujours d’un sujet de recherche très actif en probabilités et
en statistique bayésienne. Dans le cadre ce cours, nous avons défini au théorème 5.11 le
critère de Doeblin qui permet de déterminer pour tout ε > 0 un temps nε au-delà duquel
l’erreur est contrôlée

∀n > nε, sup
x∈E

∥∥Pn(x, ·)− π
∥∥

VT 6 ε.

Il n’est pas toujours possible d’obtenir une estimation théorique qui fournit des bornes
suffisamment précises. Ainsi dans la pratique, la durée de simulation est souvent déter-
minée par l’intuition ou calibrée à partir d’expérimentations.

FIGURE 6.5 – Le schéma représente un couplage entre des trajectoires issues de différents états
initiaux. Au-delà de la ligne en pointillés, toutes les trajectoires ont fusionné.

Nous allons décrire maintenant l’algorithme de Propp-Wilson [24] qui permet de si-
muler de façon exacte la mesure invariante par une méthode de couplage par le passé.
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Avant cela, revenons sur la preuve du théorème 5.5 où la convergence était estimée en
fonction du temps de couplage entre différentes trajectoires (cf. figure 6.5). Dans le cas
d’une récurrence aléatoire (définie au théorème 2.2) le couplage se construit de la façon
suivante. On rappelle que la chaîne de Markov {Xn}n > 0 à valeurs dans E est obtenue
par récurrence

n > 0, Xn+1 = f (Xn, ξn+1)

en fonction d’une suite {ξn}n > 1 de variables aléatoires indépendantes et identiquement
distribuées sur un espace F et d’une fonction f de E × F dans E. Afin de coupler les
Card(E) trajectoires, on définit θ = {ξ(x)}x∈E une collection de Card(E) variables aléa-
toires indépendantes et de même loi que ξ0 et on note

∀x ∈ E, Fθ(x) = f (x, ξ(x)).

Ceci permet de construire le couplage après un pas de temps simultanément pour toutes
les données initiales dans E. Pour itérer, il suffit de choisir une suite {θn}n > 1 de variables
indépendantes et la chaîne de Markov partant de x s’obtient en composant les applica-
tions

Φn(x) = Fθn ◦ Fθn−1 ◦ · · · ◦ Fθ1(x). (6.6)

Le couplage s’effectue au premier temps (aléatoire) T où ΦT est constante, i.e. que ΦT ne
dépend plus de l’état initial dans E. Comme toutes les trajectoires ont fusionné au temps
T, la chaîne de Markov a perdu toute la mémoire du passé et il est tentant de croire que
la position de chaîne à l’instant T (i.e. ΦT) est distribuée selon la mesure invariante. Ce
n’est pas le cas comme le montre l’exemple de la figure 6.6, néanmoins une modification
simple mais astucieuse permet de rendre cette idée rigoureuse.

1 2

1/2

1/2 3
1/2

1/2

1

FIGURE 6.6 – Pour ce graphe de transition, l’équilibre ne peut pas correspondre au moment où
les différentes trajectoires fusionnent. En effet, l’état 3 ne peut être atteint qu’en venant de l’état 2
et il n’est donc pas possible que les trajectoires se touchent pour la première fois à l’état 3.

Le point de vue Propp et Wilson consiste à coupler non pas vers le futur mais vers le
passé en remontant le temps et en inversant l’ordre dans (6.6)

Gn(x) = Fθ1 ◦ · · · ◦ Fθn−1 ◦ Fθn(x).

L’indexation Fθk correspond ici à la transition entre les instants −k et −k + 1. Gn(x) s’in-
terprète comme la valeur à l’instant 0 de la chaîne de Markov partie de x au temps −n
(cf. figure 6.7). On définit le temps d’arrêt T correspondant au premier instant où Gn est
constante

T = inf
{

n > 0; ∀x, y ∈ E, Gn(x) = Gn(y)
}

. (6.7)

Dans ce cas le résultat de l’algorithme est l’état GT = GT(x) obtenu au temps 0 (qui ne
dépend pas de x).
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−N−T

GT

FIGURE 6.7 – Sur le schéma, les différentes trajectoires partant au temps −N n’ont pas coalescé
au temps 0. En remontant le temps jusqu’à −T les trajectoires issues des différents états de E
ont coalescé et l’état GT obtenu au temps 0 est distribué exactement selon la mesure invariante.
À mesure que l’algorithme remonte dans le temps, la simulation doit conserver la mémoire des
trajectoires déjà utilisées.

Théorème 6.3. On considère une chaîne de Markov irréductible, apériodique de mesure inva-
riante π. Si le temps de coalescence T défini en (6.7) est fini presque sûrement, alors l’état GT est
distribué selon la mesure invariante π.

Démonstration. Une fois que les trajectoires ont coalescé, l’état de la chaîne en 0 ne va plus
varier

∀n > T, Gn = GT.

Comme on a supposé que le temps T est fini presque sûrement, on a par le théorème de
convergence dominée

∀x, y ∈ E, lim
n→∞

P
(
Gn(x) = y

)
= P

(
GT(x) = y

)
.

Les variables Gn et Φn (6.6) ont la même loi et par conséquent

lim
n→∞

P
(
Gn(x) = y

)
= lim

n→∞
P
(
Φn(x) = y

)
= π(y)

où la dernière égalité est obtenue par le théorème 5.5. On conclut ainsi la preuve de ce
théorème

∀x, y ∈ E, P
(
GT(x) = y

)
= π(y).

L’algorithme de Propp-Wilson suppose de suivre toutes les trajectoires issues de E ce
qui est impossible si E a un cardinal trop grand. Cependant pour certaines chaînes de
Markov (par exemple pour la dynamique de Metropolis associée au modèle d’Ising), on
peut implémenter une variante de cet algorithme pour laquelle il suffit de suivre un petit
nombre de trajectoires. Ceci dépasse le cadre de ce cours mais on pourra trouver une
étude détaillée dans [24].
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6.4 Algorithme de recuit simulé ?

Le problème initial évoqué section 6.1 est de caractériser les configurations minimi-
sant une fonction V. Le lemme 6.1 permet d’estimer de telles configurations comme des
états privilégiés d’une mesure de Gibbs µT en fonction d’un paramètre T > 0 pouvant
être interprété comme une température. Cette mesure peut ensuite être simulée par un
algorithme de Metropolis. La difficulté consiste à calibrer le paramètre T de façon opti-
male car deux effets contraires se conjuguent dans cette procédure. T doit être proche de
0 pour que les minima soient correctement estimés, mais si T est trop faible, l’aléa dispa-
raît et la chaîne de Markov se comporte comme les modèles déterministes de descente de
gradient. Dans ce cas la convergence n’aura jamais lieu sur des échelles de temps raison-
nables. Inversement si T est trop grand, les fluctuations stochastiques seront suffisantes
pour empêcher la chaîne de Markov d’être piégée dans des minima locaux (cf. figure 6.1)
et la convergence vers la mesure d’équilibre µT sera plus rapide, cependant µT ne décrira
pas correctement les solutions cherchées.

Le recuit simulé consiste à simuler une chaîne de Markov par l’algorithme de Metropo-
lis en baissant la température à chaque pas de temps. L’idée est de permettre à la chaîne de
Markov de sortir rapidement des minima locaux qu’elle pourrait rencontrer initialement,
mais de baisser la température progressivement pour qu’elle se stabilise sur le minimum
global recherché. On choisit une suite de températures {Tn}n > 0 décroissant vers 0 et au
temps n la chaîne de Markov (non homogène) évolue en suivant la dynamique associée
à la mesure µTn .

Étape 0. Initialiser X0

Étape n + 1.
Choisir y selon la loi Q(Xn, y)
Choisir Un+1 uniformément dans [0, 1] (et indépendamment du passé)

Si Un+1 < h
(

exp
(

1
Tn

[
V(Xn)−V(y)

]))
poser Xn+1 = y

Sinon poser Xn+1 = Xn

Le choix de la suite de températures est crucial. On peut démontrer que

Théorème 6.4. Étant donnée une fonction V, il existe une constante C(V, Q) qui dépend de V
et Q, telle que l’algorithme de recuit simulé appliqué avec la suite de températures Tn = C(V)

log n
sélectionne l’ensembleM des minima de V, c’est-à-dire

lim
n→∞

P(Xn ∈ M) = 1.

La preuve de ce théorème pourra être trouvée dans le livre [9] et nous nous conten-
terons de justifier le choix de la décroissance en 1

log n par un exemple. Soit E = {1, 2, 3}
et V(1) = 0, V(2) = 1, V(3) = −1. Le minimum est atteint à l’état 3 et l’état 1 consti-
tue un minimum local (cf. figure 6.8). On pose h(u) = min{u, 1} et Q suit le graphe des
transitions de la figure 6.8.

On suppose que l’état initial X0 = 1 et on veut calculer la probabilité que la chaîne de
Markov soit dans l’état 3 à un temps n donné. Pour cela il faut que la chaîne soit passée
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FIGURE 6.8 – Le potentiel V de l’exemple avec 3 sites est tracé à gauche. Le graphe de transition
de la matrice Q est représenté à droite.

par l’état 2 avant n

P(Xn = 3) 6
n−2

∑
k=0

P(Xk = 1, Xk+1 = 2).

Avec les paramètres choisis, la probabilité de transition entre 1 et 2 au temps k + 1 est
donnée par

P
(

Uk+1 <
1
2

exp
(
− 1

Tk

))
=

1
2

exp
(
− 1

Tk

)
.

On en déduit donc une borne supérieure uniforme en n

P(Xn = 3) 6 1
2

∞

∑
k=0

exp
(
− 1

Tk

)
.

Il est facile de voir que si la constante c est suffisamment petite et Tk 6 c
log k alors pour

tout temps n
P(Xn = 3) < 1.

Par conséquent si la température tend trop vite vers 0, la chaîne de Markov restera indé-
finiment piégée au point 1 avec une probabilité positive. Cet exemple très simple, montre
que la décroissance de la température dans le théorème 6.4 est optimale.

Dans la pratique, la décroissance de la température en 1
log n s’avère trop lente pour

implémenter des algorithmes performants. On préfère donc souvent utiliser des décrois-
sances polynomiales de la forme 1

nγ qui ne sont pas justifiées d’un point de vue théorique
mais qui donnent quand même de très bons résultats...

6.4.1 Problème du voyageur de commerce

Le recuit simulé permet d’obtenir une solution approchée du problème du voya-
geur de commerce défini en (6.1). On choisit comme état initial X0 une permutation
au hasard dans l’ensemble SK des permutations de {1, . . . , K}. Étant donné un parcours
σ = (σ(1), . . . , σ(K)), on note pour i 6= j le parcours σ(i,j) obtenu en permutant l’ordre
de visite des villes σ(i) et σ(j). Ceci permet de définir une matrice de transition Q sur les
différents parcours en autorisant uniquement ce type de transitions

1 6 i < j 6 K, ∀σ ∈ SK, Q
(
σ, σ(i,j)) = 2

K(K− 1)
.
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On vérifie facilement que la matrice de transition Q définit une chaîne de Markov irré-
ductible sur SK et qu’elle satisfait (6.3). On peut donc implémenter le recuit simulé pour
obtenir une estimation de la distance minimale à parcourir. Les résultats de l’algorithme
de recuit simulé sont représentés figure 6.9.

FIGURE 6.9 – Les simulations ci-dessus représentent des étapes de l’algorithme de recuit simulé
pour résoudre le problème du voyageur de commerce. Les positions de 35 villes sont choisies
au hasard ainsi que le circuit initial tracé à gauche. Après 2000 itérations, la longueur du par-
cours s’est réduite (figure du centre) et le chemin tend à converger après 10000 itérations vers une
solution (presque) optimale (figure de droite).

6.4.2 Traitement d’images

Dans cette section, nous allons montrer comment le recuit simulé permet de traiter
des images perturbées par un bruit aléatoire et d’identifier des formes. Pour simplifier,
on suppose que l’image dégradée par le bruit est en noir et blanc. On peut indexer chaque
pixel de cette image de taille L× L comme un site i de Λ = {1, . . . , L}2 et lui attribuer la
valeur σi = ±1 selon sa couleur. L’image est donc une collection de pixels Σ = {σi}i∈Λ.
On veut éliminer le bruit pour reconnaître une forme sur cette image. Pour cela on fait
l’hypothèse que cette forme a des contours réguliers et est constituée de blocs de 1. On va
donc modifier l’image en enlevant des pixels −1 dans les régions où les pixels égaux à 1
sont denses et inversement. Ce mécanisme rappelle celui de la dynamique de Metropolis-
Hasting pour le modèle d’Ising (cf. section 6.2.2) et nous allons nous en inspirer.

L’image initiale Σ = {σi}Λ va être modifiée en une nouvelle image S = {si}Λ obtenue
comme le minimum de l’énergie

V(S) = −α ∑
i,j∈Λ
i∼j

sisj + β ∑
i∈Λ

(
si − σi)

2

où α, β > 0 sont deux constantes. Si α = 0 et β > 0, le minimum est donné par l’image
initiale. Inversement si α > 0 et β = 0, on retrouve l’énergie du modèle d’Ising et le
minimum est atteint pour les 2 configurations extrêmes où tous les pixels valent 1 ou−1.
Il faut donc ajuster les paramètres α et β pour réaliser un compromis entre deux effets :
l’image restaurée doit rester fidèle à l’image initiale mais les contours doivent être le plus
net possible et les fluctuations dues au bruit doivent être éliminées.

Le recuit simulé est une méthode adaptée pour minimiser la fonction V qui est com-
posée de nombreux minima locaux et indexée par L2 variables. L’état initial est donné par
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FIGURE 6.10 – Pour illustrer l’algorithme de recuit simulé, l’image de gauche représentant
un carré blanc sur fond noir a été perturbée par un bruit aléatoire pour donner l’image au
centre. L’image de gauche est obtenue après traitement de l’image bruitée par l’algorithme de
Metropolis-Hasting.

l’image Σ et on utilise ensuite la dynamique de Metropolis en abaissant progressivement
la température (cf. figure 6.10).

Cette application du recuit simulé au traitement d’images avait simplement pour but
d’illustrer les possibilités offertes par cette méthode. Pour traiter des problèmes concrets,
une théorie plus sophistiquée est nécessaire et ses fondements sont décrits dans [30]. La
segmentation d’images, i.e. l’identification de composantes dans des images, est particu-
lièrement utilisée en imagerie médicale ou en cartographie.





Chapitre 7

Un exemple de modélisation en
physique : la percolation ?

Les chaînes de Markov fournissent un cadre théorique très développé pour étudier
les comportements asymptotiques de variables aléatoires corrélées. La dépendance des
chaînes de Markov est indexée par la variable de temps. Ce chapitre constitue une in-
troduction aux systèmes où l’indexation des variables aléatoires n’est plus linéaire et où
la géométrie joue un rôle. Nous décrirons le modèle de percolation et montrerons que
la structure spatiale induit des propriétés très intéressantes qui font de la percolation un
modèle clef en physique statistique. Le cours de W. Werner [28] est une excellente réfé-
rence sur la théorie de la percolation (en particulier on pourra y retrouver les résultats
présentés dans ce chapitre).

Ce chapitre peut être omis dans le cadre du cours de MAP432, il sert simplement à
présenter des développements actuels en théorie des probabilités.

7.1 Description du modèle

Imaginons une pierre poreuse immergée dans de l’eau. Peut-on déterminer en fonc-
tion de la porosité si le centre de la pierre est mouillé ? Cette question a été posée par
Broadbent et Hammersley en 1957 et formulée dans le cadre mathématique suivant. On
considère Zd et on note E l’ensemble des arêtes

E =
{
(i, j)

∣∣ i, j ∈ Zd, ‖i− j‖2 = 1
}

. (7.1)

Pour simplifier les notations, une arête typique sera souvent notée b = (i, j) ∈ E . À
chaque arête b, on associe une variable aléatoire de Bernoulli ωb de paramètre p ∈ [0, 1]
indépendamment des autres arêtes

∀b ∈ E , P
(
ωb = 1

)
= 1−P

(
ωb = 0

)
= p . (7.2)

Par analogie avec la pierre poreuse, on dira qu’une arête b est ouverte si ωb = 1 (l’eau
peut passer à travers l’arête) et fermée sinon (cf. figure 7.1). Un chemin de k à ` dans Zd

est une suite {i0 = k, i1, . . . , in = `} de sites distincts tels que (ij−1, ij) soit dans E . On dit
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que deux sites k et ` sont reliés dans le modèle de percolation par un chemin ouvert s’il
existe un chemin {i0 = k, i1, . . . , in = `} tel que ω(ij−1,ij) = 1 pour tout j 6 n. On notera
{k ↔ `} l’évènement que k soit relié à ` par un chemin ouvert et {O ↔ ∞} l’évènement
qu’il existe un chemin infini d’arêtes ouvertes partant de l’origine.

O

FIGURE 7.1 – Exemple d’une configuration de percolation dans un sous-ensemble de Z2. Les
arêtes ouvertes sont représentées en gras.

On peut interpréter l’existence d’un chemin infini en disant que le centre de la pierre
sera mouillé. Si p = 1, l’origine est toujours connectée à l’infini par un chemin d’arêtes
ouvertes et inversement si p = 0, l’origine est toujours déconnectée de l’infini. Le pro-
blème est donc de déterminer pour quelles valeurs de p ∈ (0, 1) un tel chemin existe avec
probabilité positive.

FIGURE 7.2 – Dans ces simulations, les sites de Z2 sont coloriés en noir avec probabilité p et en
blanc avec probabilité 1− p. La question de la percolation peut donc se reformuler en terme de
chemins de sites noirs adjacents. Chaque grille a 80× 80 sites et l’intensité de p est successivement
p = 0, 3, p = 0, 59 et p = 0, 7. Existe-t-il, dans l’image du milieu, un chemin noir reliant l’origine
(située au centre) au bord du carré ?

7.2 Transition de phase

Pour p ∈ [0, 1], on définit

θ(p) = P
(
{O↔ ∞}

)
. (7.3)

Le théorème suivant montre l’existence d’une transition de phase pour la percolation
(cf. figure 7.3).
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Théorème 7.1. Pour d > 2, il existe un point critique pc ∈]0, 1[ tel que

∀p < pc, θ(p) = 0, ∀p > pc, θ(p) > 0 .

La structure spatiale est très importante et dans le cas unidimensionnel, il n’existe
pas de transition de phase à une valeur non triviale. En effet si l’origine est connectée à
l’infini alors pour tout n, l’origine est connectée à n ou −n. On a donc

P
(
{O↔ ∞}

)
6 P

(
{O↔ n}

)
+ P

(
{O↔ −n}

)
6 2pn .

Pour tout p < 1, on voit que le membre de droite de l’équation tend vers 0 quand n tend
vers l’infini. Par conséquent pc = 1 si d = 1.

FIGURE 7.3 – Graphe de p → θ(p) pour d > 2. La continuité de la courbe au point critique est
évoquée section 7.2.3.

La preuve du théorème 7.1 se décompose en 3 étapes :

1. Il existe p0 > 0 tel que pour tout p < p0 alors θ(p) = 0.

2. Il existe p1 < 1 tel que pour tout p > p1 alors θ(p) > 0.

3. La fonction p→ θ(p) est croissante.

Ces trois assertions permettent donc de démontrer qu’il existe un unique point critique
pc dans ]0, 1[. On pose

pc = inf{p |θ(p) > 0} .

Chaque étape sera l’objet d’une des propositions démontrées ci-dessous.

7.2.1 Absence de percolation pour p petit

Proposition 7.2. Il existe p0 > 0 tel que θ(p) = 0 pour tout p < p0.

Démonstration. L’idée de la preuve est similaire à l’argument utilisé en dimension 1, mais
cette fois il faut tenir compte de l’entropie des chemins, i.e. des choix multiples des
chemins possibles. Si {O ↔ ∞} a lieu alors il existe au moins un chemin γ = {i0 =
O, i1, . . . , in} de longueur n et partant de l’origine O dont toutes les arêtes sont ouvertes
(on rappelle qu’un chemin ne s’intersecte pas). On notera Γn l’ensemble des chemins de
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longueur n partant de l’origine. On a donc

P
(
{O↔ ∞}

)
6 P

(
{∃ un chemin de longueur n ouvert}

)
,

6 P
( ⋃

γ∈Γn

{γ est un chemin ouvert}
)

,

6 ∑
γ∈Γn

P
(
{γ est un chemin ouvert}

)
= Card(Γn)pn .

En dimension d, le cardinal de Γn est toujours trivialement inférieur à (2d)n. Par consé-
quent si p0 = 1

2d , l’inégalité ci-dessous est valable pour tout n

P
(
{O↔ ∞}

)
6 (2d)n pn =

(
p
p0

)n

.

Il suffit de laisser n tendre vers l’infini pour conclure.

7.2.2 Percolation pour p proche de 1

Proposition 7.3. Il existe p1 < 1 tel que θ(p) > 0 pour tout p > p1.

Démonstration. Si l’origine est connectée à l’infini dans Z2 alors elle le sera a fortiori dans
Zd où les chemins ouverts sont plus nombreux. Il suffit donc de prouver la Proposition
pour d = 2. On note C(O) la composante connexe contenant l’origine et formée par les
liens ouverts. On va montrer que pour p proche de 1

lim
n→∞

P
(

Card(C(O)) 6 n
)
< 1 .

Ceci implique qu’il y a une probabilité positive pour que le cardinal de C(O) soit infini et
donc que l’origine soit connectée à l’infini.

Une simplification importante du cas d = 2 est la notion de dualité. On définit le
réseau dual dont les arêtes sont E? = {(u + 1

2 , v + 1
2 ), (u, v) ∈ Z2}. Chaque arête b

de E est associée à l’arête b? de E? qui l’intersecte. A toute réalisation aléatoire {ωb}b∈E ,
on peut faire correspondre une configuration de percolation dans le réseau dual {ω?

b? =
1−ωb}b∈E (cf. figure 7.4). Une arête ouverte dans E est associée à une arête fermée dans le
réseau dual et inversement. La percolation associée au réseau dual a donc pour paramètre
1− p.

Si la composante C(O) est finie, alors elle est nécessairement entourée par un chemin
ouvert dans le dual (cf. figure 7.4). On notera Γ?

n l’ensemble des chemins γ? de longueur
n dans le dual entourant l’origine. On remarque que pour entourer l’origine il faut au
moins 4 arêtes duales.

P
(

Card(C(O)) < ∞
)
= P

(
{∃ un chemin dual ouvert entourant l’origine}

)
,

6 ∑
n > 4

P
( ⋃

γ?∈Γ?
n

{γ? est un chemin dual ouvert}
)

,

6 ∑
n > 4

∑
γ?∈Γ?

n

P
(
{γ? est un chemin dual ouvert}

)
.
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O

FIGURE 7.4 – La composante connexe C(0) des liens ouverts contenant l’origine est entourée par
un contour ouvert dans le réseau dual (représenté en pointillés). Pour ne pas alourdir le dessin,
seuls les points du réseau dual autour de l’origine sont représentés, mais il faut imaginer une
configuration duale plus étendue avec toutes les arêtes {ω?

b?}b?∈E? .

La probabilité qu’un chemin dual de longueur n soit ouvert est (1− p)n, on a donc

P
(

Card(C(O)) < ∞
)
6 ∑

n > 4
Card(Γ?

n)(1− p)n .

Il ne reste plus qu’à estimer le cardinal de Γ?
n. Tout chemin γ? ∈ Γ?

n va croiser l’axe
{(x, 0)}x∈[0,n] au moins une fois. Si on fixe une arête duale intersectant {(x, 0)}x∈[0,n],
le nombre de chemins de longueur n est au plus 3n (cette borne est loin d’être optimale).
Ceci peut s’obtenir en remarquant qu’un chemin dans le dual forme une boucle sans
intersections et qu’à chaque pas un chemin a au plus 3 directions possibles pour évoluer.
On en déduit que pour p > 2/3

P
(

Card(C(O)) < ∞
)
6 ∑

n > 4
n 3n(1− p)n .

On peut donc choisir p1 pour que la probabilité P
(

Card(C(O)) < ∞
)

soit strictement
inférieure à 1 si p > p1.

7.2.3 Point critique

Proposition 7.4. La fonction p→ θ(p) est croissante.

Démonstration. Une façon simple de simuler une variable aléatoire de Bernoulli ω de
paramètre p est de tirer au hasard une variable aléatoire uniforme U sur [0, 1] et de poser
ω = 1{U 6 p}. On peut donc comparer 2 configurations de percolation de paramètres
p < q en les couplant, i.e. en les construisant simultanément. On se donne une collection
{Ub}b∈E de variables aléatoires indépendantes et uniformément distribuées sur [0, 1] et
on pose

∀b ∈ E , ωb = 1{Ub 6 p}, ηb = 1{Ub 6 q}.

Les variables {ωb}b∈E sont des variables de Bernoulli indépendantes de paramètre p
et {ηb}b∈E sont des variables de Bernoulli indépendantes de paramètre q. Par contre
{ωb}b∈E et {ηb}b∈E sont corrélées car ωb 6 ηb pour tout b ∈ E . Par conséquent tout
chemin ouvert dans la configuration {ωb}b∈E sera aussi ouvert dans la configuration
{ηb}b∈E . On en déduit que si l’origine est connectée à l’infini pour la réalisation {ωb}b∈E
elle le sera aussi pour la réalisation {ηb}b∈E . Ceci permet de conclure que θ(p) 6 θ(q).
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Nous avons démontré que la fonction p → θ(p) est croissante et il est naturel de se
demander si elle est continue. Par définition, p → θ(p) est nulle pour p < pc et donc
continue. On peut montrer (avec un peu d’efforts) qu’elle est aussi continue pour p > pc.
On conjecture la continuité au point pc en toute dimension, mais elle n’a été démontrée
que pour d = 2 et d > 19. Du point de vue de la physique, une discontinuité en pc s’in-
terpréterait comme une transition de phase du premier ordre et impliquerait l’existence
d’une composante ouverte infinie de densité macroscopique à pc. Personne ne s’attend à
un tel scénario et on conjecture que la transition de phase est du second ordre (θ(pc) = 0),
cependant le cas physiquement intéressant de la dimension d = 3 reste un problème ma-
thématique ouvert !

7.2.4 Dimension 2

On remarquera que la preuve du théorème 7.1 établit l’existence de pc sans en déter-
miner la valeur. En général, cette valeur n’est pas connue mais dans certains cas particu-
liers des symétries permettent de la deviner.

En dimension 2, on peut démontrer que pc = 1/2. La preuve est délicate (cf. [28])
et on se contentera de justifier l’intuition du résultat. La dualité implique l’alternative
suivante pour tout domaine de la forme Λn = {−n, . . . , n}2 :

— ou Λn est traversé par un chemin ouvert reliant le bord droit au bord gauche
— ou il existe un chemin dual ouvert reliant le haut et le bas de Λn (de Λ?

n si on veut
être précis).

Ces deux évènements ne peuvent pas arriver simultanément (cf. figure 7.5).

Λn

FIGURE 7.5 – Un chemin ouvert reliant le bord droit au bord gauche de la boîte Λn. Ce che-
min coupe la boîte en 2 morceaux et empêche tout chemin dual (représenté en pointillés) de la
traverser du haut vers le bas.

On peut démontrer que p > pc si la probabilité qu’un chemin ouvert relie les bords
gauche et droit de Λn tend vers 1 quand n tend vers l’infini. Par conséquent si p > pc la
percolation dans E va empêcher la percolation dans le réseau dual E?. Mais les deux types
de percolation ont par symétrie un comportement identique. L’absence de percolation
dans le réseau dual implique donc 1 − p < pc. Ceci conduit à la relation pc = 1 − pc
et justifie heuristiquement pc = 1/2. On peut aussi démontrer la continuité au point
critique θ(1/2) = 0.

La percolation au point critique est très étudiée en physique. Par exemple, on conjec-
ture un comportement universel de θ(p) proche de pc pour une grande classe de modèles
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bidimensionnels
p > 1/2, θ(p) ' (p− 1/2)5/36 .

L’exposant 5/36 ne devrait pas dépendre de la structure microscopique du réseau. Pour
le moment cette relation a été établie "uniquement" pour le réseau triangulaire par S.
Smirnov et W. Werner. Le cas de Z2 considéré dans ces notes reste un problème ouvert.

L’objet mathématique caché derrière ce comportement universel est l’évolution de Schramm-
Loewner (Schramm-Loewner evolution). Ce processus stochastique est la limite du proces-
sus d’exploration discret représenté figure 7.6. Il encode la structure limite de l’interface
et de façon implicite les exposants critiques du modèle. Ce processus dépasse largement
le cadre de la percolation car il apparaît comme la limite universelle des modèles cri-
tiques bidimensionnels (invariants par transformations conformes) : le modèle d’Ising, le
modèle de Potts, la marche auto-évitante, le champ libre gaussien...

FIGURE 7.6 – On considère la percolation sur le réseau hexagonal. Les sites du bord droit sont
coloriés en bleu et ceux du bord gauche en jaune, les autres couleurs sont choisies aléatoirement
avec la probabilité pc. On construit un chemin en partant du bas de l’image et en explorant l’in-
terface entre le bleu et le jaune. Les conditions aux bords forcent le chemin à traverser le domaine
du bas vers le haut. Quand la taille du domaine augmente la trajectoire revient sur elle même et
forme des boucles. Les simulations ci-dessus ont été réalisées par V. Beffara.
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Martingales
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Chapitre 8

De la marche aléatoire aux stratégies
optimales

Les martingales font souvent référence à des méthodes secrètes et mystérieuses des-
tinées à gagner aux jeux de hasard. La version mathématique est moins romanesque et
en particulier, nous allons démontrer que de telles méthodes n’existent pas. Avant de for-
maliser le concept de martingales, commençons par décrire les gains d’un joueur, qui à
chaque étape n d’un jeu de hasard, gagne une somme ξn si ξn > 0 ou perd la somme −ξn
si ξn < 0. La fortune du joueur au temps n sera alors notée

∀n > 1, Sn = S0 +
n

∑
i=1

ξi, (8.1)

où S0 représente la fortune initiale. Si chaque pas de temps correspond à un tirage au
sort indépendant, comme à la roulette, les {ξn}n > 1 forment une suite de variables aléa-
toires indépendantes à valeurs dans R. Comme l’issue de chaque partie est totalement
incertaine, on pourra supposer que le gain moyen à chaque étape est nul, i.e. E(ξn) = 0.

FIGURE 8.1 – Les deux courbes représentent des réalisations de la marche aléatoire {Sn}n > 0
décrivant la fortune d’un joueur après 1000 pas en partant initialement de S0 = 10. À gauche,
le graphe orange correspond à la fortune d’un joueur qui décide de s’arrêter de jouer dès qu’il a
atteint la valeur 30 (dans cette réalisation, ceci se fait après 233 pas). Le reste de la courbe, en bleu,
montre les gains que ce joueur aurait pu obtenir dans le futur. À droite, une autre réalisation de la
marche aléatoire {Sn}n > 0. Cette fois, le joueur est ruiné avant d’avoir pu atteindre la valeur 30.

Le processus {Sn}n > 0 est une marche aléatoire dans R et il constitue notre premier
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exemple de martingale. Comme les gains à chaque étape sont de moyenne nulle, l’espé-
rance du gain reste constante au cours du temps E(Sn) = S0. Le joueur aimerait trouver
une stratégie qui lui permette de gagner à coup sûr sans avoir à tricher, i.e. sans connaître
ou influencer l’issue des parties futures. Par exemple au lieu de s’arrêter à un temps n
fixé, une stratégie possible serait de jouer jusqu’à accumuler une fortune supérieure à la
mise initiale, puis de quitter le jeu pour ne pas perdre ce gain (cf. figure 8.1). La notion de
temps d’arrêt, déjà utilisée pour les chaînes de Markov au chapitre 2, jouera un rôle clef
dans la construction des stratégies. La figure 8.1 montre cependant que la stratégie qui
consiste à s’arrêter à partir d’un certain seuil présente des risques et que le joueur n’est
pas à l’abri de finir ruiné. Dans la suite de ce cours, nous prouverons qu’il n’existe pas de
stratégie pour gagner à coup sûr. Nous verrons aussi comment les martingales peuvent
servir en finance pour calculer le prix d’une option et pour déterminer des stratégies de
couverture.

La marche aléatoire définie en (8.1) est à la fois une chaîne de Markov et une martin-
gale. Ces 2 points de vue sont complémentaires et permettent d’obtenir des informations
différentes sur les processus aléatoires. Plus généralement les martingales servent à mo-
déliser des fluctuations dans des séries temporelles, comme les cours de la bourse ou les
signaux bruités, avec une dépendance par rapport au passé d’une autre nature que celle
imposée par la propriété de Markov. La théorie des martingales permettra aussi de carac-
tériser des comportements asymptotiques différents de ceux rencontrés dans les chaînes
de Markov. Pour illustrer ces nouveaux résultats, nous allons définir la notion de série
aléatoire.

FIGURE 8.2 – Le graphe de gauche représente 5 trajectoires de longueur 100 de la martingale
(8.2) avec α = 1. On remarque des fluctuations importantes initialement, puis chaque trajectoire
semble converger vers une limite aléatoire. Le graphe de droite est la distribution de M100 obtenue
à partir de 50000 tirages aléatoires.

Considérons une suite {ζi}i > 1 de variables aléatoires indépendantes et distribuées
uniformément dans [−1, 1]. Pour tout α > 0, nous montrerons que le processus

∀n > 1, Mn =
n

∑
i=1

ζi

iα
. (8.2)

est une martingale. Comme E(ζ1) = 0, l’espérance de Mn est nulle pour tout n. Les va-
riables ζi étant bornées, la martingale Mn va converger si α > 1 pour toute réalisation
de la suite {ζi}i > 1. Par contre la limite M∞ sera une variable aléatoire car elle dépend
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de chaque réalisation des {ζi}i > 1 (cf. figure 8.2). On peut se demander si la convergence
reste valable quand α est inférieur à 1. En effet, les variables ζi sont de moyenne nulle
et des compensations devraient s’opérer entre les différents termes de la série. Au cha-
pitre 11, nous prouverons par la théorie des martingales que la série converge presque
sûrement dès que α > 1/2.

Le formalisme des martingales va nous permettre d’étudier de nouveaux types de
processus aléatoires et d’établir des résultats complémentaires à ceux obtenus par les
chaînes de Markov. Au chapitre 12, nous présenterons plusieurs applications des martin-
gales, notamment l’algorithme de gradient stochastique qui est utilisé pour entraîner des
réseaux de neurones artificiels. À l’aide des martingales, nous modéliserons aussi l’effet
du renforcement qui a des applications en apprentissage statistique et dans les réseaux
sociaux. Nous analyserons les fluctuations des processus aléatoires car elles peuvent
jouer un rôle déterminant, par exemple dans la dérive génétique ou dans la modélisa-
tion de la turbulence. Au chapitre 13, nous construirons des stratégies pour optimiser les
prises de décision.

La théorie des martingales nécessite de considérer des processus aléatoires à valeurs
dans R. Ceci suppose de généraliser la notion de conditionnement aux variables conti-
nues et un chapitre préliminaire sera donc nécessaire pour définir l’espérance condition-
nelle avant d’introduire les martingales.





Chapitre 9

Espérance conditionnelle

9.1 Espérance conditionnelle sur un espace d’états discret

À l’occasion d’un sondage, des gens sont interrogés et ils doivent attribuer une note
de 1 à 100 pour le nouveau produit qu’ils viennent de tester. On peut modéliser l’en-
semble des réponses par une variable aléatoire X à valeurs dans E = {1, . . . , 100}. Le
résultat du sondage sera la moyenne des réponses et il donnera une bonne estimation de
E(X). Pour affiner le sondage, on voudrait classer les réponses en fonction de la personne
sondée selon son genre, son âge ou la couleur de ses cheveux. Par exemple si Y corres-
pond à l’âge de la personne sondée, la probabilité conditionnelle permet de déterminer la
probabilité qu’une personne d’âge y attribue la note x

P(X = x|Y = y) =
P(X = x, Y = y)

P(Y = y)
. (9.1)

Cette expression n’a un sens que si P(Y = y) > 0. On a ainsi défini une nouvelle mesure
de probabilité sur E appelée probabilité conditionnelle

∑
x∈E

P(X = x|Y = y) = 1

et le résultat du sondage pour la classe d’âge y correspondra à la note moyenne attribuée
sous cette probabilité, i.e. l’espérance sous la probabilité conditionnelle

E(X|Y = y) = ∑
x∈E

xP(X = x|Y = y) =
E(X 1{Y=y})

P(Y = y)
.

De façon générale, si A est un évènement de probabilité non nulle, l’espérance condition-
nellement à la réalisation de l’évènement A s’écrit

E(X|A) =
E(X 1A)

P(A)
. (9.2)

La notion d’espérance conditionnelle, définie dans la suite, permet de généraliser (9.2)
au conditionnement par une variable aléatoire. Si Y prend ses valeurs dans l’ensemble
discret E′, la fonction E(X|Y = y) ne dépend que de y ∈ E′ et elle fournit (en général) une
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information plus précise que E(X). On définit l’espérance conditionnelle E(X|Y) comme la
fonction de Y qui vaut E(X|Y = y) quand Y = y. Concrètement, la fonction h telle que

∀y ∈ E′, h(y) = E(X|Y = y)

permet de construire l’espérance conditionnelle

E(X|Y) := h(Y). (9.3)

On peut retrouver l’espérance E(X), qui donne une information plus globale, en inté-
grant sur Y

E
(
E(X|Y)

)
= ∑

y∈E′
P(Y = y)E(X|Y = y) = ∑

x∈E
x ∑

y∈E′
P(Y = y)P(X = x|Y = y)

= ∑
x∈E

x ∑
y∈E′

P(X = x, Y = y) = ∑
x∈E

xP(X = x) = E(X). (9.4)

La définition précédente de l’espérance conditionnelle est difficile à généraliser pour
des variables aléatoires Y à valeurs dans R car le dénominateur P(Y = y) dans (9.1) peut
s’annuler. Nous allons donc décrire maintenant une autre caractérisation de l’espérance
conditionnelle qui pourra s’adapter directement aux variables à valeurs réelles.

Si E(X2) est finie, l’espérance E(X) peut être vue comme la meilleure approximation
de X par une constante car elle minimise la distance quadratique

E
((

X−E(X)
)2
)
= inf

c∈R
E
((

X− c
)2
)
= inf

c∈R

{
E
(

X2
)
− 2cE

(
X
)
+ c2

}
.

Le minimum du polynôme est atteint en c = E(X). L’espérance conditionnelle E(X|Y)
introduite en (9.3) s’interprète aussi comme la meilleure approximation (pour la distance
quadratique) de la variable X par la variable Y. Si Y prend ses valeurs dans l’ensemble
discret E′, on cherche à déterminer la fonction h : E′ 7→ R qui réalise le minimum

inf
h

E
((

X− h(Y)
)2
)
= inf

h

{
E
(

X2
)
− 2E

(
h(Y) X

)
+ E

(
h(Y)2)} .

La distance quadratique est minimisée par le projeté orthogonal de X (cf. figure 9.1) sur
l’espace des variables

H = {h(Y); h : E′ 7→ R, E
(
h(Y)2) < ∞}.

Notons que ci-dessus l’infimum doit être restreint aux fonctions h telles que E(h(Y)2) <
∞ pour que les espérances soient bien définies. Pour déterminer cette projection, repre-
nons le calcul (9.4)

E
(
h(Y)E(X|Y)

)
= ∑

y∈E′
P(Y = y)h(y)E(X|Y = y)

= ∑
x∈E

∑
y∈E′

xh(y)P(X = x, Y = y)

= E(h(Y)X).
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On en déduit une relation d’orthogonalité pour toute fonction h de E′ dans R

E
(

h(Y)
(
X−E(X|Y)

))
= 0.

Ceci permet de résoudre le problème variationnel

inf
h

E
((

X− h(Y)
)2
)
= inf

h

{
E
(
X2)− 2E

(
h(Y) X

)
+ E

(
h(Y)2)} (9.5)

= inf
h

{
E
(
X2)− 2E

(
h(Y)E(X|Y)

)
+ E

(
h(Y)2)}

= inf
h

{
E
(
X2)−E

(
E(X|Y)2)+ E

((
h(Y)−E(X|Y)

)2
)}

= E
(
X2)−E

(
E(X|Y)2).

L’unique minimum est donc atteint pour h(Y) = E(X|Y). L’interprétation de l’espérance
conditionnelle comme une projection orthogonale sera utilisée dans la suite de ce chapitre
pour la généralisation aux variables aléatoires à valeurs dans R.

9.2 Définition de l’espérance conditionnelle

Cette section résume quelques résultats nécessaires pour généraliser l’espérance condi-
tionnelle aux variables à valeurs dans Rn. Les preuves complètes figurent dans les an-
nexes A et B.

9.2.1 Rappels de théorie de la mesure

Rappelons d’abord des éléments de théorie de la mesure. Soit X : Ω→ R une variable
aléatoire à valeurs dans R. On souhaite attribuer une probabilité aux évènements de la
forme {X 6 a} pour tout a de R, mais aussi évaluer la probabilité des complémentaires
et des intersections entre tous ces ensembles. Ceci nous amène à définir la notion de tribu.

Définition 9.1 (Tribu). Une tribu (ou σ-algèbre) sur un espace Ω est une famille d’évènements
A satisfaisant les trois propriétés suivantes :

(i) Ω appartient à A.
(ii) Si A est dans A alors Ac est dans A.
(iii) Toute réunion dénombrable d’évènements de A appartient à A.

Si C est une collection d’évènements on notera σ(C) la plus petite tribu contenant C. On dira que
σ(C) est la tribu engendrée par C.

Dans R, la tribu engendrée par les intervalles de la forme ]−∞, a] est la tribu boré-
lienne et sera notée BR (voir aussi (A.1) en annexe). Pour Rn, la tribu borélienne BRn est
engendrée par les ensembles de la forme ⊗n

i=1]−∞, ai].

Une tribu constitue le bon cadre théorique pour définir une mesure de probabilité (cf.
théorème A.7). On appelle alors espace de probabilité le triplet (Ω,A, P) où A est une tribu
sur Ω et P : A → [0, 1] est une mesure de probabilité. Si A est une tribu sur Ω, on dira
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que la variable X : Ω → Rn est mesurable par rapport à A (on abrège souvent par A-
mesurable), si tous les évènements {X ∈ B} pour B ∈ BRn appartiennent à A. On peut
ainsi mesurer P({X ∈ B}).

Les tribus considérées dans ce cours seront souvent construites à partir de variables
aléatoires et serviront à décrire l’information codée par ces variables. Si X est une va-
riable aléatoire à valeurs dans R, il est naturel de considérer la tribu engendrée par les
ensembles de la forme {X 6 a}. On la notera σ(X). On remarquera que σ(X) contient
aussi tous les évènements de la forme {X ∈ B} pour B appartenant à BR. Plus généra-
lement, si X = (X1, . . . , Xn) est une variable aléatoire à valeurs dans Rn, alors la tribu
σ(X) associée est engendrée par les évènements de la forme {X ∈ B} pour B apparte-
nant à BRn . Cette tribu est aussi notée σ(X1, . . . , Xn) car elle décrit l’information issue des
n variables aléatoires X1, . . . , Xn.

Le résultat suivant permet de représenter facilement toutes les variables aléatoires
mesurables par rapport à σ(X).

Lemme 9.2. On considère deux variables aléatoires sur (Ω,A, P) : Y à valeurs dans (E, E) et
W à valeurs dans R. Alors W est mesurable par rapport à σ(Y) si et seulement s’il existe une
fonction mesurable f : E 7→ R telle que W = f (Y).

Cette caractérisation des variables σ(X)-mesurables sera fondamentale pour la suite
et sa démonstration se trouve au lemme B.4.

9.2.2 Espérance conditionelle

Le formalisme précédent sert à définir la notion d’espérance conditionnelle pour des
variables aléatoires à valeurs dans R comme une projection orthogonale en s’inspirant
des variables aléatoires à valeurs dans un espace discret. Considérons un espace de pro-
babilité (Ω,A, P) et deux variables X et Y à valeurs dans R, mesurables par rapport à
A. On suppose que X est dans L2, i.e. que E(X2) < ∞. Le lemme 9.2 permet d’affirmer
que les variables mesurables par rapport à σ(Y) sont de la forme h(Y) où h : R 7→ R

est une fonction mesurable. On cherche donc à approcher X en fonction des variables du
sous-espace

H =
{

h(Y); h fonction mesurable telle que E(h(Y)2) < ∞
}

. (9.6)

Comme H est un sous-espace vectoriel fermé, on peut définir la projection orthogonale
de X sur H pour le produit scalaire 〈Z, W〉 = E(Z W). On note cette projection E(X|Y)
(cf. figure 9.1) et elle satisfait la relation d’orthogonalité pour tout h(Y) dansH

E
((

X−E(X|Y)
)
) h(Y)

)
= 0 ⇔ E

(
X h(Y)

)
= E

(
E(X|Y) h(Y)

)
. (9.7)

Un calcul identique à celui fait en (9.5) dans le cas discret montre que E(X|Y) est la
meilleure prédiction possible de X (au sens L2) par la variable Y

inf
h∈H

E
((

X− h(Y)
)2
)
= E

(
X2)−E

(
E(X|Y)2).
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X

H

E(X|Y )

FIGURE 9.1 – L’espérance conditionnelle E(X|Y) s’interprète comme la projection orthogonale
au sens L2 de X surH.

Par ailleurs toutes les variables mesurables par rapport à σ(Y) s’écrivent sous la forme
h(Y) ; la variable E(X|Y) est donc σ(Y)-mesurable. On utilisera aussi la notation équiva-
lente E(X|σ(Y)) = E(X|Y) pour insister sur le fait que le conditionnement par rapport à
Y revient à conditionner par rapport à toute l’information dans la tribu σ(Y).

Cette stratégie s’étend aux variables aléatoires intégrables.

Théorème 9.3. Soit X une variable aléatoireA-mesurable appartenant à L1(A, P), i.e. telle que
E(|X|) < ∞. On considère F ⊂ A une autre tribu. Il existe une unique variable aléatoire Z
(définie presque sûrement) telle que

(a) Z est F -mesurable,
(b) E(|Z|) < ∞,
(c) Pour toute variable aléatoire W bornée et F -mesurable alors E(XW) = E(ZW).

On définit l’espérance conditionnelle de X sachant F par E(X|F ) := Z.

La propriété (c) est l’analogue de la condition d’orthogonalité (9.7), mais l’espace H
est réduit aux variables aléatoires bornées et F -mesurables. Le théorème précédent se
déduit facilement du cas L2 en approchant la variable X par des variables dans L2, la
preuve est faite en annexe (cf. théorème B.25).

Dans la pratique, on possède une information sur des variables aléatoires Y1, . . . , Yk et
on cherche à déterminer l’espérance conditionnelle sachant {Y1, . . . , Yk}. On note

E(X|Y1, . . . , Yk) := E(X|F ),

où F = σ(Y1, . . . , Yk) est la tribu engendrée par Y1, . . . , Yk. Dans ce cas, on déduit du
lemme 9.2 que la propriété (c) du théorème 9.3 est équivalente à

∀h ∈ L∞(BRk), E
(
X h(Y1, . . . , Yk)

)
= E

(
E(X|Y1, . . . , Yk) h(Y1, . . . , Yk)

)
(9.8)

où L∞(BRk) est l’ensemble des fonctions boréliennes bornées.

L’espérance conditionnelle E(X|Y) fournit une prédiction sur X sachant Y. On dis-
tingue deux cas extrêmes :

— Si Y = c est constante. La tribu associée se réduit à σ(Y) = {∅, Ω}, c’est la plus
petite tribu et elle correspond à l’absence totale d’information. La condition (a) du
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théorème 9.3 dit que Z est déterministe, i.e. Z = E(Z), et la condition d’ortho-
gonalité (c) permet d’identifier cette constante E(X) = E(Z) = Z. Dans ce cas,
l’espérance conditionnelle se confond avec l’espérance E(X|Y) = E(X).

— Si Y = X, toute l’information sur X est connue et E(X|X) = X. En effet, la variable
Z = X vérifie les propriétés (a), (b) et (c) du théorème 9.3 avec F = σ(X). Il s’agit
de la meilleure prédiction possible de X (sachant X !).

9.3 Propriétés de l’espérance conditionnelle

Commençons par les propriétés déjà esquissées dans le paragraphe précédent. Soit F
une tribu, par exemple F = σ(Y1, . . . , Yk).

Proposition 9.4. L’espérance conditionnelle E(.|F ) est linéaire et pour tout X dans L1(A, P)

(i) E (E(X|F )) = E(X),

(ii) Si X > 0, alors E(X|F ) > 0 presque sûrement,

(iii) Si X est F -mesurable, alors E(X|F ) = X presque sûrement.

L’espérance conditionnelle jouit des mêmes propriétés de passage à la limite que l’es-
pérance. Le résultat suivant est démontré proposition B.26.

Proposition 9.5. Soient {Xn}n > 1 et X des variables aléatoires dans L1(A, P). L’espérance
conditionnelle satisfait les résultats de convergence suivants :

(i) (Convergence monotone)
Si Xn > 0 converge presque sûrement vers X en croissant, alors

lim
n→∞

↑ E(Xn|F ) = E(X|F ).

(ii) (Lemme de Fatou)
Si Xn > 0, alors

E
(

lim inf
n→∞

Xn
∣∣F
)

6 lim inf
n→∞

E
(
Xn
∣∣F
)

.

(iii) (Convergence dominée)
S’il existe Y dans L1(A, P) tel que supn |Xn| 6 Y et {Xn}n > 1 converge vers X presque
sûrement alors

lim
n→∞

E(Xn|F ) = E(X|F ).

Les inégalités classiques pour l’espérance (cf. la section B.2.2 de l’appendice) restent
valables pour les espérances conditionnelles. En particulier, les généralisations de l’inéga-
lité de Jensen (théorème B.8) et de l’inégalité de Hölder (proposition B.5) sont rappelées
ci-dessous.

Proposition 9.6 (Inégalité de Jensen). Soit X dans L1(A, P) et g : Rn → R ∪ {∞} une
fonction convexe telle que E(|g(X)|) < ∞. Alors E(g(X)|F ) > g (E(X|F )).
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Proposition 9.7 (Inégalité de Hölder). Soient X, Y deux variables aléatoires à valeurs dans R

telles que

E(|Xp|) < ∞ et E(|Y|q) < ∞ avec p > 1 et
1
p
+

1
q
= 1.

L’inégalité de Hölder pour l’espérance conditionnelle par rapport à la tribu F s’écrit

E
(
|XY|

∣∣F
)
6 E

(
|X|p

∣∣F
)1/p

E
(
|Y|q

∣∣F
)1/q

. (9.9)

On considère maintenant des conditionnements successifs appliqués à deux tribus F ,
G. Commençons par décrire les liens possibles entre ces deux tribus.

— Si F ⊂ G, on dira alors que G contient plus d’information que F . C’est le cas par
exemple si G = σ(Y1, . . . , Yk) et F = σ(Y1, . . . , Yk′) avec k > k′. En effet, la tribu G
possède plus d’ensembles mesurables que F .

— Si X et Y sont deux variables aléatoires indépendantes, alors les tribus F = σ(X)
et G = σ(Y) sont dites indépendantes car les ensembles de F sont indépendants
de ceux de G. Plus généralement, la notion de tribus indépendantes est définie
dans la section B.4.1.

La proposition suivante résume les propositions B.27, B.28 et B.29 prouvées en an-
nexe.

Proposition 9.8. Soit X ∈ L1(A, P) et F ,G des sous-tribus de A.

(i) Si F ⊂ G, alors E
(
E(X|G)|F

)
= E(X|F ).

(ii) Si G est indépendante de σ(σ(X),F ), alors E(X|σ(F ,G)) = E(X|F ).
(iii) Si Y est une variable aléatoire mesurable par rapport à F et E(|XY|) < ∞, alors

E(XY|F ) = Y E(X|F ).

Pour illustrer cette proposition, supposons que X mesure le rendement d’une réaction
chimique qui dépend de nombreux paramètres codés par la tribu A : la température T,
la pression P, l’habileté des expérimentateurs, etc. Dans (i), si les paramètres T et P sont
connus le résultat moyen sachant G = σ(T, P) est E(X|G). Si seul T est déterminé, il faut
intégrer sur toutes les valeurs possibles de la pression P pour obtenir E(X|F ) l’espérance
conditionnelle sachant F = σ(T). La relation (ii) dit que rajouter une information G qui
n’a rien à voir avec cette expérience ne permet pas d’améliorer la prédiction E(X|F ). Le
dernier point (iii) est l’analogue du (iii) dans la proposition 9.4. Si Y = h(T) ne dépend
que de T, la meilleure prédiction de Y sachant F = σ(T) est Y. Connaissant la valeur
de T, la variable Y peut donc être vue comme une constante qui n’intervient pas dans
l’espérance.

9.4 Processus aléatoires

Nous avons déjà rencontré la notion de processus aléatoire sous la forme d’une chaîne
de Markov {Xn}n > 0 à valeurs discrètes. Plus généralement, si (Ω,A, P) désigne un es-
pace de probabilité, un processus aléatoire {Xn}n > 0 est une suite de variables aléatoires
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sur (Ω,A) à valeurs dans un espace mesurable (E, E). Dans la suite, nous nous intéresse-
rons principalement à des processus à valeurs dans (R,BR). L’indice n indique la date à
laquelle la variable aléatoire Xn est observée. Afin de quantifier le déroulement du temps
et la structure de l’information qui en découle, on introduit la notion de filtration.

Définition 9.9. (Filtration) Une filtration de A est une suite croissante F = {Fn}n > 0 de
sous-tribus de A

F0 ⊂ F1 ⊂ F2 ⊂ · · · ⊂ A.

On dit que (Ω,A, F, P) un espace de probabilité filtré.
En particulier, si {Xn}n > 0 est un processus aléatoire. Alors la suite

Fn = σ(Xi, i 6 n), n > 0,

est appelée la filtration naturelle du processus.

Pour chaque entier n, la tribu Fn représente l’information disponible à la date n.
La croissance de la suite {Fn}n > 0 traduit l’idée que l’information s’accumule au fil du
temps et qu’il n’y a pas de possibilité d’oublier des informations passées. De la même
façon qu’une variable aléatoire est associée à une tribu, un processus aléatoire est codé
par une filtration.

Dès le chapitre 2, nous avons utilisé la notion de filtration, sans en évoquer le for-
malisme, pour décrire les chaînes de Markov. Si {Xn}n > 0 est une chaîne de Markov
sur un espace dénombrable E, alors Fn = σ(Xi, i 6 n) sera la filtration associée.
Comme E est un espace discret, la tribu Fn est engendrée par les ensembles de la forme
{X0 = x0, . . . , Xn = xn} pour toute famille x0, . . . , xn d’éléments de E. Étant donné un
évènement B ⊂ E, la probabilité conditionnelle P

(
Xn+1 ∈ B

∣∣Fn
)

est une variable aléa-
toire qui dépend des valeurs prises par X0, . . . , Xn. Par la propriété de Markov, on sait
que cette dépendance se réduit à la variable Xn. On peut ainsi écrire

P
(
Xn+1 ∈ B

∣∣Fn
)
= P

(
Xn+1 ∈ B

∣∣Xn
)
.

Dans le cas discret, le formalisme de la section 9.1 s’applique : la probabilité condition-
nelle P

(
Xn+1 ∈ B

∣∣Xn
)

est une variable aléatoire qui s’exprime comme une fonction de
Xn dont la valeur est P

(
Xn+1 ∈ B

∣∣Xn = xn
)

si Xn = xn. L’espérance conditionnelle
sachant Xn vérifie pour toute fonction h : E 7→ R

E
(
h(Xn+1)

∣∣Xn
)
= ∑

y∈E
h(y)P

(
Xn+1 = y

∣∣Xn
)
.

Les notions suivantes seront utilisées au chapitre 13 pour définir des stratégies.

Définition 9.10. Soit F = {Fn}n > 0 une filtration de A.
(i) Le processus {Xn}n > 0 est dit adapté à la filtration F si Xn est Fn-mesurable pour tout

n > 0.
(ii) Le processus {Xn}n > 0 est dit prévisible pour la filtration F si Xn est Fn−1-mesurable

pour tout n > 0. Par convention, on note F−1 = {∅, Ω}.
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Les temps d’arrêt ont déjà été introduits au chapitre 2 en section 2.5 car ils jouent un
rôle central dans l’analyse des processus aléatoires. Ils peuvent être redéfinis en utilisant
le formalisme des filtrations.

Définition 9.11 (Temps d’arrêt). Un temps d’arrêt T (pour la filtration F = {Fn}n > 0) est
une variable aléatoire à valeurs dans N∪ {∞} telle que

{T = n} ∈ Fn pour tout n > 0.

Si Fn = σ(Xi, i ≤ n) est la filtration naturelle, cette notion est équivalente à celle
décrite section 2.5. L’évènement {T = n} étant mesurable par rapport à Fn, il peut donc
être exprimé en fonction des (n + 1) premières observations

1{T=n} = ϕn(X0, . . . , Xn)

où ϕn est une fonction mesurable.
On rappelle qu’une classe importante de temps d’arrêt correspond au premier temps

d’atteinte d’un ensemble A

TA = inf {n > 0; Xn ∈ A}

avec la convention inf ∅ = ∞.





Chapitre 10

Martingales et stratégies

Dans tout ce chapitre, on considérera des processus aléatoires à valeurs dans R.

10.1 Martingales

Une martingale est un processus aléatoire dont l’espérance conditionnelle par rapport
au passé reste constante. La notion de filtration, introduite dans la section 9.4, permet de
donner une définition mathématique précise d’une martingale et de ses variantes.

Définition 10.1. (Martingale)
Soit X = {Xn}n > 0 un processus aléatoire adapté sur l’espace de probabilité filtré (Ω,A, F, P).

Si Xn est intégrable pour tout n (i.e. E(|Xn|) < ∞), on dit que X est
— une martingale si

E
(
Xn
∣∣Fn−1

)
= Xn−1 pour tout n > 1,

— une surmartingale si

E
(
Xn
∣∣Fn−1

)
6 Xn−1 pour tout n > 1,

— une sous-martingale si

E
(
Xn
∣∣Fn−1

)
> Xn−1 pour tout n > 1.

Il existe de nombreux exemples de tels processus.

Marche aléatoire symétrique.
Soit {ξn}n > 1 une suite de variables aléatoires dans R indépendantes et de moyenne

nulle E(ξn) = 0. Alors la marche aléatoire S = {Sn}n > 0

∀n > 1, Sn =
n

∑
i=1

ξi et S0 = 0 (10.1)

est une martingale pour la filtrationFn = σ(ξi, i 6 n). Les variables aléatoires {ξn}n > 1
peuvent représenter le gain d’un joueur (ou la perte) à la nième partie d’un jeu de hasard.

139
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La propriété de martingale se démontre facilement en utilisant la linéarité de l’espérance
conditionnelle

E(Sn+1|Fn) = E(Sn|Fn) + E(ξn+1|Fn) = Sn + E(ξn+1) = Sn

où on a utilisé que Sn est mesurable par rapport à Fn (Proposition 9.4 (iii)) et que ξn+1 est
indépendant de Fn (Proposition 9.8 (ii)).

Contrairement aux hypothèses faites sur les marches aléatoires dans le cadre des
chaînes de Markov, nous n’avons pas supposé que les variables {ξn}n > 1 prennent des
valeurs entières, ni qu’elles soient identiquement distribuées.

Produit de variables aléatoires.
La structure multiplicative permet aussi d’obtenir des martingales en posant

∀n > 1, Mn =
n

∏
i=1

ξi et M0 = 1, (10.2)

où les {ξn}n > 0 sont des variables aléatoires indépendantes de moyenne E(ξn) = 1. Le
processus {Mn}n > 0 est une martingale pour la filtration Fn = σ(ξi, i 6 n). Pour le
voir il suffit d’utiliser que Mn est mesurable par rapport à Fn (Proposition 9.8 (iii)) et que
ξn+1 est indépendant de Fn (Proposition 9.8 (ii))

E(Mn+1|Fn) = E(ξn+1 Mn|Fn) = Mn E(ξn+1|Fn) = Mn.

Chaînes de Markov.
Nous allons maintenant construire une martingale à partir d’une chaîne de Markov

{Xn}n > 0 de matrice de transition P sur un espace d’états E dénombrable. Rappelons la
définition (3.7) d’une fonction harmonique h pour P

∀x ∈ E, h(x) = ∑
y∈E

P(x, y)h(y).

Si E(|h(Xn)|) est fini pour tout n, alors {h(Xn)}n > 0 est une martingale pour la filtration
Fn = σ(X1, · · · , Xn). En effet

E
(
h(Xn+1)

∣∣Fn
)
= E

(
h(Xn+1)

∣∣X0, . . . , Xn
)
= E

(
h(Xn+1)

∣∣Xn
)

= ∑
y∈E

P(Xn, y)h(y) = h(Xn),

où la propriété de Markov a été utilisée dans la première ligne.

De la même façon
— si h est surharmonique, i.e. h > Ph, alors {h(Xn)}n > 0 est une surmartingale,
— si h est sous-harmonique, i.e. h 6 Ph, alors {h(Xn)}n > 0 est une sous-martingale.

Inégalité de Jensen.

Proposition 10.2. Soient {Mn}n > 0 une martingale et g : R→ R une application convexe telle
que E(|g(Mn)|) < ∞, alors le processus aléatoire {g(Mn)}n > 0 est une sous-martingale.

En particulier, {|Mn|}n > 0 est une sous-martingale.
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Démonstration. Cette proposition est une conséquence de l’inégalité de Jensen pour l’es-
pérance conditionnelle (proposition 9.6)

E
(

g(Mn+1)
∣∣Fn

)
> g

(
E
(

Mn+1
∣∣Fn

))
= g(Mn). (10.3)

La proposition 10.2 appliquée à la marche aléatoire {Sn}n > 0 définie en (10.1) et à
la fonction g(x) = x2 montre que {S2

n}n > 0 est une sous-martingale. Par conséquent, son
espérance croît au cours du temps (en supposant que E(ξ2

1) < ∞). Si les variables {ξi}i > 0
ont toutes la même loi, cette croissance peut être compensée et le processus

n > 0, Mn = S2
n − nE(ξ2

1) (10.4)

est alors une martingale. Pour le voir, décomposons l’espérance conditionnelle par la
propriété de linéarité (proposition 9.4)

E
(

Mn+1
∣∣Fn

)
= E

(
S2

n + 2ξn+1Sn + ξ2
n+1

∣∣Fn
)
− (n + 1)E(ξ2

1)

= E
(
S2

n
∣∣Fn

)
− nE(ξ2

1) + 2E
(
ξn+1Sn

∣∣Fn
)
+ E

(
ξ2

n+1
∣∣Fn

)
−E(ξ2

1).

En utilisant que Sn est mesurable par rapport à Fn et que ξn+1 est indépendant de Fn on
obtient

E
(
S2

n
∣∣Fn

)
− nE(ξ2

1) = S2
n − nE(ξ2

1) = Mn, par la proposition 9.4 (iii),

E
(
ξ2

n+1
∣∣Fn

)
= E(ξ2

1), par la proposition 9.8 (ii),

E
(
ξn+1Sn

∣∣Fn
)
= SnE

(
ξn+1

∣∣Fn
)
= SnE

(
ξn+1

)
= 0, par la proposition 9.8 (iii).

Par conséquent E
(

Mn+1
∣∣Fn

)
= Mn et la sous-martingale S2

n = Mn + nE(ξ2
1) se décom-

pose comme la somme d’une martingale et d’un processus croissant.

Concluons cette section avec une propriété qui s’avérera très utile dans la suite.

Proposition 10.3. Soit {Mn}n > 0 une martingale, alors pour tout n > 0

∀k > 1, E(Mn+k|Fn) = Mn. (10.5)

Des inégalités similaires sont vérifiées pour des surmartingales et des sous-martingales.

Démonstration. On va montrer le résultat par récurrence dans le cas des martingales. Pour
k = 1, il s’agit de la définition. Supposons que la propriété soit vraie au rang k. Comme la
filtration Fn+k contient Fn, on peut utiliser les espérances conditionnelles emboîtées (cf.
proposition 9.8 (i)) pour écrire que

E(Mn+k+1|Fn) = E
(

E(Mn+k+1|Fn+k)
∣∣∣Fn

)

= E
(

Mn+k

∣∣∣Fn

)
= Mn.

La seconde égalité s’obtient par la propriété de martingale Mn+k = E(Mn+k+1|Fn+k), et
la troisième par l’hypothèse de récurrence.
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On en déduit que l’espérance d’une martingale {Mn}n > 0 est constante

∀n > 0, E(Mn) = E(M0). (10.6)

La réciproque est fausse, un processus d’espérance constante n’est pas toujours une mar-
tingale. Il suffit par exemple de considérer S3

n = (∑n
i=1 ξi)

3 où les incréments ξi sont des
variables aléatoires symétriques, indépendantes et vérifiant E(|ξ1|3) < ∞. On verra en
Proposition 10.8 une condition plus élaborée pour obtenir une forme de réciproque.

10.2 Stratégies et théorème d’arrêt

Considérons un joueur au casino qui à l’instant n va miser à la roulette la somme Φn
sur le numéro 13. Si le 13 sort, le joueur empoche ξn = 35 fois sa mise sinon il perd et
on pose ξn = −1. Son gain Φnξn est alors proportionnel à sa mise Φn et ξn représente le
résultat aléatoire du jeu. La filtration naturelle associée à ce jeu est Fn = σ(ξi, i 6 n) et
le processus {ξn}n > 1 des résultats est adapté à Fn. Au temps n, le joueur mise avant de
connaître le résultat ξn, son choix ne dépend que des résultats précédents. Le processus
{Φn}n > 1 décrit la stratégie du joueur et il est prévisible, i.e. Φn est Fn−1-mesurable pour
tout n > 1 (cf. définition 9.10). La fortune du joueur au temps n est alors

Xn =
n

∑
k=1

Φk ξk.

On peut généraliser cette structure

Proposition 10.4. Soit M = {Mn}n > 0 une martingale et {Φn}n > 1 un processus prévisible
borné, alors le processus défini par

X0 = 0 et Xn =
n

∑
k=1

Φk(Mk −Mk−1), n > 1 (10.7)

est une martingale.
Si Φk > 0 pour tout k et {Mn}n > 0 est une surmartingale (resp. sous-martingale), alors

{Xn}n > 0 est aussi une surmartingale (resp. sous-martingale).

Démonstration. Par construction {Xn}n > 0 est mesurable par rapport à Fn. En remar-
quant que Φn+1 est mesurable par rapport à Fn, on obtient

E
(
Xn+1

∣∣Fn
)
= E

(
Xn
∣∣Fn

)
+ E

(
Φn+1(Mn+1 −Mn)

∣∣Fn
)

= Xn + Φn+1E
(

Mn+1 −Mn
∣∣Fn

)
= Xn

où on a utilisé dans la dernière égalité que E
(

Mn+1 −Mn
∣∣Fn

)
= 0 car {Mn}n > 0 est une

martingale.

Cette proposition montre que si {Mn}n > 0 est une martingale, il n’existe aucune stra-
tégie (dont les mises restent majorées) qui puisse transformer un jeu équitable en un
jeu profitable. Quelle que soit la stratégie {Φn}n > 1 adoptée, la moyenne du gain est
constante E(Xn) = E(X0). La proposition 10.4 jouera un rôle majeur dans la suite de ce
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cours. On pourra notamment trouver des exemples de stratégies appliquées à la gestion
d’actifs financiers dans la section 10.3.

Revenons à l’exemple du joueur décrit précédemment et supposons que le gain de la
kième partie est donné par Mk −Mk−1 où {Mn}n > 0 est une martingale. Le joueur décide
de miser à chaque fois 1 euro jusqu’à un temps d’arrêt T après lequel il s’arrête définiti-
vement de jouer (cf. figure 10.1), sa fortune s’écrit alors

X0 = 0 et Xn =
n

∑
k=1

1{T > k}(Mk −Mk−1), n > 1.

FIGURE 10.1 – Cet exemple représente un jeu de pile ou face dont les gains aléatoires suivent la
loi P(ζk = ±1) = 1/2. Le joueur commence avec un capital égal à 5 et il arrête de jouer dès que
sa fortune atteint la valeur 10. Ceci revient à utiliser le temps d’arrêt T = inf{n > 0, Mn = 10}
dans la formule (10.8).

Comme le temps d’arrêt est mesurable par rapport à la σ-algèbre Fn (cf. définition
9.11) le processus Φn = 1{T > n} est prévisible. En effet, l’évènement {T > n} est me-
surable par rapport à Fn−1 car il se décompose uniquement en fonction d’évènements
Fn−1-mesurables

{T > n} =
n−1⋂

k=1

{T 6= k}.

La proposition 10.4 implique que {Xn}n > 0 est donc une martingale. Il s’agit de la mar-
tingale M arrêtée au temps T que l’on notera MT = {MT

n}n > 0

Xn = MT
n =

{
Mn, si n 6 T,
MT, si n > T.

(10.8)

Plus généralement, pour un processus aléatoire Y = (Yn)n > 0, on définit YT le proces-
sus arrêté au temps d’arrêt T par

YT
n = Yn∧T pour tout n > 0 où n ∧ T = inf{n, T}.

On déduit du calcul précédent et de la proposition 10.4
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Théorème 10.5. (Théorème d’arrêt de Doob) Soient X une surmartingale (resp. sous-martingale,
martingale) et T un temps d’arrêt sur (Ω,A, F, P). Alors le processus arrêté XT est une surmar-
tingale (resp. sous-martingale, martingale).

Le corollaire suivant est une conséquence importante du théorème d’arrêt de Doob.

Corollaire 10.6. Soit X une martingale (resp. sous-martingale, surmartingale) et T un temps
d’arrêt. Si une des deux propriétés suivantes est satisfaite

(i) T est fini presque sûrement et le processus |XT| est uniformément majoré, c’est à dire qu’il
existe une constante c > 0 telle que

∀n > 0, |Xn∧T(ω)| 6 c presque sûrement;

(ii) E(T) < ∞ et il existe une constante c telle que supn |Xn(ω)− Xn−1(ω)| 6 c presque
sûrement ;

alors
E(XT) = E(X0). (10.9)

Dans le cas d’une sous-martingale, on a alors E(XT) > E(X0) et E(XT) 6 E(X0) pour une
surmartingale.

Démonstration. Nous montrons le résultat pour les martingales car le cas des sous-martingales
et des surmartingales se traite de manière identique.

Par la proposition 10.5, le processus arrêté XT est une martingale et son espérance
reste constante pour tout n

E (XT∧n) = E (X0) . (10.10)

Pour prendre la limite n→ ∞, on examine successivement chaque condition :

(i) T étant fini presque sûrement, on en déduit la convergence presque sûre

Xn∧T −−−→n→∞
XT.

Comme la suite de variables {|Xn∧T|}n > 0 est bornée uniformément, le théorème
de convergence dominée permet de passer à la limite dans (10.10) pour conclure.

(ii) Sous l’hypothèse |Xn(ω)− Xn−1(ω)| 6 c, on peut majorer Xn∧T par

|Xn∧T| 6
n∧T

∑
k=1
|Xk − Xk−1| 6 cT.

Par conséquent la suite de variables {Xn∧T}n est dominée par une variable inté-
grable et elle converge presque sûrement vers XT. Le théorème de convergence
dominée permet une nouvelle fois de conclure.

Le théorème précédent est valable sous des hypothèses moins restrictives que les trois
conditions mentionnées, cependant le contre-exemple ci-dessous montre que le résultat
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ne peut pas être généralisé systématiquement. Considérons S la marche aléatoire symé-
trique (10.1)

Sn =
n

∑
k=1

ξi avec P(ξi = ±1) =
1
2

(10.11)

et T1 le premier temps d’atteinte de 1 pour cette marche. Comme S est une martingale, le
processus arrêté ST1 est aussi une martingale par la proposition 10.5. On a donc

∀n > 0, E(ST1
n ) = E(S0) = 0. (10.12)

D’après le théorème de Polya 4.4, la marche aléatoire en dimension 1 est récurrente et T1
est fini presque sûrement. On en déduit que n ∧ T1 converge vers T1 quand n tend vers
l’infini. Cependant on ne peut pas passer à la limite dans l’espérance car

0 = lim
n→∞

E(ST1
n ) 6= E(ST1) = 1. (10.13)

En effet, le processus {ST1
n }n > 0 a de rares fluctuations très négatives qui suffisent pour

préserver la moyenne E(ST1
n ) = 0 (cf. figure 10.2).

FIGURE 10.2 – Cette simulation représente 30 réalisations de marches aléatoires arrêtées au ni-
veau 1. Après 100 pas, seules 2 marches n’ont pas atteint le niveau 1 mais leurs valeurs sont très
négatives. Ces rares fluctuations permettent d’expliquer le comportement asymptotique (10.13).

Remarque 10.7. Dans le jeu de loterie un phénomène similaire s’opère. Si N personnes misent 1
euro chacune et qu’un unique gagnant, tiré au sort parmi les N personnes, reçoit la somme totale
de N euros, alors le gain moyen vaut 1. Pourtant quand N est grand, un joueur perd avec une
probabilité proche de 1, mais en moyenne ceci est compensé par un gain très important qui a lieu
rarement.

Par définition une martingale a une espérance constante puisque E(Xn) = E(X0)
pour tout entier n. Le résultat suivant donne une sorte de réciproque grâce à la notion de
temps d’arrêt.

Proposition 10.8. Soit X = {Xn}n > 0 un processus aléatoire adapté à la filtration F tel que
E(|Xn|) < ∞ pour tout entier n. Alors, X est une martingale si et seulement si

E(XT) = E(X0) pour tout temps d’arrêt T borné. (10.14)
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Démonstration. Par le théorème d’arrêt de Doob, la relation (10.14) est toujours satisfaite
si X est une martingale, il s’agit donc d’une condition nécessaire.

Pour démontrer que (10.14) est aussi une condition suffisante, commençons par fixer
un entier n et un évènement A ∈ Fn arbitraire. La variable aléatoire

T = n1A + (n + 1)1Ac

est un temps d’arrêt borné car

{T = n} = A ∈ Fn, {T = n + 1} = Ac ∈ Fn ⊂ Fn+1

et pour tout k 6= n, n + 1, on voit que {T = k} = ∅ ∈ Fk. Par conséquent si la condition
(10.14) est satisfaite, on a

E(X0) = E(XT) = E
(
Xn1A + Xn+11Ac

)
.

En prenant T = n+ 1, la condition (10.14) impose aussi que E(X0) = E(Xn+1). On déduit
des 2 identités précédentes que

0 = E
(
XT − Xn+1

)
= E

(
Xn1A − Xn+11A

)
= E

(
(Xn+1 − Xn)1A

)
.

Comme cette relation est valable pour tout évènement A dans Fn, elle caractérise l’espé-
rance conditionnelle

E
(
Xn+1 − Xn

∣∣Fn
)
= 0.

Ceci montre que le processus X est bien une martingale.

Application du théorème d’arrêt.
Nous allons maintenant revisiter le problème de la ruine du joueur, déjà étudié par les

chaînes de Markov dans la section 2.6.2, et montrer comment le théorème d’arrêt permet
de le résoudre simplement.

Soient a, b > 1 des entiers. On considère un jeu équilibré

Xn = a +
n

∑
i=1

ξi

où {ξi}i > 1 est une suite de variables aléatoires indépendantes de loi P(ξi = ±1) = 1/2.
La fortune initiale du joueur est donc X0 = a et on définit les temps d’arrêt

T0 = inf{n; Xn = 0}, Ta+b = inf{n; Xn = a + b}, τ = inf{T0, Ta+b}.

Comme la marche aléatoire symétrique {Xn}n > 0 est récurrente par le théorème 4.4, elle
atteindra toujours 0 ou a + b. Le temps d’arrêt τ est donc fini presque sûrement.

La marche aléatoire {Xn}n > 0 étant une martingale, le processus arrêté {Xτ
n}n > 0 est

aussi une martingale et il vérifie

∀n > 0, E
(
Xn∧τ

)
= E(X0) = a.
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Comme τ est fini presque sûrement et Xn∧τ est dans l’intervalle [0, a + b], le théorème de
convergence dominée permet de passer à la limite et d’obtenir

a = E
(
Xτ

)
= E

(
(a + b) 1{T0>Ta+b}

)
= (a + b)P

(
T0 > Ta+b

)
.

car le processus arrêté ne peut prendre que les valeurs 0 et a + b. On retrouve donc le
résultat de la section 2.6.2.

u(a) = Pa
(
T0 < Ta+b

)
=

b
a + b

.

Pour calculer E(τ), nous allons utiliser la martingale M = {(Xn− a)2−n}n > 0 définie
en (10.4). Comme E(Mn∧τ) = 0, on a donc

E
(
(Xτ∧n − a)2) = E

(
τ ∧ n

)
.

Quand n tend vers l’infini, le théorème de convergence dominée permet de justifier la
convergence du terme de gauche et le théorème de convergence monotone, celle du terme
de droite

E
(
(Xτ − a)2) = E

(
τ
)
.

En utilisant que P
(
T0 < Ta+b

)
= b

a+b , on obtient donc

E
(
τ
)
= E

(
a2 1{T0<Ta+b}

)
+ E

(
b2 1{T0>Ta+b}

)
= a2 b

a + b
+ b2 a

a + b
= ab.

Ceci permet de retrouver le résultat (2.33).

10.3 Stratégies de gestion et évaluation des options ?

La finance offre un cadre d’application à la théorie des martingales que nous al-
lons illustrer dans cette section par quelques exemples sur la gestion d’actifs financiers
(cette section peut être omise en première lecture). On considère d actifs financiers dont
les prix, le jour n (à l’heure de la clôture du marché), sont représentés par le vecteur
Sn = {S1

n, . . . , Sd
n}. Ces prix évoluent quotidiennement et on notera Fn = σ(Si, i 6 n)

la filtration engendrée par les prix au cours du temps. L’échelle de temps de cet exemple
est arbitraire et on pourrait suivre les cotations à l’année ou à la minute (voire à la se-
conde). Parallèlement aux actifs boursiers dont l’évolution est incertaine, il existe aussi
des placements non risqués à un taux fixe r > 0. Ainsi, après avoir investi initialement la
somme Φ0

0, un placement à taux fixe permet d’obtenir au temps n la somme (1 + r)nΦ0
0.

Une stratégie de gestion est un processus Φn = {Φ0
n, Φ1

n, . . . , Φd
n} ∈ Rd+1 décrivant

au cours du temps la quantité des différents actifs détenus, y compris du placement à
taux fixe par la coordonnée Φ0

n. Nous supposerons que le processus {Φn}n > 1 est prévi-
sible, i.e. que Φn est Fn−1-mesurable (avec F0 = {∅, Ω} la σ-algèbre triviale). Au temps
0, le prix de tous les actifs est connu et une somme initiale V0(Φ) est investie dans un
portefeuille dont la valeur totale s’écrit

V0(Φ) = Φ0
1 +

d

∑
i=1

Φi
1 Si

0.
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Après une journée, les valeurs des actifs ont changé et la valeur du portefeuille est deve-
nue

V1(Φ) = (1 + r)Φ0
1 +

d

∑
i=1

Φi
1 Si

1.

L’actif 0 correspond au placement à taux fixe 1 + r. En fonction de l’évolution des cours
boursiers, c’est-à-dire de la connaissance de F1, le portefeuille peut être réorganisé selon
la nouvelle répartition Φ2

(1 + r)Φ0
1 +

d

∑
i=1

Φi
1 Si

1 = (1 + r)Φ0
2 +

d

∑
i=1

Φi
2 Si

1.

Comme la valeur totale reste inchangée, la stratégie est dite autofinancée (il n’y a ni apport,
ni retrait de fonds). On peut cependant recourir à l’emprunt et dans ce cas Φ0

n < 0. De
même considérer des valeurs Φi

n < 0 revient à vendre à découvert. Une fois l’argent
placé, la valeur du portefeuille après une seconde journée de cotation devient

V2(Φ) = (1 + r)2Φ0
2 +

d

∑
i=1

Φi
2 Si

2 = Φ2 · S2,

où le produit scalaire est pris entre Φ2 et le vecteur des actifs S2 = {(1+ r)2, S1
2, . . . , Sd

2} ∈
Rd+1 auquel le placement à taux fixe a été intégré. Ainsi l’investisseur réajuste son porte-
feuille à chaque pas de temps et la valeur sera

∀n > 1, Vn(Φ) = Φn · Sn avec Φn · Sn = Φn+1 · Sn. (10.15)

La dernière égalité impose que la stratégie soit autofinancée. Cette condition implique la
relation suivante

Vn+1(Φ)−Vn(Φ) = Φn+1 · Sn+1 −Φn · Sn = Φn+1 ·
(
Sn+1 − Sn

)
.

La valeur du portefeuille au cours du temps peut donc se réécrire en fonction du vecteur
des incréments ∆Sk = Sk − Sk−1

Vn(Φ) = V0(Φ) +
n

∑
k=1

Φk · ∆Sk. (10.16)

Le processus Vn(Φ) a une structure très proche de celui défini en (10.7), cependant
les incréments ∆Sk ne proviennent pas d’une martingale. En particulier, la première coor-
donnée de Sn croît exponentiellement comme (1 + r)n (cf. Figure 10.3). Pour compenser
cet effet, nous allons normaliser les processus et définir la valeur actualisée du portefeuille

S̃n =
1

(1 + r)n Sn, Ṽn(Φ) =
1

(1 + r)n Vn(Φ). (10.17)

En utilisant l’identité Φn · S̃n = Φn+1 · S̃n, on retrouve une relation analogue à (10.16)

Ṽn(Φ) = V0(Φ) +
n

∑
k=1

Φk · ∆S̃k, (10.18)
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FIGURE 10.3 – Sur la figure de gauche, les fluctuations d’un actif risqué {S1
n}n 6 100 sont représen-

tées en bleu et la courbe orange correspond au placement non risqué qui croît exponentiellement.
Les mêmes courbes sont tracées sur la figure de droite après normalisation par le facteur (1+ r)−n

pour tenir compte de l’actualisation (10.17).

en notant les incréments ∆S̃k = S̃k − S̃k−1.
Dans le processus actualisé S̃n défini en (10.17), la première coordonnée est constante

et représente un placement sans risque, par contre les autres coordonnées évoluent selon
une mesure de probabilité P et correspondent aux actifs risqués. Dans la suite, la théorie
des martingales va s’avérer très utile pour étudier les processus actualisés.

Nous allons maintenant nous intéresser à la notion d’arbitrage qui joue un rôle clef en
finance. Étant donné un temps N, une stratégie d’arbitrage est une stratégie autofinancée
telle que V0(Φ) = 0 et

∀n 6 N, Vn(Φ) > 0 et P
(
VN(Φ) > 0

)
> 0. (10.19)

Si elle existe, une telle stratégie permet de gagner de l’argent sans prendre de risques.
On dira que le marché est viable, s’il n’existe pas de stratégie d’arbitrage. Ceci impose
des contraintes sur les actifs que nous allons détailler dans le cadre simplifié du modèle
binomial. Considérons à partir de maintenant le cas d’un seul actif risqué

Sn = {(1 + r)n, S1
n}

avec la valeur initiale S1
0 = 1. On suppose qu’il existe deux valeurs 0 < b < h et qu’à

chaque pas de temps, le prix de l’actif change de la façon suivante

S1
n+1 = ζn+1S1

n, (10.20)

où les variables aléatoires {ζn}n > 1 sont indépendantes et identiquement distribuées se-
lon la mesure de probabilité P? sur {b, h}N telle que

∀n 6 N, P?
(
ζn = h

)
= 1−P?

(
ζn = b

)
= p? > 0. (10.21)

Pour que le marché soit viable, il faut que

b < 1 + r < h. (10.22)
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Il s’agit d’une condition nécessaire. En effet si 1 + r 6 b, alors on peut emprunter 1 euro
au temps 0 et placer cet argent sur l’actif risqué qui rapportera au moins autant car

Vn(Φ) = −(1 + r)n + S1
n > − (1 + r)n + bn > 0

en utilisant la stratégie Φn = (−1, 1) pour tout n. Comme P?
(
ζn = h

)
= p?, la probabilité

de gagner est strictement positive. Inversement si 1+ r > h, alors il suffit de vendre l’actif
risqué à découvert et de placer l’argent à taux fixe r pour gagner avec une probabilité
positive en suivant la stratégie Φn = (1,−1).

Montrons maintenant que la condition (10.22) est suffisante pour que le marché soit
viable. Pour cela, commençons par supposer que le paramètre p? introduit en (10.21) vaut

p? =
(1 + r)− b

h− b
∈]0, 1[. (10.23)

Avec ce choix, l’espérance sous P? s’écrit

∀n > 1, E?

(
ζn

1 + r

)
= 1.

Par conséquent, si on considère l’actif actualisé défini en (10.17)

S̃1
n =

1
(1 + r)n S1

n avec S1
n = ζnS1

n−1 =
n

∏
i=1

ζi, (10.24)

alors le processus {S̃1
n}n > 0 est une martingale sous la loi P? comme dans l’exemple

(10.2). En particulier, la proposition 10.4 permet d’affirmer que la valeur du portefeuille

Ṽn(Φ) = V0(Φ) +
n

∑
k=1

Φk · ∆S̃k, (10.25)

est aussi une martingale pour toute stratégie de gestion Φ et que son espérance reste
constante au cours du temps

∀n 6 N, E?
(

Ṽn(Φ)
)
= E?

(
Ṽ0(Φ)

)
= E? (V0(Φ)) . (10.26)

Il ne peut donc pas exister de stratégie d’arbitrage Φ satisfaisant (10.19) car sinon on
aurait

E?
(

ṼN(Φ)
)
=

E? (VN(Φ))

(1 + r)N > 0 et E?
(

ṼN(Φ)
)
= E? (V0(Φ)) = 0.

Ainsi nous avons prouvé que pour toute stratégie de gestion admissible Φ c’est-à-dire telle
que

∀n 6 N, Vn(Φ) > 0 P? − presque sûrement, (10.27)

alors
P? (VN(Φ) > 0) = 0 si V0(Φ) = 0. (10.28)

Cette preuve repose sur le choix très spécifique de la loi P? et du paramètre p? dé-
fini en (10.23). Cette mesure de probabilité n’a probablement rien à voir avec la véritable
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loi P des actifs boursiers car la distribution des variables aléatoires {ζn}n 6 N n’a aucune
raison d’être indépendante à chaque pas de temps. Dans un marché financier, les fluctua-
tions sont corrélées au cours du temps. Néanmoins, nous allons montrer que l’absence
de stratégie d’arbitrage établie en (10.28) reste valable pour des distributions beaucoup
plus générales. Il suffit de supposer que la loi P, qui régit le marché, est équivalente à P?,
c’est-à-dire que pour toute réalisation ω ∈ {h, b}N le rapport des probabilités satisfait

0 <
P(ω)

P?(ω)
. (10.29)

Cette hypothèse implique que toute stratégie de gestion Φ admissible sous la loi P

∀n 6 N, Vn(Φ) > 0 P− presque sûrement,

sera aussi admissible sous la loi P? (10.27). Par l’identité (10.28), pour toute stratégie
admissible, l’évènement {ṼN(Φ) > 0} est négligeable sous la loi P? si V0(Φ) = 0. Un
changement de mesure suffit alors à transférer cette propriété à la loi P

P (VN(Φ) > 0) = ∑
ω∈{h,b}N

P(ω)1{VN(Φ)>0} = ∑
ω∈{h,b}N

P?(ω)
P(ω)

P?(ω)
1{VN(Φ)>0}

= E?

(
P(ω)

P?(ω)
1{VN(Φ)>0}

)
= 0.

Nous avons donc démontré que la condition b < 1 + r < h est nécessaire 1 et suffisante
pour que le marché soit viable pour toute loi P satisfaisant (10.29). La mesure P? sert sim-
plement d’artifice de calcul pour appliquer la théorie des martingales. L’intérêt de cette
approche est de fournir un résultat général sans avoir à estimer les véritables paramètres
du marché pour déterminer la loi P. Ce résultat s’étend à des distributions plus générales
à valeurs dans R [17].

Nous allons montrer maintenant que la théorie des martingales permet aussi de calcu-
ler le prix d’options et de déterminer des stratégies de couverture. Une option européenne
est un titre qui donne le droit d’acheter un actif à une échéance fixée et à un prix dé-
terminé à l’avance. Par exemple, une compagnie aérienne peut décider d’acquérir une
option d’achat (dite call) afin de pouvoir acheter, l’année suivante, une certaine quantité
de carburant à un prix fixé. Cette option garantit à la compagnie aérienne un prix maxi-
mum pour le carburant et la préserve ainsi des aléas du marché. Concrètement si le prix
du carburant est indexé au temps n par l’actif S1

n et que l’échéance de temps est notée N
(par exemple N = 365 jours), alors moyennant un coût initial CN perçu par le vendeur
de l’option, la compagnie pourra acheter à l’échéance N le carburant au prix K quel que
soit le cours du carburant au temps N. Ainsi si S1

N > K, la compagnie aérienne n’aura à
débourser que la valeur K et le vendeur de l’option devra s’acquitter de la somme S1

N −K
pour compenser la différence. Par contre si K > S1

N , la compagnie aérienne n’a pas inté-
rêt à exercer son option d’achat et elle achètera le carburant au prix du marché S1

N . Dans
ce cas, la compagnie aérienne aura perdu la somme initiale CN qu’elle avait versée au

1. On remarquera que la condition d’équivalence des mesures (10.29) suffit pour appliquer l’argument
(10.3) à la loi P.
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vendeur de l’option et cette fois c’est le vendeur qui sera gagnant. Une option européenne
est donc une forme d’assurance contre les aléas du marché qui sont alors assumés par le
vendeur de l’option moyennant une commission CN .

La difficulté consiste à établir le juste prix CN de l’option. Définissons le prix d’exer-
cice de l’option par (S1

N − K)+ 2, i.e. la somme que le vendeur devra fournir si le cours
de l’action dépasse le seuil K au temps N. Pour cela le vendeur va devoir adopter une
stratégie autofinancée Φ qui lui permette de s’acquitter de cette somme au temps N en
utilisant la prime initiale V0(Φ) = CN

∀n 6 N, Vn(Φ) > 0 et VN(Φ) = (S1
N − K)+. (10.30)

Cette stratégie est dite admissible car Vn doit rester positif à tout temps. La théorie des
martingales permet de construire de telles stratégies de couverture sous des hypothèses
générales (cf. [17, 27]). Dans la suite, nous traiterons uniquement le cas simplifié du mo-
dèle de Cox, Ross, Rubinstein (parfois appelé modèle CRR) où tous les calculs sont expli-
cites.

Considérons le modèle binomial (10.21) avec un seul actif dont l’évolution est donnée
par S1

n+1 = ζn+1S1
n. Supposons, comme dans l’exemple (10.23), que les variables {ζn}n > 1

sont indépendantes et identiquement distribuées selon la loi

P?
(
ζn = h

)
= 1−P?

(
ζn = b

)
= p? =

(1 + r)− b
h− b

∈]0, 1[. (10.31)

Rappelons que sous l’hypothèse b < 1 + r < h, le choix de p? implique que les valeurs
actualisées des actifs {S̃1

n}n > 0 forment une martingale (cf. (10.24)). Par conséquent, l’es-
pérance de la valeur actualisée du portefeuille est constante d’après (10.26)

∀n 6 N, E?
(

Ṽn(Φ)
)
= E?

(
Ṽ0(Φ)

)
.

S’il existe une stratégie de couverture satisfaisant (10.30), alors

CN = E?
(

Ṽ0(Φ)
)
= E?

(
ṼN(Φ)

)
= E?

(
(S1

N − K)+
(1 + r)N

)
, (10.32)

en utilisant que VN(Φ) = (S1
N − K)+. Par la propriété de martingale de {Ṽn(Φ)}n > 0

(10.25), on peut non seulement calculer le prix initial CN de l’option, mais aussi la valeur
du portefeuille à chaque instant n 6 N

Vn(Φ)

(1 + r)n = Ṽn(Φ) = E?
(

ṼN(Φ)
∣∣∣ Fn

)
= E?

(
(S1

N − K)+
(1 + r)N

∣∣∣ Fn

)
. (10.33)

Il suffit alors de remarquer que S1
N = S1

n ∏N
i=n+1 ζi pour en déduire une expression expli-

cite de la valeur du portefeuille à tout temps n 6 N

Vn(Φ) = cn
(
S1

n
)

avec cn(s) =
(1 + r)n

(1 + r)N E?

((
s

N

∏
i=n+1

ζi − K
)
+

)
(10.34)

2. La partie positive est notée (x)+ = max{x, 0}
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car le conditionnement au temps n se réduit à calculer une espérance par rapport à N− n
variables aléatoires indépendantes. L’aléa ayant disparu au temps N, la formule (10.34)
se réduit à cN(s) = (s − K)+. Ainsi non seulement Vn(Φ) a une valeur explicite, mais
nous allons pouvoir calculer une stratégie de couverture parfaite. En effet à chaque pas
de temps, Φn = (Φ0

n, Φ1
n) devra satisfaire l’identité (10.34)

Φ0
n(1 + r)n + Φ1

n S1
n = cn

(
S1

n
)
.

La stratégie Φn étant mesurable par rapport à Fn−1, cette identité doit donc être vraie
quelle que soit la valeur de ζn ∈ {h, b}. Comme S1

n = S1
n−1ζn, la stratégie doit satisfaire

les contraintes suivantes

Φ0
n(1 + r)n + Φ1

n S1
n−1 h = cn(S1

n−1 h),

Φ0
n(1 + r)n + Φ1

n S1
n−1 b = cn(S1

n−1 b).
(10.35)

En résolvant ces équations, on construit la stratégie de couverture

∀n 6 N, Φ1
n =

cn(S1
n−1 h)− cn(S1

n−1 b)
S1

n−1(h− b)
et Φ0

n =
hcn(S1

n−1 b)− bcn(S1
n−1 h)

h− b
.

(10.36)

La stratégie de gestion trouvée est la seule possible, car la solution du système (10.35) est
unique. L’hypothèse (10.32) sur l’existence d’une stratégie de couverture est donc justifiée
a posteriori. Étant donnée la valeur de l’actif S1

n−1, les relations (10.36) déterminent une
stratégie prévisible pour réinvestir au temps n. Insistons sur le fait que cette stratégie
est déterministe et qu’elle permet de produire exactement la valeur cN(s) = (s − K)+
au temps N. À l’aide de la loi P?, nous avons pu utiliser la théorie des martingales et
construire une stratégie explicite qui peut s’appliquer même si la loi du marché n’est pas
P?. Comme dans l’exemple (10.29), la mesure P? sert d’outil de calcul pour déterminer
des stratégies sans avoir à connaître explicitement la loi P du marché.

Pour conclure cette section, nous allons retrouver la célèbre formule de Black-Scholes
à partir de la valeur de l’option CN calculée en (10.32)

CN = E?

((
∏N

i=1 ζi

(1 + r)N −
K

(1 + r)N

)

+

)
. (10.37)

On peut décomposer l’échéance de l’option (disons une année) en fonction d’un pas de
temps très court (de l’ordre de la minute). Dans cette nouvelle échelle de temps, le para-
mètre N est très grand et le taux d’intérêt r = R

N très faible. On interprétera le nouveau
paramètre R > 0 comme le rendement instantané. Pour N très grand, le rendement du
placement sans risque à l’échéance sera approximativement

(1 + r)N =

(
1 +

R
N

)N

' exp(R). (10.38)

À chaque pas de temps, les variations de l’actif risqué sont aussi très faibles et les valeurs
des cours {b, h} seront maintenant indexées en fonction d’un seul paramètre σ > 0 tel
que

log
(

b
1 + r

)
= − σ√

N
et log

(
h

1 + r

)
=

σ√
N

.
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La probabilité p?, définie en (10.31), peut aussi se réécrire en fonction de σ

p? =
(1 + r)− b

h− b
=

1

1 + exp
(

σ√
N

) ' 1
2
− σ

4
√

N
,

où le dernier terme décrit le comportement asymptotique de p? quand N tend vers l’in-
fini. Les variables aléatoires Xi = log ζi

1+r sont indépendantes et identiquement distri-
buées sous P? avec une moyenne et une variance données par

E?
(
X1
)
=

σ√
N
(2p? − 1) et E?

(
X2

1
)
−E?

(
X1
)2

=
σ2

N
(
4p? − 4p?

2)
.

On peut ainsi montrer qu’après renormalisation, la moyenne et la variance convergent
quand N tend vers l’infini

lim
N→∞

N E?
(
X1
)
= −σ2

2
et lim

N→∞
N
(

E?
(
X2

1
)
−E?

(
X1
)2
)
= σ2.

En utilisant une preuve identique à celle du théorème central limite, on déduit la conver-
gence en loi

N

∏
i=1

ζi

1 + r
= exp

( N

∑
i=1

Xi

)
(loi)−−−→

N→∞
exp(γ),

où γ est une variable aléatoire gaussienne de moyenne − σ2

2 et de variance σ2. Ceci dé-
montre donc que le prix de l’option (10.37) converge, quand N tend vers l’infini, vers

lim
N→∞

CN = E

((
exp(γ)− K exp(−R)

)
+

)

=
1√

2πσ2

∫

R
dx exp

(
− x2

2σ2

) (
exp

(
− σ2

2
+ x
)
− K exp(−R)

)

+

,

où nous avons aussi utilisé la formule asymptotique du rendement (10.38). Cette expres-
sion asymptotique est la formule de Black-Scholes qui permet d’estimer le prix d’une
option. Le paramètre σ correspond à la volatilité stochastique, c’est-à-dire à l’amplitude
des fluctuations du prix de l’actif. Ce paramètre n’est pas directement observable sur le
marché et il doit être estimé par des méthodes statistiques.

Il existe plusieurs variantes des options européennes, citons notamment les options
américaines qui peuvent être exercées à n’importe quel temps n 6 N avant l’échéance
N. Par analogie avec la formule (10.32), le prix d’une option américaine se calcule en
optimisant sur toutes les stratégies mesurables possibles, i.e. sur tous les temps d’arrêt τ
bornés par N

cN = sup
τ

E?

(
(S1

τ − K)+
(1 + r)τ

)
. (10.39)

Dans le chapitre 13 consacré à l’arrêt optimal, nous verrons comment calculer (10.39) en
déterminant la stratégie optimale par la théorie des martingales. Pour en savoir plus sur
les mathématiques financières, on pourra consulter le polycopié du cours de N. Touzi
[27] et le livre [17].
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10.4 Inégalités de martingales

Le résultat suivant permet de contrôler le maximum de la trajectoire d’un processus
aléatoire en fonction de la valeur finale de ce processus, ce qui n’est pas toujours intuitif
sur une simulation (cf. figure 10.4). Ainsi l’estimation des fluctuations de toute la trajec-
toire d’un processus peut se réduire à l’étude d’une seule variable aléatoire (la valeur
finale) qui est une quantité beaucoup plus simple à évaluer.

Théorème 10.9 (Inégalité maximale de Doob). Soit {Mn}n > 0 une sous-martingale et

M∗n = max{Mk, k 6 n}

le maximum de la trajectoire jusqu’au temps n.
(i) Pour tout c > 0, les fluctuations du maximum sont bornées par

c P(M∗n > c) 6 E
(

Mn 1{M∗n > c}
)

pour tout entier n.

(ii) Soit p > 1. Supposons que la sous-martingale {Mn}n > 0 est positive et appartient à Lp,
i.e. que

∀n > 0, Mn > 0 et E
(
|Mn|p

)
< ∞.

Alors pour tout entier n, le maximum M∗n appartient aussi à Lp et sa norme vérifie

∥∥M∗n
∥∥

p 6 p
p− 1

∥∥Mn
∥∥

p

avec la notation ‖X‖p =
(
E(|X|p)

)1/p.

Par la proposition 10.2, si {Mn}n > 0 est une martingale de signe quelconque, les in-
égalités de Doob s’appliquent à la sous-martingale {|Mn|}n > 0.

100 200 300 400 500

5

10

15

20

25

c

Mn
MTc

Tc

FIGURE 10.4 – Une simulation d’une marche aléatoire de longueur 500 est représentée sur la
figure de gauche. Dans cette réalisation, la valeur finale de la marche aléatoire est beaucoup plus
petite que le maximum de la trajectoire. Le schéma de droite décrit la décomposition d’une tra-
jectoire en fonction du premier temps de passage Tc au-dessus du niveau c.

Démonstration. (i) On définit le temps d’arrêt Tc = inf{k > 0; Mk > c} comme le
premier temps où la sous-martingale passe au-dessus du niveau c (cf. figure 10.4). La
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trajectoire du processus peut se décomposer en fonction du temps d’arrêt Tc

E
(

Mn1{M∗n > c}
)
= E

(
Mn1{Tc 6 n}

)
=

n

∑
k=1

E
(

Mn 1{Tc=k}
)

=
n

∑
k=1

E
(
(Mn −Mk) 1{Tc=k}

)
+ E

(
Mk 1{Tc=k}

)
. (10.40)

Comme {Tc = k} est mesurable par rapport à Fk, on peut conditionner par la trajectoire
jusqu’au temps k pour obtenir

E
(
(Mn −Mk) 1{Tc=k}

)
= E

(
1{Tc=k} E

(
Mn −Mk

∣∣Fk
))

> 0,

où la dernière inégalité vient du fait que {Mn}n > 0 est une sous-martingale. Par consé-
quent la contribution de la trajectoire au-delà du temps Tc peut être minorée. Comme la
sous-martingale passe au-dessus du niveau c en Tc, elle vérifie

Mk 1{Tc=k} > c 1{Tc=k}.

L’inégalité de l’assertion (i) se déduit donc de (10.40)

E
(

Mn 1{M∗n > c}
)
> c E

(
1{Tc 6 n}

)
= c P

(
M∗n > c

)
.

(ii) Prouvons maintenant la seconde partie du théorème. Soit q = p
p−1 . L’inégalité établie

en (i) implique
∫ ∞

0
p cp−1 P

(
M∗n > c

)
dc 6

∫ ∞

0
p cp−2 E

(
Mn1{M∗n > c}

)
dc.

Comme la martingale est positive, le théorème de Fubini permet de réécrire le membre
de gauche de l’inégalité précédente sous la forme

∫ ∞

0
p cp−1 P

(
M∗n > c

)
dc = E

(∫ M∗n

0
p cp−1 dc

)
= E ((M∗n)

p)

et le membre de droite comme
∫ ∞

0
p cp−2 E

(
Mn1{M∗n > c}

)
dc = E

(
Mn

∫ M∗n

0
p cp−2 dc

)
= q E

(
Mn (M∗n)

p−1
)

6 q
∥∥Mn

∥∥
p

∥∥(M∗n)
p−1∥∥

q = q
∥∥Mn

∥∥
p E
(
(M∗n)

p)1/q,

en utilisant successivement l’inégalité de Hölder et l’identité 1
p +

1
q = 1. On obtient ainsi

E
(
(M∗n)

p) 6 q ‖Mn‖p E
(
(M∗n)

p)1/q.

Ceci conclut la preuve de l’assertion (ii).



Chapitre 11

Convergence des martingales

Au chapitre 8, l’exemple des séries aléatoires (8.2) a permis de mettre en évidence
la convergence d’une martingale vers un objet limite aléatoire. Plus généralement, les
martingales offrent un cadre théorique pour démontrer des théorèmes de convergence
dans Lp, presque sûre ou en loi. Ce chapitre présente ces différents modes de convergence
et les hypothèses correspondantes.

11.1 Convergence des martingales dans L2

Une martingale {Mn}n > 0 est bornée dans L2 si elle vérifie

sup
n > 0

E(M2
n) < ∞.

Le cadre L2 joue un rôle privilégié car les accroissements

n > 1, ∆Mn = Mn −Mn−1

sont orthogonaux pour le produit scalaire de L2

E
(
(∆Mi)(∆Mj)

)
= E

(
∆Mi E

(
∆Mj

∣∣Fj−1
))

= 0 pour 1 6 i < j, (11.1)

où la dernière égalité est une conséquence de la propriété de martingale

E
(
∆Mj

∣∣Fj−1
)
= E

(
Mj
∣∣Fj−1

)
−Mj−1 = 0.

En particulier, l’identité précédente implique que pour tout n > 0

E(M2
n) = E



(

M0 +
n

∑
i=1

∆Mi

)2



= E
(

M2
0
)
+

n

∑
i=1

E
(
(∆Mi)

2)+ 2 ∑
i<j

E
(
(∆Mi)(∆Mj)

)

= E
(

M2
0
)
+

n

∑
i=1

E
(
(∆Mi)

2) . (11.2)

Ainsi la suite de réels
{

E(M2
n)
}

n > 0 est croissante. Comme elle est bornée, cette suite
converge vers une valeur positive finie. Cette remarque est la clef du théorème suivant.
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Théorème 11.1. Soit {Mn}n > 0 une martingale bornée dans L2, i.e. telle que

sup
n > 0

E
(

M2
n
)
< ∞. (11.3)

Alors il existe une variable aléatoire limite M∞ appartenant à L2 et la convergence de {Mn}n > 0
vers M∞ peut être quantifiée de différentes façons :

(i) dans L2

lim
n→∞

E
((

Mn −M∞
)2
)
= 0,

(ii) presque sûrement, Mn
p.s.−−−→

n→∞
M∞.

Pour tout p ∈ [1, 2], l’inégalité (B.11)

‖Mn −M∞‖p 6 ‖Mn −M∞‖2,

permet de déduire la convergence dans Lp de la convergence dans L2. Une conséquence
immédiate du théorème 11.1 est la convergence de la série (8.2) dès que α > 1/2.

Démonstration. (i) Commençons par démontrer la convergence dans L2. Comme la mar-
tingale est bornée dans L2, la suite {E(M2

n)}n > 0 est convergente dans R d’après la rela-
tion (11.2). Par la propriété de martingale, on voit que pour n, p > 0

E
(
(Mn+p −Mn)

2) = E
(

M2
n+p + M2

n − 2Mn E
(

Mn+p | Fn
))

= E
(

M2
n+p

)
−E

(
M2

n
)
−−−→
n→∞

0,

où la convergence vers 0 est une conséquence de la convergence de la suite {E(M2
n)}n > 0.

Ainsi, {Mn}n > 0 forme une suite de Cauchy dans l’espace de Hilbert L2 et on en déduit
par le théorème B.9 l’existence d’une variable aléatoire M∞ dans L2 telle que

lim
n→∞

E
((

Mn −M∞
)2
)
= 0.

(ii) Nous allons montrer maintenant la convergence presque sûre. Soit ε > 0, en appli-
quant l’inégalité de Chebychev, on obtient

P
(

sup
k > n
|Mk −M∞| > ε

)
6 1

ε2 E

(
sup
k > n
|Mk −M∞|2

)

6 2
ε2

(
E
(
|Mn −M∞|2

)
+ E

(
sup
k > n
|Mk −Mn|2

))
.

Par ailleurs, le théorème de convergence monotone implique

E

(
sup
k > n
|Mk −Mn|2

)
= lim

N→∞
E

(
sup

n 6 k 6 N
|Mk −Mn|2

)
.
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L’application x → |x| est convexe et l’inégalité de Jensen de la proposition 10.2 montre
que le processus {|Mk −Mn|}k > n est une sous-martingale positive. Il ne reste plus qu’à
appliquer l’inégalité maximale de Doob établie dans le théorème 10.9 pour obtenir

E

(
sup
k > n
|Mk −Mn|2

)
6 lim

N→∞
4 E

(
|MN −Mn|2

)
= 4 E

(
|M∞ −Mn|2

)
.

En utilisant le résultat de convergence dans L2 du cas (i), on montre que

P

(
sup
k > n
|Mk −M∞| > ε

)
6 10

ε2 E
(
|Mn −M∞|2

)
−−−→
n→∞

0. (11.4)

Pour retrouver la convergence presque sûre de Mn vers M∞, il suffit alors d’utiliser (11.4)
pour choisir une suite d’entiers (n`)` > 1 tendant vers l’infini suffisamment vite pour que
la série suivante converge

∑
` > 1

P

(
sup

k > n`

|Mk −M∞| >
1
`

)
< ∞.

La convergence presque sûre se déduit alors du théorème de Borel-Cantelli.

Comme le montre le théorème précédent, les accroissements jouent un rôle clef pour
les martingales bornées dans L2. La notion de crochet d’une martingale définie ci-dessous
repose sur la structure des accroissements et elle permettra de généraliser le théorème
central limite (cf. théorème 11.14).

Définition 11.2 (Crochet). Soit {Mn}n > 0 une martingale bornée dans L2. On appelle crochet
de {Mn}n > 0, le processus croissant défini pour tout n > 1 par

〈M〉n =
n

∑
k=1

E
(
(Mk −Mk−1)

2 | Fk−1
)
, (11.5)

avec 〈M〉0 = 0. Par construction {〈M〉n}n > 0 est un processus prévisible.

En utilisant la relation

E
(
(Mk −Mk−1)

2 | Fk−1
)
= E

(
M2

k −M2
k−1 | Fk−1

)
,

on vérifie facilement que pour toute martingale {Mn}n > 0 bornée dans L2, le processus
Nn = M2

n − 〈M〉n est aussi une martingale. Ce résultat étend la propriété vue en (10.4)
pour une somme de variables indépendantes.

11.2 Application : loi des grands nombres

Comme application du théorème 11.1, nous allons maintenant montrer la loi des
grands nombres pour les suites de variables aléatoires intégrables, indépendantes et iden-
tiquement distribuées. Ceci renforce le résultat vu dans le cours de première année où
la loi des grands nombres a été établie pour les suites de variables aléatoires de carré
intégrable. Nous commençons par prouver la loi des grands nombres dans le cadre des
martingales.
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Théorème 11.3. Soit {Mn}n > 0 une martingale vérifiant

∑
n > 1

1
n2 E

(
|∆Mn|2

)
< ∞. (11.6)

Alors
lim
n→∞

1
n

Mn = 0 presque sûrement.

Démonstration. Le processus Xn = ∑n
k=1

1
k ∆Mk est une martingale bornée dans L2

E(X2
n) 6

n

∑
k,`=1

1
k `

E (∆Mk∆M`) =
n

∑
k=1

1
k2 E

(
(∆Mk)

2)+ ∑
k<`

2
k`

E
(
∆Mk E

(
∆M`

∣∣Fk
))

.

Par l’hypothèse (11.6) le premier terme est borné uniformément en n tandis que le se-
cond est nul par la propriété de martingale. D’après le théorème 11.1, il existe donc une
variable aléatoire X∞ appartenant à L2 telle que Xn converge vers X∞ presque sûrement.

Pour conclure, il suffit de reproduire l’argument classique du lemme de Kronecker
pour les suites déterministes

1
n
(Mn −M0) =

1
n

n

∑
i=1

i(Xi − Xi−1) =
1
n

(
n

∑
i=1

iXi −
n

∑
i=1

(i− 1)Xi−1 −
n

∑
i=1

Xi−1

)

= Xn −
1
n

n

∑
i=1

Xi−1.

Comme Xn converge vers X∞ presque sûrement, on en déduit que 1
n Mn tend vers 0.

Le résultat suivant utilise le théorème précédent pour montrer la version la plus forte
de la loi des grands nombres.

Théorème 11.4 (Loi forte des grands nombres). Soit {Xn}n > 1 une suite de variables aléa-
toires dans R indépendantes, identiquement distribuées et intégrables E(|X1|) < ∞. Alors

1
n

n

∑
i=1

Xi −−−→n→∞
E(X1) presque sûrement.

Démonstration. Sans perte de généralité, on suppose E(X1) = 0. La marche aléatoire
∑n

i=1 Xi est une martingale à laquelle on voudrait appliquer le théorème 11.3, cependant
l’hypothèse (11.6) de majoration dans L2 n’est pas vérifiée et il faut considérer la martin-
gale modifiée

n > 1, Mn =
n

∑
i=1

Xi1{|Xi | 6 i} −E
(
Xi 1{|Xi | 6 i}

)
.

Les accroissements étant tronqués à des échelles de plus en plus grandes, on s’attend à ce
que le comportement asymptotique de Mn reste proche de celui de ∑n

i=1 Xi quand n tend
vers l’infini.
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Vérifions que {Mn}n > 1 satisfait l’hypothèse (11.6)

n

∑
k=1

1
k2 E

(
|∆Mk|2

)
6

n

∑
k=1

1
k2 E

(
|X1|21{|X1|∨1 6 k}

)
= E

(
|X1|2

n

∑
k=1

1
k2 1{k > |X1|∨1}

)

6 2E

(
|X1|2

∫ ∞

|X1|∨1

dt
t2

)
= 2E

( |X1|2
|X1| ∨ 1

)
6 2E(|X1|) < ∞.

Le théorème 11.3 permet de conclure que 1
n Mn tend vers 0 presque sûrement. De plus le

théorème de convergence dominée implique

lim
n→∞

E(X11{|X1| 6 n}) = E(X1) = 0 et donc lim
n→∞

1
n

n

∑
i=1

E(Xi1{|Xi | 6 i}) = 0.

On en déduit la convergence presque sûre

1
n

n

∑
i=1

Xi1{|Xi | 6 i} −−−→n→∞
0.

Il reste à prouver que les trop grandes valeurs de Xi ne contribuent pas à la moyenne
quand n tend vers l’infini. Les variables étant intégrables, on remarque que

∑
i > 1

P(|Xi| > i) = ∑
i > 1

iP(i 6 |X1| < i + 1) 6 E(|X1|) < ∞.

Ceci se réécrit

E

(
∑

i > 1
1{|Xi | > i}

)
< ∞ et donc ∑

i > 1
1{|Xi | > i} < ∞ presque sûrement.

On en déduit que presque sûrement, il existe un entier N(ω) tel que pour tout i > N(ω),
alors |Xi(ω)| < i. Ceci implique la convergence

lim
n→∞

1
n

n

∑
i=1

Xi(ω) 1{|Xi(ω)| > i} = 0

car pour presque tout ω, la somme n’a qu’un nombre fini de termes.
En additionnant les deux limites, on conclut le théorème 11.4.

11.3 Convergence des sous-martingales

Le résultat suivant généralise le théorème 11.1 pour obtenir la convergence de mar-
tingales bornées uniformément dans L1 et non plus dans L2.

Théorème 11.5 (Théorème de convergence de Doob). Soit {Xn}n > 0 une sous-martingale
satisfaisant

sup
n > 0

E
(
|Xn|

)
< ∞. (11.7)

Alors il existe une variable aléatoire X∞ appartenant à L1 telle que

Xn −−−→n→∞
X∞ presque sûrement.
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L’hypothèse (11.7) est moins restrictive que l’hypothèse (11.3) utilisée au théorème
11.1. Pour s’en convaincre, il suffit d’utiliser l’inégalité de Jensen qui implique que

‖Xn‖1 = E
(
|Xn|

)
6 E

(
|Xn|2

)1/2
= ‖Xn‖2.

Par contre la convergence établie au théorème 11.5 est moins forte que celle du théorème
11.1 car la limite n’est valable que presque sûrement. La remarque 11.8 permettra de
préciser ce point.

Un corollaire très utile pour les applications est le suivant.

Corollaire 11.6. Si une des trois propriétés suivantes est satisfaite :
— {Xn}n > 0 est une martingale positive
— {Xn}n > 0 est une sous-martingale majorée uniformément par une constante
— {Xn}n > 0 est une sur-martingale minorée uniformément par une constante

alors il existe une variable aléatoire X∞ appartenant à L1 et {Xn}n > 0 converge presque sûrement
vers X∞.

La démonstration de ce corollaire sera faite page 164.

La preuve du théorème 11.5 repose sur un résultat préliminaire énoncé ci-dessous.
Pour a < b, on définit la suite de temps d’arrêt

τ0 = 0, θn+1 = inf {i > τn; Xi 6 a} et τn+1 = inf {i > θn+1; Xi > b} .

Alors pour tout n > 0, la variable aléatoire

Ua,b
n = max

{
j; τj 6 n

}
(11.8)

représente le nombre de traversées du niveau b en partant en dessous du niveau a avant la
date n (cf. figure 11.1). Nous dirons plus simplement que Ua,b

n est le nombre de traversées
montantes de l’intervalle [a, b] avant la date n.

b

a

τ0 θ1 τ1

FIGURE 11.1 – Les traversées montantes de l’intervalle [a, b] correspondent aux états marqués
par des cercles pendant les intervalles de temps [θi, τi].
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Lemme 11.7. Soient {Xn}n > 0 une sous-martingale et a < b. Alors la moyenne du nombre de
traversées montantes de l’intervalle [a, b] défini en (11.8) vérifie

E
(

Ua,b
n

)
≤ 1

b− a
E
(
(Xn − a)+

)

avec la notation Z+ = sup{0, Z}.

Démonstration. Posons Yn = (Xn− a)+ pour n > 0 et décomposons la trajectoire {Yn}n > 0
en fonction des traversées montantes de l’intervalle [a, b] (cf. figure 11.1). Comme θn+1 > n,
on a

Yn = Yn∧θ1 +
n

∑
i=1

(Yn∧τi −Yn∧θi) +
n

∑
i=1

(
Yn∧θi+1 −Yn∧τi

)

>
n

∑
i=1

(Yn∧τi −Yn∧θi) +
n

∑
i=1

(
Yn∧θi+1 −Yn∧τi

)
.

Par définition des traversées montantes, on a pour i > 1

Yθi = 0, Yτi > b− a sur {τi 6 n} et Yn∧τi −Yn∧θi > 0 presque sûrement.

Par la convexité de x 7→ (x − a)+ et l’inégalité de Jensen (cf. proposition 10.2), on re-
marque aussi que le processus {Yn}n > 0 est une sous-martingale. Le théorème d’arrêt
implique donc E

(
Yn∧θi+1 −Yn∧τi

)
> 0. On en déduit l’inégalité cherchée

(b− a)E
(

Ua,b
n

)
6

n

∑
i=1

E (Yn∧τi −Yn∧θi) 6 E(Yn)−
n

∑
i=1

E
(
Yn∧θi+1 −Yn∧τi

)
6 E(Yn).

Démonstration du théorème 11.5. Le processus comptant le nombre de traversées montantes
{Ua,b

n }n > 0 est croissant, on note alors Ua,b = limn→∞ Ua,b
n . D’après le théorème de conver-

gence monotone et le lemme 11.7

E
(

Ua,b
)
= lim

n→∞
E
(

Ua,b
n

)
6 1

b− a
sup
n > 0

E
(
(Xn − a)+

)

6 1
b− a

(
sup
n > 0

E
(
X+

n
)
+ |a|

)
< ∞.

La dernière inégalité est une conséquence de l’hypothèse du théorème.
En particulier, ceci prouve que Ua,b est fini presque sûrement. L’événement

N a,b =

{
lim inf

n→∞
Xn 6 a < b ≤ lim sup

n→∞
Xn

}
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est de probabilité nulle car il correspond aux trajectoires qui oscillent un nombre infini de
fois de part et d’autre de l’intervalle [a, b]. En prenant l’union sur les rationnels, on voit
que

N =

{
lim inf

n→∞
Xn < lim sup

n→∞
Xn

}
=
⋃{
N a,b; a, b ∈ Q, a < b

}

est négligeable, comme union dénombrable d’ensembles négligeables. Ceci montre bien
que X∞ = limn Xn existe presque sûrement.

Pour montrer que X∞ appartient à L1, il suffit d’utiliser le lemme de Fatou et la borne
uniforme dans L1

E
(∣∣X∞

∣∣) = E
(

lim inf
n→∞

∣∣Xn
∣∣
)

6 lim inf
n→∞

E
(∣∣Xn

∣∣) 6 sup
n > 0

E
(∣∣Xn

∣∣) < ∞.

Démonstration du corollaire 11.6. Si {Xn}n > 0 est une martingale positive alors pour tout n

E(|Xn|) = E(Xn) = E(X0) < ∞

et l’hypothèse du théorème 11.5 est bien satisfaite.

Plus généralement le théorème 11.5 s’applique à des sous-martingales satisfaisant
l’hypothèse supn > 0 E(X+

n ) < ∞. En effet, une sous-martingale {Xn}n > 0 est bornée dans
L1 si et seulement si supn > 0 E(X+

n ) < ∞

E(|Xn|) = E(X+
n ) + E(X−n ) = 2E(X+

n )−E(Xn) 6 2E(X+
n )−E(X0).

En particulier, si la sous-martingale est bornée supérieurement on a bien supn > 0 E(X+
n ) <

∞.
Si {Xn}n > 0 est une surmartingale bornée inférieurement, il suffit d’appliquer le théo-

rème à la sous-martingale {−Xn}n > 0.

Remarque 11.8. Bien que la limite X∞ dans le théorème 11.5 soit dans L1, la convergence n’a
pas toujours lieu dans L1. Pour le voir, considérons S = {Sn}n > 0 la marche aléatoire symétrique
définie en (10.1)

S0 = 1, n > 1, Sn = 1 +
n

∑
k=1

ξi avec P(ξi = ±1) =
1
2

et T0 est le premier temps d’atteinte de 0 pour cette marche. Comme S est une martingale, le
processus arrêté ST0 est aussi une martingale par la proposition 10.5. Il s’agit d’une martingale
positive et donc elle converge presque sûrement par le corollaire 11.6. De plus

∀n > 0, E(ST0
n ) = E(S0) = 1.

D’après le théorème 4.4 de Polya, la marche aléatoire en dimension 1 est récurrente et T0 est fini
presque sûrement. On en déduit que n ∧ T0 converge vers T0 quand n tend vers l’infini et

ST0
n

p.s.−−−→
n→∞

ST0 = 0.
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Cependant, on ne peut pas passer à la limite dans l’espérance

1 = lim
n→∞

E(ST0
n ) 6= E(ST0) = 0. (11.9)

Par conséquent la convergence n’a pas lieu dans L1

lim
n→∞

E
(∣∣ST0

n − ST0

∣∣
)
6= 0.

Quand n est grand, une trajectoire atteint 0 avant le temps n avec grande probabilité, cepen-
dant avec une faible probabilité certaines trajectoires ne vont pas toucher 0 et vont prendre de très
grandes valeurs au temps n. Ces rares fluctuations de la marche aléatoire suffisent à expliquer la
différence entre les 2 expressions dans (11.9) (cf. figure 10.2).

11.4 Application : le modèle de Wright-Fisher

La dérive génétique correspond au changement de la proportion d’un allèle au sein
d’une population par l’effet du hasard, indépendamment de la sélection naturelle ou des
migrations. Le modèle de Wright-Fisher propose une interprétation simplifiée du rôle de
l’aléatoire dans l’évolution pour illustrer le mécanisme de dérive génétique.

L’enjeu est de décrire l’évolution de la répartition de deux allèles A et a au sein d’une
population asexuée de taille constante N. Le mécanisme de reproduction est supposé
aléatoire et chaque individu de la génération n + 1 choisit son parent uniformément dans
la génération n de manière indépendante. Ainsi, si Xn est le nombre d’allèles A à la gé-
nération n, alors Xn+1 sachant Xn a une distribution binomiale

P(Xn+1 = k
∣∣Xn) =

(
N
k

) (
Xn

N

)k (
1− Xn

N

)N−k

.

On suppose qu’initialement X0 est fixé dans {0, . . . , N}. Une façon simple de représenter
Xn+1 en fonction de Xn consiste à définir les variables aléatoires

ξi,n = 1{Ui,n 6 Xn
N }

où les Ui,n sont des variables aléatoires indépendantes et distribuées uniformément sur
[0, 1]. On peut ainsi réécrire

Xn+1 =
N

∑
i=1

ξi,n avec P
(
ξi,n = 1

∣∣Xn
)
=

Xn

N
= 1−P

(
ξi,n = 0

∣∣Xn
)

(11.10)

Les variables ξi,n prennent la valeur 1 si l’allèle du parent est A et 0 sinon. On pose Fn =
σ(Xi, i 6 n). Le processus {Xn}n > 0 est une martingale car

E
(
Xn+1|Fn

)
=

N

∑
k=1

E(ξk,n
∣∣Xn) = N

Xn

N
= Xn .

Les variables Xn sont bornées uniformément. Elles convergent donc, par le théorème 11.1,
dans L2 et presque sûrement vers une limite X∞.
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Pour déterminer cette limite, nous définissons une nouvelle martingale

n > 0, Mn =

(
N

N − 1

)n

Xn(N − Xn).

La propriété de martingale se vérifie facilement en utilisant la décomposition (11.10)

(
N − 1

N

)n+1

E(Mn+1 |Fn) = E(Xn+1(N − Xn+1)|Fn) = NE(Xn+1|Fn)−E(X2
n+1|Fn)

= NXn −∑
i 6=j

E(ξi,nξ j,n
∣∣Xn)−

N

∑
i=1

E(ξi,n
∣∣Xn)

= NXn − N(N − 1)
(

Xn

N

)2

− Xn

=
N − 1

N
Xn(N − Xn) =

(
N − 1

N

)n+1

Mn.

On en déduit que

E
(
Xn(N − Xn)

)
=

(
N − 1

N

)n

E(Mn) =

(
N − 1

N

)n

E(M0) =

(
N − 1

N

)n

X0(N − X0).

Comme Xn converge vers X∞ et est uniformément bornée par N, le théorème de conver-
gence dominée implique

0 6 E
(
X∞(N − X∞)

)
= lim

n
E
(
Xn(N − Xn)

)

= lim
n

(
N − 1

N

)n

X0(N − X0) = 0.

On conclut que E(X∞(N− X∞)) = 0 et donc X∞ vaut 0 ou N presque sûrement. La suite
Xn converge vers X∞ ∈ {0, N} et ne prend que des valeurs discrètes, par conséquent il
existe un temps aléatoire presque sûrement fini

τ = inf{n > 0; Xn = 0 ou Xn = N}

au-delà duquel Xn = 0 ou Xn = N pour tout n > τ. Ceci montre que presque sûrement
un des allèles disparaît.

Nous allons montrer que la probabilité de disparition de l’allèle A vaut

P
(
Xτ = 0

)
= 1− X0

N
.

La martingale {Xn}n > 0 est bornée et τ est fini presque sûrement, par conséquent ce
résultat s’obtient en appliquant le théorème 10.6 d’arrêt de Doob (cas (ii))

X0 = E(Xτ) = E(1Xτ=0Xτ) + E(1Xτ=NXτ) = N
(
1−P

(
Xτ = 0

))
.
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Revenons maintenant sur la nature de la convergence de la martingale {Mn}n > 0. Les
résultats précédents ont montré que

P
(
∃n tel que ∀k > n, Xk(N − Xk) = 0

)
= 1

et donc
P
(
∃n tel que ∀k > n, Mk = 0

)
= 1.

Cela signifie que Mn converge vers 0 presque sûrement. Cependant si X0 6∈ {0, N}, alors
Mn ne peut pas converger vers 0 dans L1 car

E(|Mn −M∞|) = E(Mn) = M0 6= 0

où M0 = X0(N − X0) 6= 0.

11.5 Martingales fermées

Pour que la convergence dans le théorème 11.5 ait lieu dans L1, il est nécessaire de
considérer une classe particulière de martingales.

Définition 11.9 (Martingales fermées). Un processus aléatoire {Mn}n > 0 est une martingale
fermée s’il existe une variable aléatoire intégrable M∞ telle que Mn = E

(
M∞

∣∣Fn
)

pour tout
n > 0.

Toute l’information d’une martingale fermée est codée dans une variable aléatoire
limite. Les séries aléatoires illustrent cette notion car pour α > 1/2

∀n > 1, Mn =
n

∑
i=1

ζi

iα

L2

−−−→
n→∞

M∞ :=
∞

∑
i=1

ζi

iα
.

On vérifie alors que la martingale {Mn}n > 1 est fermée pour la filtrationFn = σ(ζi, i 6 n),
car Mn = E

(
M∞

∣∣Fn
)
.

Dans le cas du théorème 11.5, si la convergence n’a pas lieu dans L1, une partie de
l’information sur le processus a disparu dans le passage à la limite. Ainsi, la martingale
arrêtée définie dans la remarque 11.8 ne converge pas dans L1 et elle n’est pas fermée.
Un autre exemple est donné par la martingale

Mn = exp

(
n

∑
i=1

ξi −
1
2

n

)
,

où {ξi}i > 1 est une suite de variables aléatoires gaussiennes N (0, 1) indépendantes et
identiquement distribuées. Par la loi des grands nombres 1

n ∑n
i=1 ξi converge vers 0 et

donc Mn converge vers M∞ = 0 presque sûrement. La limite ne contient plus d’informa-
tion sur le processus et la martingale {Mn}n > 1 n’est pas fermée.

Il faut donc renforcer l’hypothèse

sup
n > 0

E(|Mn|) < ∞
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du théorème 11.5 pour obtenir une convergence dans L1 et la propriété de martingale
fermée. Nous allons voir maintenant qu’il suffit de modifier très légèrement cette hypo-
thèse et de supposer qu’il existe p > 1 tel que supn > 0 E(|Mn|p) < ∞ pour que {Mn}n > 0
soit une martingale fermée (cf. remarque 11.11). La convergence a alors lieu dans Lp et
donc aussi dans L1.

Théorème 11.10 (Convergence dans Lp). Soit p > 1 et {Mn}n > 0 une martingale telle que

sup
n

E(|Mn|p) < ∞. (11.11)

Alors {Mn}n > 0 est fermée et il existe M∞ dans Lp, mesurable pour F∞ = σ
(⋃

n > 0 Fn
)

telle
que

∀n > 0, Mn = E
(

M∞
∣∣Fn

)
.

De plus, {Mn}n > 0 convergence vers M∞ presque sûrement et dans Lp

lim
n→∞

E
((

Mn −M∞
)p
)
= 0.

Ce résultat généralise la convergence L2 du théorème 11.1.

Démonstration. Par l’inégalité de Hölder, la borne uniforme (11.11) dans Lp implique que
supn E(|Mn|) < ∞. Par conséquent le théorème 11.5 s’applique et on en déduit que Mn
converge presque sûrement vers une variable M∞ mesurable pour F∞ (cf. Proposition
A.13).

La borne uniforme (11.11) permet de retrouver la convergence dans Lp car l’inégalité
maximale de Doob (théorème 10.9) implique que M∗n = supk 6 n |Mk| satisfait

‖M∗n‖p 6 p
p− 1

‖Mn‖p pour tout n > 0,

avec la notation ‖X‖p = E(|X|p)1/p. Comme la suite n → M∗n est croissante, la limite
M∗∞ = supk M∗k existe. Par le théorème de convergence monotone et l’hypothèse (11.11),
on vérifie que M∗∞ est dans Lp

‖M∗∞‖p = lim
n→∞
‖M∗n‖p 6 p

p− 1
sup
n > 0
‖Mn‖p < ∞.

On en déduit une borne uniforme sur la martingale et sa limite

n > 0, |Mn| 6 M∗∞ et |M∞| 6 M∗∞.

Par conséquent, le théorème de convergence dominée s’applique et la convergence a
aussi lieu dans Lp

Mn
Lp
−−−→
n→∞

M∞.

Il ne reste plus à vérifier que Mn = E(M∞|Fn). Soit A un événement arbitraire dans
Fn. Comme {Mn}n > 0 est une martingale, on observe que pour tout N > n

|E ((Mn −M∞)1A)| = |E ((MN −M∞)1A)| 6 E
(∣∣MN −M∞

∣∣) −−−→
N→∞

0.
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Par conséquent, pour tout A ∈ Fn

E((Mn −M∞)1A) = 0

ce qui montre bien que Mn = E(M∞|Fn).

Remarque 11.11. Pour mieux comprendre le rôle de l’hypothèse (11.11) sur la norme Lp, re-
prenons l’exemple de la loterie vu dans la remarque 10.7. Si le gain est modélisé par une variable
aléatoire prenant 2 valeurs

P(XN = N) =
1
N

, P(XN = 0) = 1− 1
N

,

alors le gain moyen est constant E(XN) = 1, même si XN tend vers 0 presque sûrement quand
N tend vers l’infini. Nous avons déjà interprété ce phénomène par l’existence de fluctuations très
rares. La norme Lp permet de mettre en évidence ces fluctuations

E(Xp
N) =

1
N

Np −−−→
n→∞

∞ dès que p > 1.

L’hypothèse (11.11) est donc naturelle car si elle est satisfaite, le processus aléatoire ne pourra pas
trop fluctuer et on s’attend à une convergence dans un sens très fort.

L’hypothèse (11.11) sur la borne Lp peut être améliorée en considérant la classe des
processus uniformément intégrables définie ci-dessous (voir aussi la définition B.12).
Cette notion peut être omise en première lecture.

Définition 11.12 (Uniforme intégrabilité). Un processus {Xn}n > 0 est dit uniformément
intégrable si

lim
c→∞

sup
n

E
(
|Xn|1{|Xn| > c}

)
= 0.

L’uniforme intégrabilité permet de renforcer la convergence en probabilité pour obte-
nir l’équivalence

Xn
L1

−−−→
n→∞

X ⇔





Xn
probabilité−−−−−→

n→∞
X

{Xn}n > 0 est uniformément intégrable

démontrée dans le théorème B.13.

Le résultat suivant caractérise la convergence des martingales dans L1. On notera
F∞ = σ

(
∪n > 0 Fn

)
la σ-algèbre limite.

Théorème 11.13 (?). Soit M = {Mn}n > 0 une martingale. Les deux assertions suivantes sont
équivalentes :

(i) M est fermée, i.e. il existe M∞ dans L1, mesurable pour F∞, telle que pour tout n > 0

Mn = E(M∞|Fn)

et la convergence Mn → M∞ a lieu dans L1 et presque sûrement.
(ii) M est uniformément intégrable.



170 CHAPITRE 11. CONVERGENCE DES MARTINGALES

Démonstration. La preuve se décompose en deux étapes.
(i)=⇒ (ii) :

Comme M∞ appartient à L1(A, P), on déduit du lemme A.20 que pour ε > 0, il existe
δ > 0 tel que

E(|M∞| 1A) 6 ε pour tout A ∈ A de mesure P(A) 6 δ. (11.12)

D’après l’inégalité de Jensen, on a

|Mn| 6 E
(
|M∞|

∣∣ Fn
)

pour tout n > 0. (11.13)

L’inégalité de Chebychev et la propriété des projections itérées de l’espérance condition-
nelle impliquent donc

P
(
|Mn| > c

)
6 E(|Mn|)

c
6 E (E(|M∞| |Fn))

c
=

E(|M∞|)
c

6 δ pour c assez grand.

On peut donc appliquer (11.12) à l’événement A = {|Mn| > c} pour obtenir

ε > E
(
|M∞|1{|Mn| > c}

)
= E

(
E(|M∞| |Fn) 1{|Mn| > c}

)
> E

(
|Mn|1{|Mn| > c}

)

où nous avons utilisé la propriété des projections itérées de l’espérance conditionnelle et
(11.13).

(ii)=⇒ (i) :
Pour la réciproque supposons maintenant que M soit uniformément intégrable. Alors

supn E(|Mn|) < ∞ et on retrouve le cadre du théorème 11.5 qui assure l’existence d’une
variable aléatoire M∞ dans L1 telle que Mn → M∞ presque sûrement. Dans le reste de
cette preuve, nous allons montrer que cette convergence a lieu dans L1 et que Mn =
E(M∞|Fn) pour tout n > 0.

Pour c > 0, on définit la fonction

x ∈ R, fc(x) = x1|x| 6 c + c1x>c − c1x<−c

et on décompose

E (|Mn −M∞|) ≤ E (| fc(Mn)−Mn|) + E (| fc(M∞)−M∞|)
+E (| fc(Mn)− fc(M∞)|) .

On fixe ε > 0. Comme
| fc(x)− x| 6 |x|1|x| > c

l’uniforme intégrabilité assure l’existence d’une constante c0 > 0 telle que pour c > c0 et
pour tout n > 0

E (| fc(Mn)−Mn|) 6 ε/2.

De plus (11.12) implique que pour c assez grand

E (| fc(M∞)−M∞|) 6 ε/2.
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Comme la fonction fc est continue bornée, on déduit du théorème de convergence domi-
née que

E (| fc(Mn)− fc(M∞)|) 6 ε pour n assez grand.

On a finalement E (|Mn −M∞|) 6 2ε. Ceci prouve la convergence dans L1 de Mn vers
M∞.

Finalement, on peut démontrer que Mn = E(M∞|Fn) en suivant la même stratégie
qu’à la fin de la preuve du théorème 11.10.

11.6 Théorème central limite

Dans cette section, nous montrons d’abord un théorème central limite pour des mar-
tingales que nous étendrons ensuite aux chaînes de Markov.

11.6.1 Théorème central limite pour les martingales

Soient {Xn}n > 0 des variables aléatoires indépendantes, identiquement distribuées
telles que

E(X1) = 0, E(X2
1) = σ2.

Le théorème central limite (rappelé théorème B.23) implique, après normalisation, la
convergence en loi de Mn = ∑n

i=1 Xi vers une variable gaussienne centrée de variance
σ2 notée N (0, σ2)

1√
n

Mn
loi−−−→

n→∞
N (0, σ2).

Dans cet énoncé, {Mn}n > 0 est une martingale dont les accroissements sont indépen-
dants. Le résultat suivant généralise le théorème central limite aux martingales (dont les
accroissements ne sont plus indépendants mais satisfont certaines propriétés).

Théorème 11.14. Soit {Mn}n > 0 une martingale dont les accroissements ∆Mn = Mn −Mn−1
vérifient les propriétés suivantes :

(i) il existe une constante σ2 pour laquelle la convergence ci-dessous a lieu en probabilité

1
n
〈M〉n :=

1
n

n

∑
k=1

E
(
(∆Mk)

2 | Fk−1
) P−−−→

n→∞
σ2. (11.14)

Rappelons que le crochet 〈M〉n de la martingale a déjà été introduit dans la définition 11.2.
(ii) il existe une constante α > 2 telle que la convergence ci-dessous a lieu en probabilité

1
nα/2

n

∑
k=1

E ( |∆Mk|α | Fk−1)
P−−−→

n→∞
0. (11.15)

Sous ces deux conditions, la martingale renormalisée converge en loi

1√
n

Mn
loi−−−→

n→∞
N (0, σ2). (11.16)
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Si la martingale Mn = ∑n
i=1 Xi est une somme de variables indépendantes, la condi-

tion (11.14) se résume au calcul de la variance de X1 car 〈M〉n = nE(X2
1). Le critère

(11.15), dit de Lyapounov, est automatiquement vérifié dès que les variables Xi ont un
moment d’ordre α > 2 car dans ce cas

1
nα/2

n

∑
k=1

E (|∆Mk|α | Fk−1) = n1−α/2 E(|X1|α) −−−→n→∞
0.

Pour des variables indépendantes, la condition α > 2 ne permet pas de retrouver exac-
tement le théorème central limite B.23 qui s’applique sous l’hypothèse plus faible de va-
riance finie E(X2

1) < ∞. Cependant le critère (11.15) peut être généralisé par la condition
de Lindeberg (cf. [3] théorème 3.9.1)

∀ε > 0,
1
n

n

∑
k=1

E
(
|∆Mk|2 1{|∆Mk |2>εn} | Fk−1

)
P−−−→

n→∞
0

qui implique aussi le théorème central limite B.23 pour des variables indépendantes. La
normalisation par

√
n dans (11.16) provient du comportement asymptotique des incré-

ments (11.14). D’autres types de normalisation existent sous des hypothèses plus géné-
rales (cf. [3] théorème 3.9.1).

Démonstration. Pour simplifier la preuve, nous allons renforcer l’hypothèse (ii) et rempla-
cer la condition (11.15) par la borne suivante

∀k > 1, E
(
|∆Mk|3 | Fk−1

)
6 K, (11.17)

avec K une constante fixée. Cette hypothèse simplificatrice permet en particulier de ga-
rantir, en utilisant l’inégalité de Hölder, la majoration suivante

∀n > 1, E
(
(∆Mn)

2 | Fn−1
)
6 E

(
|∆Mn|3 | Fn−1

)2/3 6 K2/3, (11.18)

et une borne uniforme sur 1
n 〈M〉n

∀n > 1,
∣∣∣∣
〈M〉n

n

∣∣∣∣ 6
1
n

n

∑
k=1

E
(
(∆Mk)

2 | Fk−1
)
6 K2/3. (11.19)

Comme dans le cas des sommes de variables indépendantes, pour prouver le théo-
rème 11.14, il suffit de montrer la convergence des fonctions caractéristiques

∀u ∈ R, lim
n→∞

E

[
exp

(
i

u√
n

Mn

)]
= exp

(
−σ2 u2

2

)
(11.20)

pour en déduire ensuite la convergence vers une loi gaussienne par le théorème B.15 de
Lévy. L’étape principale vers ce résultat sera d’établir la limite suivante

∀u ∈ R, lim
n→∞

E

[
exp

(
i

u√
n

Mn +
u2

2n
〈M〉n

)]
= 1. (11.21)
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En effet, supposons pour le moment le résultat (11.21) et montrons qu’il implique la
convergence (11.20). Pour tout u dans R et ε dans ]0, 1[, on peut écrire

∣∣∣∣E
[

exp
(

i
u√
n

Mn

)]
exp

(
σ2 u2

2

)
−E

[
exp

(
i

u√
n

Mn +
u2

2n
〈M〉n

)]∣∣∣∣

6 E

[∣∣∣∣exp
(

σ2 u2

2

)
− exp

(
u2

2n
〈M〉n

)∣∣∣∣
]

6 C1ε P

[∣∣∣∣
〈M〉n

n
− σ2

∣∣∣∣ 6 ε

]
+ C2 P

[∣∣∣∣
〈M〉n

n
− σ2

∣∣∣∣ > ε

]
,

où la dernière inégalité est obtenue en utilisant la régularité de la fonction x 7→ exp( u2

2 x)
et la borne uniforme (11.19). Les constantes C1, C2 dépendent de K, u, σ2 mais pas de ε. En
utilisant la convergence en probabilité de l’hypothèse (i) pour contrôler la limite n → ∞,
puis en laissant tendre ε vers 0, on conclut que

lim
n→∞

∣∣∣∣E
[

exp
(

i
u√
n

Mn

)]
exp

(
σ2 u2

2

)
−E

[
exp

(
i

u√
n

Mn +
u2

2n
〈M〉n

)]∣∣∣∣ = 0.

Il ne reste plus qu’à appliquer le résultat (11.21) pour en déduire la convergence (11.20)
de la fonction caractéristique.

Nous allons maintenant prouver la convergence (11.21) en décomposant la contribu-
tion de chaque accroissement. Pour cela, fixons n et posons pour tout k dans {1, . . . , n}

Zk = exp
(

i
u√
n

∆Mk +
u2

2n
E
(
(∆Mk)

2 | Fk−1
))

. (11.22)

Un développement de Taylor permet d’obtenir l’inégalité suivante pour tout z dans C

∣∣∣∣exp(z)− 1− z− 1
2

z2
∣∣∣∣ 6 |z|3 exp(|Re(z)|),

où Re(z) représente la partie réelle de z. Cette inégalité implique

E
(

Zk

∣∣∣Fk−1

)
=1 + E

(
i

u√
n

∆Mk +
u2

2n
E
(
(∆Mk)

2 | Fk−1
)
| Fk−1

)
(11.23)

+
1
2

E

(
−u2

n
(∆Mk)

2 + i
u3

n3/2 ∆Mk E
(
(∆Mk)

2 | Fk−1
) ∣∣∣Fk−1

)
+ Rk,

avec un reste Rk majoré par

|Rk| 6 E

(
u4

8n2 E
(
(∆Mk)

2 | Fk−1
)2
∣∣∣Fk−1

)

+ E

(∣∣∣i u√
n

∆Mk +
u2

2n
E
(
(∆Mk)

2 | Fk−1
) ∣∣∣

3
exp

(
u2

2n
E
(
(∆Mk)

2 | Fk−1
)) ∣∣∣Fk−1

)

6 C
n3/2 . (11.24)



174 CHAPITRE 11. CONVERGENCE DES MARTINGALES

La dernière majoration est une conséquence de l’estimation (11.18) et la constante C ne
dépend que de K et u.

La structure de martingale permet d’obtenir les identités suivantes

E
(

∆Mk

∣∣∣Fk−1

)
= 0 et E

(
∆Mk E

(
(∆Mk)

2 | Fk−1
) ∣∣∣Fk−1

)
= 0

et ainsi de simplifier (11.23)

1 6 k 6 n, E
(

Zk

∣∣∣Fk−1

)
= 1 + Rk. (11.25)

Nous sommes maintenant en mesure de prouver (11.21). Comme 〈M〉n − 〈M〉n−1 =
E
(
(∆Mn)2 | Fn−1

)
, on peut décomposer en fonction du dernier incrément

E

[
exp

(
i

u√
n

Mn +
u2

2n
〈M〉n

)]
= E

[
exp

(
i

u√
n

Mn−1 +
u2

2n
〈M〉n−1

)
Zn

]

= E

[
exp

(
i

u√
n

Mn−1 +
u2

2n
〈M〉n−1

)
E
(

Zn

∣∣∣Fn−1

)]

= E

[
exp

(
i

u√
n

Mn−1 +
u2

2n
〈M〉n−1

)
(1 + Rn)

]
,

où la dernière égalité repose sur l’identité (11.25) avec k = n. Il suffit alors d’utiliser la
majoration (11.24) de Rn et le fait que 1

n−1 〈M〉n−1 soit borné (11.19) pour conclure que
∣∣∣∣E
[

exp
(

i
u√
n

Mn +
u2

2n
〈M〉n

)]
−E

[
exp

(
i

u√
n

Mn−1 +
u2

2n
〈M〉n−1

)]∣∣∣∣ 6
C

n3/2 .

En itérant n fois le calcul précédent, on en déduit
∣∣∣∣E
[

exp
(

i
u√
n

Mn +
u2

2n
〈M〉n

)]
−E

[
exp

(
i

u√
n

M1 +
u2

2n
〈M〉1

)]∣∣∣∣ (11.26)

6
n

∑
k=2

∣∣∣∣E
[

exp
(

i
u√
n

Mk +
u2

2n
〈M〉k

)]
−E

[
exp

(
i

u√
n

Mk−1 +
u2

2n
〈M〉k−1

)]∣∣∣∣ 6
C√

n
.

Dans (11.26), le terme exponentiel impliquant M1 et 〈M〉1 converge vers 1 presque sûre-
ment quand n tend vers l’infini. Comme 〈M〉1 est borné d’après (11.19), il suffit d’appli-
quer le théorème de convergence dominée pour en déduire

lim
n→∞

E

[
exp

(
i

u√
n

M1 +
u2

2n
〈M〉1

)]
= 1.

Par l’inégalité (11.26), ceci démontre la limite (11.21) et conclut la preuve du théorème
central limite.

11.6.2 Inégalité de Hoeffding

Le théorème central limite 11.14 fournit un résultat asymptotique de l’écart entre Mn
et sa moyenne. Le théorème suivant permet d’estimer les fluctuations pour des valeurs
de n fixées.
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Théorème 11.15 (Inégalité de Hoeffding). Soit {Mn}n > 0 une martingale telle que M0 = 0
et dont les accroissements ∆Mn = Mn −Mn−1 sont majorés par une suite {Kn}n > 1

∀n > 1, |∆Mn| 6 Kn .

Alors, pour tout x > 0 et n > 1

P
(
|Mn| > x

)
6 2 exp

(
− x2

2 ∑n
i=1 K2

i

)
. (11.27)

L’hypothèse du théorème sur les accroissements rappelle la condition (11.14).

Appliquons cette inégalité au cas d’une marche aléatoire symétrique Sn = ∑n
i=1 ξi où

les {ξi}i > 1 sont des variables aléatoires indépendantes centrées et identiquement distri-
buées à valeurs dans [−1, 1]. L’hypothèse sur les accroissements est donc satisfaite avec
Kn = 1 et par conséquent

∀u > 0, P
(∣∣Sn

∣∣ > u
)
6 2 exp

(
− u2

2n

)
.

En particulier, on peut remplacer u par nε avec ε > 0

P

(∣∣∣Sn

n

∣∣∣ > ε

)
6 2 exp

(
−nε2

2

)
.

La probabilité de s’écarter de l’espérance est donc exponentiellement petite en n.
On peut aussi remplacer u par x

√
n pour tout x > 0

P

(∣∣∣ Sn√
n

∣∣∣ > x
)

6 2 exp
(
− x2

2

)
.

Cette borne supérieure rappelle l’asymptotique du théorème central limite, mais elle est
cette fois valable pour tout n. Ceci est intéressant en pratique car le nombre de données
disponibles est parfois faible et cette borne théorique permet de quantifier les écarts dus
aux fluctuations.

Démonstration. La preuve se décompose en deux étapes.

Étape 1. Soit Z une variable aléatoire à valeurs dans [a, b] ⊂ R telle que E(Z) = 0. Nous
allons montrer que

∀λ ∈ R, E
(

eλZ
)

6 e
λ2
8 (b−a)2

.

Posons ψ(λ) = log E
(
eλZ). On vérifie aisément les faits suivants

ψ(0) = 0

ψ′(λ) =
E
(
Z eλZ)

E (eλZ)
, ψ′(0) = 0

ψ′′(λ) =
E
(
Z2 eλZ)E

(
eλZ)−

(
E
(
Z eλZ))2

(E (eλZ))
2 = VarPλ

(Z)
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où la mesure Pλ est définie par

Pλ(·) =
P
(
· eλZ)

E (eλZ)
·

Un développement de Taylor en 0 à l’ordre deux implique

ψ(λ) = ψ(0) + λ ψ′(0) +
∫ λ

0
(λ− s) ψ′′(s) ds =

∫ λ

0
(λ− s) ψ′′(s) ds

=
∫ λ

0
(λ− s) VarPs(Z) ds.

Pour estimer VarPλ
(Z), on utilise l’identité

VarPλ
(Z) = inf

m∈R

{
EPλ

(
(Z−m)2)}.

Comme Z est à valeurs dans [a, b], on a
∣∣∣∣Z−

a + b
2

∣∣∣∣ 6
b− a

2
.

Par conséquent, il suffit de choisir m = a+b
2 pour obtenir une borne supérieure sur la

variance

VarPλ
(Z) 6 EPλ

((
Z− a + b

2

)2
)

6 (b− a)2

4
·

Cette borne uniforme sur la variance permet d’obtenir l’inégalité cherchée

ψ(λ) 6
∫ λ

0
(λ− s)

(b− a)2

4
ds =

(b− a)2

8
λ2.

Étape 2. Supposons que

E (exp(λMn)) 6 exp

(
λ2

2

n

∑
i=1

K2
i

)
. (11.28)

On peut en déduire (11.27) en appliquant l’inégalité de Markov pour tout λ > 0

P (Mn > x) 6 E (exp(λMn)) exp(−λx) 6 exp

(
λ2

2

n

∑
i=1

K2
i − λx

)
.

Comme x > 0, l’optimisation de l’inégalité en λ conduit à choisir la valeur λ = x
/(

∑n
i=1 K2

i
)
> 0

pour obtenir

P (Mn > x) 6 exp
(
− x2

2 ∑n
i=1 K2

i

)
.

Par symétrie, cette inégalité est aussi vraie pour −Mn et on retrouve ainsi l’inégalité
(11.27).
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Il reste donc à démontrer (11.28). Pour cela, on écrit Mn comme la somme téléscopique
des accroissements

Mn =
n

∑
i=1

∆Mi avec ∆Mi = Mi −Mi−1

qui vérifient E(∆Mi | Fi−1) = 0 et qui sont à valeurs dans l’intervalle [−Ki, Ki]. En appli-
quant à

E
(

eλMn
)
= E

(
eλ ∑n

i=1 ∆Mi
)
= E

(
eλ ∑n−1

i=1 ∆Mi E
(

eλ ∆Mn
∣∣∣Fn−1

))

l’inégalité de la première étape (avec b− a = 2Kn) pour les espérances conditionnelles,
on en déduit

E
(

eλMn
)

6 E
(

eλ ∑n−1
i=1 ∆Mi

)
exp

(
λ2

2
K2

n

)
6 exp

(
λ2

2

n

∑
i=1

K2
i

)

où la dernière inégalité s’obtient par itération.

11.6.3 Théorème central limite pour les chaînes de Markov

On considère {Xn}n > 0 une chaîne de Markov irréductible sur un espace d’états E
fini. On notera P sa matrice de transition, π sa mesure invariante et Eπ l’espérance sous
π. Le théorème central limite 11.14 s’étend aux chaînes de Markov

Théorème 11.16. Soit f une fonction de E dans R alors la convergence en loi ci-dessous a lieu
quelle que soit la distribution de X0

1√
n

n

∑
j=0

[
f (Xj)−Eπ( f )

] loi−−−→
n→∞

γ et γ
loi
= N (0, σ2)

où la variance σ2 est définie en (11.29).

Démonstration. Quitte à changer f en f −Eπ( f ), on se ramène au cas Eπ( f ) = 0. L’idée
de la preuve consiste à comparer la somme ∑n

j=0 f (Xj) à une martingale afin d’utiliser le
théorème central limite 11.14 pour les martingales.

Étape 1 : Décomposition en martingale.
L’espace d’états E étant fini le critère de Doeblin est satisfait (5.18) et le théorème 5.11

s’applique

∀n > 0,
1
2

sup
x∈E

∣∣∣ ∑
y∈E

Pn(x, y) f (y)− π(y) f (y)
∣∣∣ 6 C exp(−cn) ‖ f ‖∞

où c, C > 0 sont des constantes indépendantes de f . Comme Eπ( f ) = 0, on en déduit

∀n > 0, sup
x∈E

∣∣Pn f (x)
∣∣ 6 2C exp(−cn) ‖ f ‖∞
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et la convergence de la série

∀x ∈ E, u(x) =
∞

∑
k=0

Pk f (x)

avec la notation P0 f (x) = f (x). La fonction u est bornée car l’espace d’états E est fini. On
remarque que

Pu(x) =
∞

∑
k=0

Pk+1 f (x) = u(x)− f (x).

Par conséquent f satisfait

∀x ∈ E, f (x) = u(x)− Pu(x).

La somme se décompose donc sous la forme

n

∑
j=0

f (Xj) = u(X0) +

[
n

∑
j=1

u(Xj)− Pu(Xj−1)

]
− Pu(Xn).

Soit Zj = u(Xj)− Pu(Xj−1). En appliquant la propriété de Markov, on obtient

E(Zj|Fj−1) = E
(
u(Xj)− Pu(Xj−1)

∣∣Fj−1
)
= E(u(Xj)|Xj−1)− Pu(Xj−1) = 0.

Par conséquent Mn = ∑n
j=1 Zj est une martingale et nous avons prouvé la décomposition

n

∑
j=0

f (Xj) = u(X0)− Pu(Xn) + Mn.

Les termes u et Pu sont bornés et ils ne contribuent pas à la limite ∑n
j=0 f (Xj)/

√
n. Il suffit

donc de vérifier la convergence en loi de Mn/
√

n.

Étape 2 : Théorème central limite.
Pour montrer que l’hypothèse (11.14) du théorème 11.14 est satisfaite, on remarque

que les accroissements de la martingale sont donnés par ∆Mj = u(Xj)− Pu(Xj−1). L’es-
pace E étant fini, la fonction u est bornée et par conséquent les accroissements ∆Mj aussi.

On peut réécrire E
(
(∆Mj)

2|Fj−1
)
= ψ(Xj−1) pour une certaine fonction ψ. Il suffit

donc d’appliquer le théorème ergodique 5.1 pour les chaînes de Markov afin d’en déduire
la convergence presque sûre

lim
n→∞

1
n

n

∑
j=1

E
(
(∆Mj)

2|Fj−1
)
= lim

n→∞

1
n

n

∑
j=1

ψ(Xj−1) = Eπ(ψ) = Eπ

(
(u(X1)− Pu(X0))

2).

Le théorème 11.14 permet de conclure que 1√
n ∑n

j=0 f (Xj) converge en loi vers une
variable gaussienne centrée de variance

σ2 = Eπ

(
(u(X1)− Pu(X0))

2). (11.29)

Le théorème central limite peut être généralisé au cas des espaces d’états dénom-
brables (cf. le livre [6]). En général, il n’est pas facile d’estimer la variance σ2 et il faut
utiliser les données de plusieurs trajectoires pour obtenir une estimation pertinente.



Chapitre 12

Applications des martingales

12.1 Cascades de Mandelbrot

Le phénomène de turbulence, observé fréquemment dans les écoulements de fluides
(liquides ou gaz), se caractérise par l’apparition de tourbillons de différentes tailles dont
la localisation et l’orientation varient très rapidement. Dans un écoulement turbulent la
dissipation de l’énergie met en jeu des échelles multiples : les grands tourbillons se di-
visent en plus petits tourbillons et transmettent ainsi l’énergie aux petites échelles. Les
mécanismes de la turbulence sont extrêmement compliqués et ils restent encore très mal
compris, du point de vue mathématique, si on cherche à décrire analytiquement l’écou-
lement d’un fluide à partir des équations de Navier-Stokes.

∅

1 2
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FIGURE 12.1 – Le schéma de gauche représente un arbre binaire de hauteur k = 2. Les énergies
se transmettent en fonction des variables aléatoires W. Sur le graphique de droite, les énergies à
l’échelle k = 2 sont tracées en énumérant les nœuds de l’arbre de gauche à droite. Chaque point
correspond à l’énergie d’une cellule. La même convention sera adoptée figure 12.2.

Pour modéliser simplement les transferts d’énergie dans un écoulement turbulent, B.
Mandelbrot a proposé une description où les différentes échelles du fluide sont codées
par un arbre. La racine de l’arbre, notée ∅, représente l’échelle macroscopique et les pe-
tites échelles sont indexées en fonction de la hauteur k > 1. Étant donnée une hauteur
k, un nœud de l’arbre binaire est déterminé par les indices {a1, a2, . . . , ak} ∈ {1, 2}k qui
décrivent le chemin entre la racine et ce nœud : on passe du niveau k− 1 au niveau k en
suivant la branche de gauche si ak = 1 et la branche de droite si ak = 2 (cf. figure 12.1).
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On considère aussi une collection de variables aléatoires indépendantes et identiquement
distribuées {Wa1,a2,...,ak} indexées par les nœuds de l’arbre telles que

Wa1,a2,...,ak > 0 et E(Wa1,a2,...,ak) = 1.

L’énergie E∅ = 1 est injectée à la racine, puis elle se répartit aléatoirement à l’échelle k = 1
sous la forme E1 = 1

2W1E∅ et E2 = 1
2W2E∅ en fonction des variables aléatoires W1, W2.

Ces énergies se divisent encore au niveau k = 2 de la façon suivante

E1,1 =
1
2

W1,1E1, E1,2 =
1
2

W1,2E1, E2,1 =
1
2

W2,1E2, E2,2 =
1
2

W2,2E2.

En itérant cette procédure, on construit une cascade d’énergie, dite cascade de Mandelbrot,
qui décrit la transmission de l’énergie de l’échelle macroscopique vers les plus petites
échelles (cf. figure 12.1). À la hauteur k, le nœud (a1, a2, . . . , ak) recevra l’énergie

Ea1,a2,...,ak =
1
2k Wa1 Wa1,a2 Wa1,a2,a3 . . . Wa1,a2,...,ak , (12.1)

dont la moyenne vaut E(Ea1,a2,...,ak) = 1
2k . Il s’agit d’une représentation très idéalisée

du transfert d’énergie dans un fluide. On peut imaginer que E∅ représente l’énergie
moyenne dans une boîte de taille 1. À l’échelle k, cette boîte est subdivisée en 2k pe-
tites cellules de taille 1

2k indexées par les nœuds à la hauteur k et l’énergie de la cellule
(a1, . . . , ak) vaut Ea1,a2,...,ak . L’énergie totale Êk de l’échelle k a une espérance constante

Êk = ∑
a1,a2,...,ak

Ea1,a2,...,ak et E(Êk) = 1, (12.2)

où la somme porte sur les 2k cellules. En moyenne, l’énergie totale est intégralement
conservée d’une échelle à l’autre, cependant le mécanisme de transmission conduit à une
répartition très irrégulière de l’énergie entre les différents nœuds de l’arbre comme on
peut le voir sur la figure 12.2. Les cascades de Mandelbrot permettent ainsi de reproduire
simplement le phénomène d’intermittence qui caractérise la turbulence.

Pour comprendre les transferts d’énergie dans l’arbre, nous allons d’abord suivre la
variation de l’énergie le long d’une branche. Considérons la branche dont tous les indices
ai valent 1 et notons l’énergie du nœud situé à l’échelle k par

ek =
1
2k W1 W1,1 W1,1,1 . . . W1,...,1 où on a choisi ai = 1, i 6 k. (12.3)

La suite des énergies {2kek}k > 1 est une martingale car il s’agit d’un processus multipli-
catif comme dans l’exemple (10.2). Cette martingale étant positive, elle converge presque
sûrement d’après le corollaire 11.6. Pour déterminer sa limite, commençons par réécrire
l’énergie en utilisant de nouvelles variables aléatoires

2kek = exp

(
k

∑
i=1

Xi

)
avec Xi = log

(
W1, . . . , 1︸ ︷︷ ︸

i fois

)
,
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FIGURE 12.2 – Sur le graphique de gauche, les énergies d’une cascade de Mandelbrot à l’échelle
k = 12 sont représentées en énumérant les nœuds de l’arbre de gauche à droite comme dans la
figure 12.1. On remarque une variabilité extrême dans la répartition de l’énergie qui se concentre
principalement dans certaines zones. Ceci rappelle un phénomène caractéristique de la turbu-
lence, nommé intermittence, où l’énergie est localisée dans des régions qui varient au cours du
temps et dont la répartition a des propriétés fractales. Les cascades de Mandelbrot possèdent
aussi une structure fractale et le schéma de droite correspond simplement à un agrandissement
des 1000 premières énergies du graphique de gauche.

où les variables aléatoires Xi sont indépendantes et identiquement distribuées. La fonc-
tion log étant strictement concave, l’inégalité de Jensen 1 implique que

E(Xi) < log E
(
W1,...,1

)
= 0.

Il suffit d’appliquer la loi des grands nombres à la suite {Xk}k > 1 pour en déduire la
convergence de la martingale {2kek}k > 1 presque sûrement vers 0 car

1
k

k

∑
i=1

Xi
p.s.−−→

k→∞
E(Xi) < 0 et donc 2kek

p.s.−−→
k→∞

0.

Ainsi le long de chaque branche de l’arbre, l’énergie renormalisée {2kek}k > 1 tend vers 0,
même si sa moyenne reste constante

∀k > 0, E(2kek) = 1.

Nous avons déjà rencontré des phénomènes semblables au chapitre 10 (cf. par exemple
la figure 10.2) et les mécanismes en jeu dans les cascades de Mandelbrot sont identiques.
De grandes fluctuations des variables 2kek compensent le comportement typique et suf-
fisent à maintenir une espérance constante à chaque échelle k. Ces fluctuations sont très
difficiles à observer en suivant simplement l’énergie le long d’une branche donnée car
la suite {2kek}k > 1 ne prendra que rarement de grandes valeurs. Les cascades de Man-
delbrot possèdent une structure beaucoup plus riche qui code en même temps 2k pro-
cessus aléatoires (fortement corrélés par l’organisation arborescente) à chaque hauteur k.
En simulant une cascade de Mandelbrot, on construit simultanément un nombre expo-
nentiellement grand de processus ce qui permet de voir les fluctuations de l’énergie car

1. Nous avons utilisé une amélioration de l’inégalité de Jensen présentée Proposition B.8 qui permet
d’obtenir une inégalité stricte car les variables W1,...,1 prennent au moins 2 valeurs distinctes.
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parmi tous ces processus, certains ne vont pas suivre le comportement typique (cf. figure
12.2). Pour illustrer ce phénomène, nous allons montrer maintenant que l’énergie totale
Êk définie en (12.2) se comporte asymptotiquement très différemment de l’énergie 2kek
associée à une cellule.

Théorème 12.1. Le processus aléatoire {Êk}k > 1 représentant l’énergie totale à l’échelle k est une
martingale pour la filtration engendrée par les σ-algèbres

Fk = σ
(

Wa1,a2,...,ak ; ai ∈ {1, 2}, i 6 k
)

.

Si E(W2
1 ) < 2, alors le processus {Êk}k > 1 converge dans L2 et presque sûrement vers une

variable aléatoire Ê telle que E
(
Ê
)
= 1. Sous l’hypothèse supplémentaire P(W1 > 0) = 1, la

limite Ê ne s’annule jamais, i.e. P(Ê > 0) = 1.

Sous les conditions du théorème 12.1, l’énergie totale Êk reste strictement positive
quand k tend vers l’infini. Par conséquent, l’énergie totale n’est pas gouvernée par le
comportement moyen des cellules mais par de grandes fluctuations de l’énergie qui sont
localisées dans des zones restreintes de l’arbre (cf. figure 12.2).

Démonstration du théorème 12.1. Par la définition (12.2), l’énergie totale Êk est mesurable
par rapport à Fk et elle peut se réecrire sous la forme

Êk = ∑
a1,...,ak

Wa1,a2,...,ak

2
Ea1,a2,...,ak−1 .

Pour vérifier que le processus {Êk}k > 1 est une martingale, il suffit d’utiliser l’indépen-
dance des variables aléatoires W et leurs moyennes E(Wa1,a2,...,ak) = 1

E
(
Êk
∣∣Fk−1

)
= ∑

a1,...,ak

E

(
Wa1,a2,...,ak

2
Ea1,a2,...,ak−1

∣∣∣Fk−1

)
= ∑

a1,...,ak

E

(
Wa1,a2,...,ak

2

)
Ea1,a2,...,ak−1

= ∑
a1,...,ak

1
2
Ea1,a2,...,ak−1 = ∑

a1,...,ak−1

Ea1,a2,...,ak−1 = Êk−1,

où le facteur 1
2 a été compensé par les 2 choix possibles pour ak ∈ {1, 2}.

La martingale {Êk}k > 1 étant positive, elle converge presque sûrement d’après le co-
rollaire 11.6. Nous allons maintenant prouver la convergence dans L2 de l’énergie totale
en évaluant E

(
Ê2

k

)
par récurrence. La stratégie consiste à décomposer un arbre de hau-

teur k en 2 arbres indépendants reliés par la racine comme dans la figure 12.3. L’énergie
totale du sous-arbre de gauche Ê (1)k−1 ne dépend que des variables W avec l’indice a1 = 1

Ê (1)k−1 = ∑
a2,...,ak

1
2k−1 W1,a2 W1,a2,a3 . . . W1,a2,...,ak .

Comme la pondération par 1
2W1 ne participe pas à l’énergie du sous-arbre, les variables

Ê (1)k−1 et W1 sont indépendantes. L’énergie Ê (2)k−1 se définit de façon analogue en se restrei-
gnant aux indices a1 = 2. L’énergie totale Êk peut donc se réécrire en fonction de l’énergie
des sous-arbres

Êk =
W1

2
Ê (1)k−1 +

W2

2
Ê (2)k−1. (12.4)
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1,1

∅

1
W1 W2

Ê(1)
k�1

<latexit sha1_base64="rqbd1aTgja8rAon9QViku+Kc7vY=">AAACBnicbZDLSsNAFIYn9VbrLepShMEi1IUlEUGXRRFcVrAXaGI4mU7aoZMLMxOhhKzc+CpuXCji1mdw59s4abvQ6g8DH/85hznn9xPOpLKsL6O0sLi0vFJeraytb2xumds7bRmngtAWiXksuj5IyllEW4opTruJoBD6nHb80WVR79xTIVkc3apxQt0QBhELGAGlLc/cd4agcOaEoIYEOL7KvWx0bOd3Wc0+yj2zatWtifBfsGdQRTM1PfPT6cckDWmkCAcpe7aVKDcDoRjhNK84qaQJkBEMaE9jBCGVbjY5I8eH2unjIBb6RQpP3J8TGYRSjkNfdxbryvlaYf5X66UqOHczFiWpohGZfhSkHKsYF5ngPhOUKD7WAEQwvSsmQxBAlE6uokOw50/+C+2Tuq355rTauJjFUUZ76ADVkI3OUANdoyZqIYIe0BN6Qa/Go/FsvBnv09aSMZvZRb9kfHwD26qYEQ==</latexit><latexit sha1_base64="rqbd1aTgja8rAon9QViku+Kc7vY=">AAACBnicbZDLSsNAFIYn9VbrLepShMEi1IUlEUGXRRFcVrAXaGI4mU7aoZMLMxOhhKzc+CpuXCji1mdw59s4abvQ6g8DH/85hznn9xPOpLKsL6O0sLi0vFJeraytb2xumds7bRmngtAWiXksuj5IyllEW4opTruJoBD6nHb80WVR79xTIVkc3apxQt0QBhELGAGlLc/cd4agcOaEoIYEOL7KvWx0bOd3Wc0+yj2zatWtifBfsGdQRTM1PfPT6cckDWmkCAcpe7aVKDcDoRjhNK84qaQJkBEMaE9jBCGVbjY5I8eH2unjIBb6RQpP3J8TGYRSjkNfdxbryvlaYf5X66UqOHczFiWpohGZfhSkHKsYF5ngPhOUKD7WAEQwvSsmQxBAlE6uokOw50/+C+2Tuq355rTauJjFUUZ76ADVkI3OUANdoyZqIYIe0BN6Qa/Go/FsvBnv09aSMZvZRb9kfHwD26qYEQ==</latexit><latexit sha1_base64="rqbd1aTgja8rAon9QViku+Kc7vY=">AAACBnicbZDLSsNAFIYn9VbrLepShMEi1IUlEUGXRRFcVrAXaGI4mU7aoZMLMxOhhKzc+CpuXCji1mdw59s4abvQ6g8DH/85hznn9xPOpLKsL6O0sLi0vFJeraytb2xumds7bRmngtAWiXksuj5IyllEW4opTruJoBD6nHb80WVR79xTIVkc3apxQt0QBhELGAGlLc/cd4agcOaEoIYEOL7KvWx0bOd3Wc0+yj2zatWtifBfsGdQRTM1PfPT6cckDWmkCAcpe7aVKDcDoRjhNK84qaQJkBEMaE9jBCGVbjY5I8eH2unjIBb6RQpP3J8TGYRSjkNfdxbryvlaYf5X66UqOHczFiWpohGZfhSkHKsYF5ngPhOUKD7WAEQwvSsmQxBAlE6uokOw50/+C+2Tuq355rTauJjFUUZ76ADVkI3OUANdoyZqIYIe0BN6Qa/Go/FsvBnv09aSMZvZRb9kfHwD26qYEQ==</latexit><latexit sha1_base64="rqbd1aTgja8rAon9QViku+Kc7vY=">AAACBnicbZDLSsNAFIYn9VbrLepShMEi1IUlEUGXRRFcVrAXaGI4mU7aoZMLMxOhhKzc+CpuXCji1mdw59s4abvQ6g8DH/85hznn9xPOpLKsL6O0sLi0vFJeraytb2xumds7bRmngtAWiXksuj5IyllEW4opTruJoBD6nHb80WVR79xTIVkc3apxQt0QBhELGAGlLc/cd4agcOaEoIYEOL7KvWx0bOd3Wc0+yj2zatWtifBfsGdQRTM1PfPT6cckDWmkCAcpe7aVKDcDoRjhNK84qaQJkBEMaE9jBCGVbjY5I8eH2unjIBb6RQpP3J8TGYRSjkNfdxbryvlaYf5X66UqOHczFiWpohGZfhSkHKsYF5ngPhOUKD7WAEQwvSsmQxBAlE6uokOw50/+C+2Tuq355rTauJjFUUZ76ADVkI3OUANdoyZqIYIe0BN6Qa/Go/FsvBnv09aSMZvZRb9kfHwD26qYEQ==</latexit>
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FIGURE 12.3 – Un arbre de hauteur k contient 2 arbres disjoints de hauteur k− 1 représentés en
bleu. Ce schéma illustre l’identité (12.4) où Ê (1)k−1 correspond à l’énergie totale du sous-arbre de

gauche et Ê (2)k−1 celle de celui de droite. Les énergies Ê (1)k−1 et Ê (2)k−1 sont indépendantes.

Les énergies Ê (1)k−1 et Ê (2)k−1 sont associées à des arbres disjoints et elles sont donc indépen-

dantes. L’identité (12.4) et l’indépendance des variables W1, W2, Ê (1)k−1, Ê (2)k−1 permettent
d’écrire

E
(
Ê2

k
)
=

1
2

E
(

W2
1
(
Ê (1)k−1

)2
)
+

1
2

E
(

W1W2 Ê (1)k−1Ê
(2)
k−1

)

=
1
2

E
(
W2

1
)

E
((
Ê (1)k−1

)2
)
+

1
2

E (W1)E (W2) E
(
Ê (1)k−1

)
E
(
Ê (2)k−1

)
.

Il suffit d’utiliser que E (W1) = 1 et le résultat E
(
Ê (1)k−1

)
= E

(
Ê (2)k−1

)
= 1 prouvé en (12.2)

pour obtenir une récurrence

k > 1, E
(
Ê2

k
)
=

E
(
W2

1

)

2
E
((
Ê (1)k−1

)2
)
+

1
2
=

E
(
W2

1

)

2
E
(
Ê2

k−1
)
+

1
2

.

Pour la dernière égalité, il suffit de remarquer que Ê (1)k−1 a la même loi que Êk−1. La suite
{E
(
Ê2

k

)
}k > 0 converge dès que E

(
W2

1

)
< 2. Elle est donc bornée dans L2

sup
k

E
(
Ê2

k
)
< ∞

et il ne reste plus qu’à appliquer le théorème 11.1 pour en déduire la convergence de
la martingale {Êk}k > 1 dans L2 (et presque sûrement) vers une variable aléatoire Ê de
moyenne égale à 1.

Supposons maintenant que E(W2
1 ) < 2 et P(W1 > 0) = 1, alors {Êk}k > 1 converge

presque sûrement et on peut passer à la limite dans l’identité (12.4) pour obtenir

Ê =
W1

2
Ê (1) + W2

2
Ê (2),

où Ê (1) et Ê (2) sont deux variables indépendantes, de même loi que Ê , obtenues comme
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la limite des variables Ê (1)k−1 et Ê (2)k−1. On en déduit que

P
(
Ê = 0

)
= P

(
{W1Ê (1) = 0} ∩ {W2Ê (2) = 0}

)
= P

(
W1Ê (1) = 0

)2

=
(

1−P
(

W1Ê (1) 6= 0
))2

=
(

1−P (W1 6= 0) P
(
Ê (1) 6= 0

))2
,

en utilisant l’indépendance entre W1 et Ê (1) (cf. figure 12.3) dans la dernière égalité.
Comme Ê et Ê (1) ont la même loi, l’égalité précédente se réécrit

P
(
Ê = 0

)
=
(

1−P (W1 > 0) P
(
Ê 6= 0

) )2
.

Sous l’hypothèse P (W1 > 0) = 1, la probabilité que l’énergie totale s’annule doit satis-
faire l’équation suivante

P
(
Ê = 0

)
= P

(
Ê = 0

)2
et donc P

(
Ê = 0

)
∈ {0, 1}.

La variable aléatoire Ê est positive, de moyenne E(Ê) = 1. Par conséquent, la seule solu-
tion possible de l’équation ci-dessus est P

(
Ê = 0

)
= 0. Ceci conclut le théorème 12.1.

Le théorème 12.1 démontre la converge de l’énergie totale dans L2 sous la condition
E(W2

1 ) < 2. Une étude plus précise des corrélations de l’énergie et de sa répartition dans
l’arbre permettrait de découvrir une structure fractale extrêmement riche qui dépasse le
cadre de ce cours. Les cascades de Mandelbrot ont joué un rôle important pour modéliser
des phénomènes variés et elles ont permis de poser les bases de l’analyse multifractale
et de la théorie du chaos multiplicatif. On pourra consulter l’article de Y. Heurteaux [16]
pour une introduction à ces deux domaines des mathématiques.

12.2 Mécanismes de renforcement

Les mécanismes de renforcement permettent de comprendre comment des compor-
tements individuels aléatoires peuvent générer des effets collectifs dans des contextes
variés. Le modèle de Wright-Fisher défini section 11.4 pour décrire la dérive génétique
peut être aussi interprété comme une forme de renforcement car l’évolution aléatoire fi-
nit par sélectionner un des allèles qui devient dominant. Nous allons illustrer d’autres
phénomènes de renforcement par quelques modèles probabilistes simples.

12.2.1 Urne de Pólya

À la suite d’une avancée technologique, un nouveau marché se développe avec diffé-
rents produits concurrents. Assez rapidement, on observe souvent l’émergence de stan-
dards : certains produits sont systématiquement délaissés par les consommateurs et d’au-
tres deviennent la norme. Ces choix ne sont pas toujours dictés par la supériorité techno-
logique d’un produit sur un autre. Le consommateur suit l’avis de ses proches et les ten-
dances du moment. Par exemple lors de l’achat d’un nouveau téléphone, un consomma-
teur va privilégier la marque qui propose le plus grand nombre d’applications, parallè-
lement, l’offre des applications va s’amplifier si le marché se développe. Les économistes
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parlent d’externalité de réseau pour décrire le fait que plusieurs individus en achetant le
même produit augmentent la valeur de ce produit en l’érigeant en standard.

L’urne de Pólya permet d’appréhender le phénomène précédent en le modélisant par
un choix aléatoire. Initialement, on considère une urne avec r boules rouges et v boules
vertes. On choisit une boule au hasard et on la replace dans l’urne en ajoutant en plus
une autre boule de la même couleur. Ceci revient à dire que le consommateur acquiert le
produit rouge ou le produit vert en fonction de la proportion des produits déjà vendus.

La proportion Xn des boules vertes après le nième-tirage est une martingale. En effet,
si il existe i boules rouges et j boules vertes au temps n alors

P

(
Xn+1 =

j + 1
i + j + 1

)
=

j
i + j

et P

(
Xn+1 =

j
i + j + 1

)
=

i
i + j

.

On a donc E(Xn+1|Fn) = Xn où Fn représente la σ-algèbre des choix jusqu’à l’instant n.
La martingale {Xn}n > 1 étant positive elle converge presque sûrement, par le corollaire
11.6, vers une variable aléatoire limite X∞ que nous allons déterminer maintenant. On
remarquera aussi que {Xn}n > 1 est bornée dans tout Lp et la convergence a donc aussi
lieu dans Lp avec p > 1 (cf. le théorème 11.10).

La probabilité que les m premiers tirages soient des boules vertes et les ` = n − m
suivants soient des boules rouges vaut

v
v + r

· v + 1
v + r + 1

· · · v + (m− 1)
v + r + (m− 1)

· r
v + r + m

· · · r + (`− 1)
v + r + (n− 1)

.

Tout autre tirage au sort de m boules vertes et ` boules rouges aura la même probabilité
car le dénominateur sera inchangé et les coefficients du numérateur seront simplement
permutés. Considérons le cas particulier r = 1 et v = 1, alors la probabilité qu’il y ait
m + 1 boules vertes au temps n s’écrit

P

(
Xn =

m + 1
n + 2

)
=

(
n
m

)
m!(n−m)!
(n + 1)!

=
1

n + 1
.

Le nombre de boules vertes est donc uniformément distribué à tout temps et X∞ aura
la loi uniforme sur [0, 1]. La proportion finale X∞ des boules vertes est aléatoire et est
déterminée principalement par l’aléa des choix initiaux. On observe un comportement
asymptotique stable et le nombre de boules vertes croît linéairement comme nX∞ quand
n devient grand : la proportion Xn reste figée quand n est grand (cf. figure 12.4).

Pour des données initiales générales, X∞ suit une loi beta sur [0, 1] de paramètres
(v, r) dont la densité s’écrit

fX∞(x) =
(v + r− 1)!

(v− 1)! (r− 1)!
(1− x)r−1xv−1. (12.5)

12.2.2 Graphes aléatoires de Barabási-Albert

Les processus de renforcement sont multiples et ils façonnent de nombreux aspects
de la vie courante. Par exemple, les réseaux sociaux ou le réseau internet peuvent être
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FIGURE 12.4 – La proportion Xn de boules vertes est représentée dans trois réalisations de l’urne
de Pólya avec 1000 tirages au sort. Les fluctuations initiales sont importantes, mais la proportion
se stabilise très vite et reste ensuite asymptotiquement constante.

interprétés comme des graphes aléatoires dont les structures ont de nombreuses simi-
larités. Les interconnections dans ces graphes sont très différentes du modèle d’Erdös-
Rényi évoqué section 4.4.2. En particulier, il existe des sites avec un très grand nombre de
connections et la statistique des degrés de ces graphes est souvent régie par des lois de
puissance. Ces graphes se sont constitués au fil du temps sans suivre un dessein préétabli.
De nombreux modèles ont été proposés pour essayer de décrire cette "auto-organisation"
et les lois correspondantes. Barabási et Albert ont proposé dans leur article [1] un méca-
nisme de renforcement, que nous allons présenter ci-dessous, pour construire dynami-
quement des graphes dont les degrés ont des propriétés statistiques similaires à celles
observées en pratique.

1 3

2 45

FIGURE 12.5 – Un exemple de graphe de Barabási-Albert avec 5 sites. La convention consistant
à relier le site 1 à lui même lui confère le degré 1 initialement. Les autres sites ont été ajoutés
aléatoirement selon l’ordre indiqué sur le dessin.

Au temps initial n = 1, le graphe G1 est constitué par un unique site relié à lui même.
À chaque pas de temps, un site est ajouté et on notera Gn le graphe correspondant. La
règle est la suivante : au temps n, le nouveau site n est connecté à un site dans le graphe
Gn−1 choisi proportionnellement à son degré (cf. figure 12.5). Ce graphe est construit dy-
namiquement par analogie au world wide web où les sites les plus importants ont tendance
à attirer le plus grand nombre de liens, les nouveaux sites se connectant de façon privi-
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légiée aux serveurs principaux. Deux exemples de graphes aléatoires de Barabási-Albert
sont représentés figure 12.6.

FIGURE 12.6 – Deux graphes de Barabási-Albert avec 100 sites sont représentés ci-dessus. Ce-
lui de droite est construit en ajoutant un site à chaque étape et celui de gauche deux sites. On
remarquera que certains sites privilégiés sont fortement connectés.

La construction du graphe peut s’interpréter à l’aide d’une urne de Pólya. Initiale-
ment en n = 1, on considère une urne contenant 1 boule avec le label 1. Supposons qu’au
temps n, il existe 2n− 1 boules dans l’urne chacune étant associée à un label entre 1 et n.
Au temps n + 1, on choisit une boule au hasard et on note k ∈ {1, . . . , n} son label. On
replace alors dans l’urne deux boules de label k et une nouvelle de label n + 1. Retraduit
en terme de graphe, ceci correspond à ajouter le site n + 1 et à le relier au site k par une
arête. Le nombre de boules avec le label k croît exactement comme le degré du site k, i.e.
le nombre d’arêtes du site k.

Pour comprendre l’évolution du nombre d’arêtes du site k > 1, on considère l’urne
au temps k et on colorie les 2k− 2 boules de label strictement inférieur à k en rouge et la
boule k en vert. On continue les tirages au sort. Au temps n > k, si on choisit une boule
de label strictement supérieur à k on ignore ce tirage car il correspond à la création d’une
arête sur un site qui n’est pas dans {1, . . . , k}. Si une boule de label j < k est tirée, cela
revient à ajouter une boule rouge et si une boule de label k est choisie cela correspond à
l’ajout d’une boule verte. Par conséquent, pour k > 1, la distribution relative des boules
vertes et rouges suit celle d’une urne de Pólya de donnée initiale r = 2k− 2 et v = 1 et le
comportement asymptotique est donné par la loi (12.5) qui vaut fX∞(x) = r(1− x)r−1.

Au lieu de suivre le degré d’un site fixé, on peut aussi chercher une information plus
globale et déterminer l’espérance N (d, n) du nombre de sites de degré d au temps n.
Comme pour les chaînes de Markov, on obtient en conditionnant par rapport au passé

N (d, n + 1) =





(
1− d

2n−1

)
N (d, n) + d−1

2n−1N (d− 1, n), si d > 1(
1− d

2n−1

)
N (d, n) + 1, si d = 1

En effet, un nouveau site de degré d > 1 ne peut être créé que si une arête a été ajoutée
à un site de degré d− 1 et inversement un site de degré d disparaît si on lui ajoute une
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arête. Un calcul (simple mais douloureux) permet de montrer que pour d > 1

lim
n→∞

1
n
N (d, n) =

4
d(d + 1)(d + 2)

.

Pour de très grands graphes, la probabilité qu’un site choisi au hasard ait le degré d
décroît comme 1/d3 quand d diverge. La répartition des degrés selon une loi de puissance
se retrouve dans de nombreux réseaux dont la structure n’est pas dictée par le degré
moyen mais est caractérisée par quelques nœuds fortement connectés. La construction de
Barabási-Albert conduit à une structure de graphes très stable, insensible aux variations
aléatoires de la construction. Par contre ces graphes sont très vulnérables aux attaques
des sites fortement connectés. Une étude approfondie des graphes aléatoires pourra être
trouvée dans le livre de R. Durrett [11].

12.3 Descente de gradient stochastique

12.3.1 Algorithme du gradient stochastique

Dans cette section, nous allons décrire une méthode, différente de celle présentée au
chapitre 6, pour déterminer les valeurs où une fonction V : Rd → R atteint son minimum

Argmin V =
{

θ? ∈ Rd; V(θ?) = inf
θ∈Rd

V(θ)
}

.

Si la fonction V est dérivable, ce problème revient à identifier les valeurs θ? telles que
∇V(θ?) = 0. On rappelle que le gradient de V correspond au vecteur de Rd

∇V(θ) =
(
∂1V(θ), . . . , ∂dV(θ)

)

obtenu en dérivant selon chacune des coordonnées de θ ∈ Rd.
Dans de nombreuses applications, l’expression de la fonction V n’est pas explicite,

mais on suppose qu’elle s’écrit comme une espérance V(θ) = E
(
W(θ, X)

)
par rapport à

une variable aléatoire X dont la loi est fixée et ne dépend pas de θ. On suppose de plus
que le gradient de V est donné par

∇V(θ) = E
(
∇W(θ, X)

)
=
(

E
(
∂1W(θ, X)

)
, . . . , E

(
∂dW(θ, X)

))
∈ Rd, (12.6)

où les dérivées portent uniquement sur la variable θ. Cette représentation de la fonc-
tion V se justifie pour des raisons pratiques, car souvent, seules des observations aléa-
toires du type {∇W(θ, Xi)}i sont disponibles et la fonction V(θ) = E

(
W(θ, X)

)
décrit

leur comportement moyen. Dans la section 12.3.2, nous verrons que cette représentation
sert pour l’apprentissage des réseaux de neurones artificiels car l’ampleur des données
à traiter est trop importante pour calculer numériquement ∇V. Inversement cette re-
présentation de V s’avère aussi très utile quand le nombre des données est faible. Par
exemple, si on cherche à calibrer le dosage d’un médicament en fonction d’un paramètre
θ pour produire un effet optimal quantifié par la fonction V, on ne pourra mesurer que
les effets {W(θ, X1), . . . , W(θ, Xn)} du médicament sur les n patients impliqués dans une
phase de test. L’effet moyen V(θ) ne sera pas directement accessible et il faudrait de nom-
breux patients pour l’évaluer avec précision. On cherche donc à déterminer θ? en testant
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seulement un petit nombre de patients, sans avoir à connaître V. L’algorithme du gradient
stochastique, que nous allons décrire, permet de réaliser cette tâche et d’estimer θ? récursi-
vement en ajustant progressivement le paramètre θ au fur et à mesure des observations.

Dans la suite, nous supposerons que la fonction V admet un unique minimum θ?

(∇V(θ?) = 0) et qu’elle satisfait l’inégalité

∀θ ∈ Rd, 〈θ − θ?,∇V(θ)〉 > 0, (12.7)

avec la notation 〈·, ·〉 pour représenter le produit scalaire et nous utiliserons aussi ‖ · ‖
pour la distance euclidienne dans Rd

∀x = (x1, . . . , xd), y = (y1, . . . , yd), 〈x, y〉 =
d

∑
i=1

xiyi, ‖x‖ =

√√√√ d

∑
i=1

x2
i .

V(θ)

θ
θ⋆

θ0θn

V′ (θ)

θ
θ⋆

θ0θn

FIGURE 12.7 – Ci-dessus un exemple de potentiel V satisfaisant la condition (12.7) avec un
unique minimum en θ?. La méthode de descente de gradient consiste à suivre la pente pour
trouver le minimum.

Dans certaines applications, le paramètre θ peut prendre ses valeurs dans un espace
de dimension d très grande. En particulier, dans le cas des réseaux de neurones artificiels,
il est très courant de considérer des dimensions d � 106. Commençons cependant par
décrire le cas de la dimension d = 1 pour fixer les idées. Étant donnée une fonction
V : R→ R (cf. figure 12.7), la condition (12.7) signifie simplement

{
V ′(θ) > 0 si θ > θ?,
V ′(θ) < 0 si θ < θ?.

Par ailleurs, la condition (12.6) s’écrit

V ′(θ) = E
(
W ′(θ, X)

)
(12.8)

où W ′(θ, X) est la dérivée par rapport à la variable θ.
Pour déterminer la valeur θ?, la procédure la plus simple consiste à choisir une don-

née initiale θ0 et à suivre le flot de l’équation

t > 0, ∂tθt = −V ′(θt).
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Sous les hypothèses considérées, la fonction t 7→ θt converge vers θ?. Pour l’implémenta-
tion numérique, il est préférable d’utiliser des pas de temps discrets

θn+1 = θn − γnV ′(θn) (12.9)

où les incréments γn > 0 sont choisis tels que

lim
n→∞

γn = 0 et ∑
n

γn = ∞. (12.10)

La dérivée ∂tθt s’interprète alors comme
(
θn+1 − θn

)
/γn. Ces conditions suffisent pour

montrer que θn converge vers θ? quand n tend vers l’infini. Pour le comprendre, considé-
rons le cas particulier V(θ) = α θ2. La récurrence (12.9) s’écrit

θn+1 =
(
1− 2αγn

)
θn = βnθ0 avec βn =

n

∏
k=0

(
1− 2αγk

)
. (12.11)

La condition (12.7) impose α > 0 ce qui est une condition nécessaire pour que le produit
βn converge vers θ? = 0 quand n tend vers l’infini, en effet

log βn = log βK +
n

∑
k=K

log
(
1− 2αγk

)
6 log βK − 2α

n

∑
k=K

γk −−−→n→∞
−∞, (12.12)

où K est choisi, grâce à (12.10), afin que 1 > 2αγk pour tout k > K. La divergence de la
série ∑n γn permet donc de déduire que θn converge vers θ? = 0 quelle que soit la donnée
initiale θ0. De la même façon, en dimension d, la descente de gradient s’écrit

θn+1 = θn − γn∇V(θn) ∈ Rd (12.13)

et l’hypothèse (12.7) garantit la convergence vers θ?.

Si le gradient de V est de la forme ∇V(θ) = E
(
∇W(θ, X)

)
, le théorème suivant gé-

néralise la procédure déterministe de descente de gradient (12.13) et permet de trouver
le point critique θ? en utilisant uniquement des observations du type {∇W(θ, Xi)}i sans
avoir à calculer V explicitement.

Théorème 12.2 (Algorithme du gradient stochastique).
On considère une fonction V : Rd 7→ R satisfaisant l’hypothèse (12.7) dont le gradient est

continu et de la forme ∇V(θ) = E
(
∇W(θ, X)

)
comme dans (12.6). On suppose, de plus, qu’il

existe une constante K telle que

∀θ ∈ Rd, E
(
‖∇W(θ, X)‖2

)
6 K

(
1 + ‖θ − θ?‖2). (12.14)

Soit {Xn}n > 1 une suite de variables indépendantes, distribuées selon la même loi que X.
L’algorithme du gradient stochastique consiste à construire une récurrence aléatoire

∀n > 0, θn+1 = θn − γn∇W
(
θn, Xn+1

)
(12.15)

partant initialement de la valeur θ0 et dépendant de la suite {γn}n > 0 d’incréments positifs véri-
fiant

∑
n

γn = ∞ et ∑
n

γ2
n < ∞. (12.16)

Alors le processus {θn}n > 0 converge presque sûrement, quelle que soit la donnée initiale θ0, vers
θ? la solution de ∇V(θ?) = E

(
∇W(θ?, X)

)
= 0.
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Pour comprendre intuitivement cet algorithme, on peut reformuler la récurrence (12.15)
et l’interpréter comme une perturbation de la descente de gradient déterministe (12.13)

θn+1 = θn − γn∇W(θn, Xn+1) = θn − γn∇V(θn)− γnεn

par une variable aléatoire εn = ∇W
(
θn, Xn+1

)
−∇V(θn) dont la moyenne est nulle grâce

à (12.6). À chaque étape, une petite erreur γnεn est commise mais sous les hypothèses
du théorème, nous allons montrer que ces erreurs successives se moyennent à 0 et que le
processus {θn}n > 0 converge.

Démonstration. Pour quantifier la convergence de la suite {θn}n > 0, définissons le proces-
sus

Zn = ‖θn − θ?‖2 ∈ R+ (12.17)

qui mesure la distance euclidienne entre θn et θ?. En appliquant la récurrence (12.15) et
en développant le produit scalaire, on en déduit

Zn+1 = ‖θn − γn∇W(θn, Xn+1)− θ?‖2

= Zn − 2γn〈θn − θ?,∇W(θn, Xn+1)〉+ γ2
n‖∇W(θn, Xn+1)‖2.

Le processus {θn}n > 0, défini par une récurrence aléatoire, est mesurable par rapport à
la filtration Fn = σ(X1, . . . , Xn). Comme θn, Zn sont mesurables par rapport à Fn, l’espé-
rance conditionnelle s’écrit

E
(
Zn+1 | Fn

)
= Zn − 2γn

〈
θn − θ?, E

(
∇W(θn, Xn+1) | Fn

)〉
+ γ2

n E
(
‖∇W(θn, Xn+1)‖2 | Fn

)
.

Comme Xn+1 est indépendant de Fn, l’espérance conditionnelle se réduit à un simple
calcul d’espérance

E
(
∇W(θn, Xn+1) | Fn

)
= E

(
∇W(θn, X)

)
= ∇V(θn),

E
(
‖W(θn, Xn+1)‖2 | Fn

)
= E

(
‖∇W(θn, X)‖2

)
6 K(1 + Zn),

où la dernière inégalité vient de l’hypothèse (12.14). En appliquant les résultats ci-dessus,
on en déduit

E
(
Zn+1 | Fn

)
6 Zn − 2γn 〈θn − θ?,∇V(θn)〉+ γ2

nK(1 + Zn)

6 (1 + γ2
nK)Zn + γ2

nK− 2γn 〈θn − θ?,∇V(θn)〉 . (12.18)

En utilisant la notation β′n = ∏n−1
`=0 (1 + γ2

`K) ainsi que la mesurabilité de θn (et donc de
Zn) par rapport à Fn, cette inégalité se réécrit

E

(
Zn+1

β′n+1
+

(
2

γn

β′n+1
〈θn − θ?,∇V(θn)〉 −

γ2
nK

β′n+1

) ∣∣∣Fn

)
6 Zn

β′n
.

On en déduit que le processus

∀n > 1, Un =
1

β′n
Zn +

n−1

∑
`=1

(
2

γ`

β′`+1
〈θ` − θ?,∇V(θ`)〉 −

γ2
` K

β′`+1

)
(12.19)
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est une surmartingale car il vérifie

E
(
Un+1 | Fn

)
6 Un.

L’hypothèse ∑n γ2
n < ∞ (12.16) et le même raisonnement que dans (12.12) permettent

d’affirmer que

lim
n→∞

β′n = β > 0 et donc
∞

∑
`=1

γ2
` K

β′`+1
< ∞. (12.20)

Comme infθ 〈θ − θ?,∇V(θ)〉 > 0, la surmartingale {Un}n > 1 est bornée inférieurement

Un > −
∞

∑
`=1

γ2
` K

β′`+1

et elle converge, par le corollaire 11.6, presque sûrement vers une limite U∞ qui est finie
presque sûrement.

En utilisant (12.19), on définit la suite

Sn :=
n−1

∑
`=1

2γ`

β′`+1
〈θ` − θ?,∇V(θ`)〉 = Un −

1
β′n

Zn +
n−1

∑
`=1

γ2
` K

β′`+1
(12.21)

qui est bornée supérieurement par

Sn 6 Un +
∞

∑
`=1

γ2
` K

β′`+1

car Zn > 0. Le résultat précédent sur la convergence Un(ω)
p.s.−−−→

n→∞
U∞(ω) < ∞ implique

que la suite {Sn}n > 1 est majorée presque sûrement. Comme cette suite est croissante,
elle converge presque sûrement. Finalement, la suite {Zn}n > 1 se réécrit par (12.19)

‖θn − θ?‖2 = Zn = β′n

(
Un − Sn +

n−1

∑
`=1

γ2
` K

β′`+1

)
, (12.22)

en fonction de suites convergentes et elle converge donc presque sûrement vers une li-
mite Z∞ < ∞.

Pour montrer que Z∞ = 0 et ainsi en déduire la convergence de θn vers θ?, nous allons
raisonner par l’absurde. Si la limite Z∞ n’est pas nulle, alors il existe c > 0 et un entier L
tels que pour tout ` > L

Z∞

2
6 ‖θ` − θ?‖2 6 2Z∞ et donc 〈θ` − θ?,∇V(θ`)〉 > c, (12.23)

car ∇V est continu et ne s’annule qu’en θ? par l’hypothèse (12.7). On remarquera que
la constante c dépend de Z∞. Comme ∑n γn = ∞ par l’hypothèse (12.16), cette dernière
inégalité contredirait la convergence de la suite {Sn}n > 1. Par conséquent, Z∞ = 0 ce qui
conclut la preuve du théorème 12.2.
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Remarque 12.3. La preuve du théorème 12.2 peut être simplifiée en renforçant les hypothèses sur
V. Supposons qu’il existe une constante α > 0 telle que

∀θ ∈ Rd, 〈θ − θ?,∇V(θ)〉 > α‖θ − θ?‖2. (12.24)

Alors l’inégalité (12.18) implique

E
(
Zn+1 | Fn

)
6 (1− 2γnα + γ2

nK)Zn + γ2
nK.

Ceci impose une relation de récurrence sur l’espérance de Zn

E
(
Zn+1

)
6 (1− 2γnα + γ2

nK)E
(
Zn
)
+ γ2

nK. (12.25)

On s’est donc ramené à l’étude d’une suite à valeurs réelles. Grâce aux hypothèses (12.16) sur
{γn}n > 1, on peut en déduire (après quelques calculs) la convergence

lim
n→∞

E
(
‖θn − θ?‖2

)
= 0.

Notons que cette méthode plus simple ne suffit pas à retrouver la convergence presque sûre.

12.3.2 Réseaux de neurones artificiels

L’algorithme du gradient stochastique sert dans de nombreux contextes. Il permet
d’ajuster des paramètres de façon incrémentale à partir de données reçues au fur et à me-
sure du temps. Ainsi même si les données sont rares ou partielles, la récurrence aléatoire
(12.15) du théorème 12.2 donne une procédure pour estimer le paramètre θ?. Quand le
nombre de données est très important, cet algorithme s’avère aussi très utile pour estimer
des paramètres dans un espace de grande dimension. Nous allons illustrer ceci en mon-
trant comment l’algorithme du gradient stochastique permet d’entraîner des réseaux de
neurones artificiels afin de reconnaître des images [19].

Étant donnée une image I représentant un chiffre manuscrit, on veut construire une
fonction I 7→ Φ(θ, I) ∈ {0, 1, . . . , 9} donnant la valeur de ce chiffre. Cette fonction dépend
d’un paramètre θ ∈ Rd (dans un espace de très grande dimension) qui doit être déterminé
pour réaliser au mieux cette tâche. La construction d’un réseau de neurones artificiels
dépasse le cadre de ce cours, mais nous allons en résumer les grands principes pour
expliquer l’origine de la fonction Φ.

Inspiré du fonctionnement d’un neurone biologique, le perceptron est la brique élé-
mentaire constituant le réseau. Il reçoit une information I = {a1, . . . , ak} et restitue une
valeur ϕ(θ, I) proche de 1 s’il est activé et proche de 0 sinon (cf. figure 12.8). La fonc-
tion de transfert ϕ(θ, I) = S(∑k

i=1 σiai − σk+1) ∈ [0, 1] est simplement une combinaison
linéaire des coordonnées de I pondérées par des poids synaptiques θ = {σ1, . . . , σk} et
d’une fonction d’activation S. En calibrant les poids θ = {σ1, . . . , σk}, on peut contrôler la
réponse du perceptron. La fonction I 7→ ϕ(θ, I) ainsi construite est trop simple pour clas-
sifier efficacement des entrées I très générales et il faut associer de nombreuses fonctions
de ce type, en les combinant entre elles à travers des couches successives pour aboutir à
une fonction I 7→ Φ(θ, I) susceptible d’effectuer une tâche de classification automatique
performante. L’architecture des connexions est variée et fait actuellement l’objet de nom-
breuses recherches pour des applications multiples. Dans l’exemple de la reconnaissance
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S(
4

∑
i=1

aiσi − σ5) ∈ [0,1]

a1

a2

a3

a4

σ1
σ2

σ3
σ4

σ5

FIGURE 12.8 – Un perceptron est représenté sur la figure de gauche. Il reçoit les données I =

(a1, . . . , a4) et renvoie un signal ϕ(θ, I) = S(∑4
i=1 σiai − σ5). La fonction I 7→ ϕ(θ, I) dépend donc

des paramètres θ = (σ1, . . . , σ5) et d’une fonction S qui est activée au-delà d’un certain seuil. Deux
types de fonctions d’activation S sont tracés sur la figure de droite.

de chiffres (cf. figure 12.9), l’entrée I ∈ [0, 1]28×28 est une image de 28× 28 pixels chacun
avec un niveau de gris dans [0, 1]. Le signal I est ensuite traité par un réseau de neurones
formé de plusieurs couches (de tailles variables) dont chacune prend en entrée le résultat
de la précédente. La dernière couche renvoie la fonction Φ(θ, I) ∈ {0, 1, . . . , 9} qui donne
la valeur du chiffre reconnu.

images  
(base de données  MNIST)

28 × 28

Φ(θ, I)

I ∈ [0,1]28×28 θ = {σi}

FIGURE 12.9 – L’image I d’un chiffre, sous la forme d’un vecteur représentant les niveaux de
gris de 28× 28 pixels, est fournie en entrée d’un réseau de neurones multicouches et la réponse
est donnée par Φ(θ, I) ∈ {0, 1, . . . , 9}. Le dessin ci-dessus décrit de façon schématique les neu-
rones répartis dans des couches successives et connectés entre eux par les poids synaptiques
θ = {σj}j 6 d. Dans la pratique, la taille et le nombre des couches intermédiaires sont variables.

Pour que le réseau de neurones accomplisse sa tâche de classification, il faut ajuster
le paramètre θ = {σj}j 6 d ∈ Rd ce qui est difficile car le nombre d des poids à calibrer
est très grand. Cette étape, dite d’apprentissage supervisé, nécessite de disposer d’un
immense jeu de données aux caractéristiques connues, par exemple une collection {Xj =
(Ij, yj)}j 6 K où chaque image Ij est associée au chiffre correspondant yj. On cherche alors
à ajuster θ = {σj} ∈ Rd pour minimiser la fonction

V(θ) =
1
K

K

∑
j=1

W(θ, Xj) avec W(θ, Xj) = 1{Φ(θ,Ij) 6=yj }. (12.26)

Dans le cas de la simple reconnaissance de chiffres, le nombre de variables en jeu est déjà
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immense. La base de données MNIST 2 propose K = 60000 exemples de chiffres manus-
crits, chaque image est représentée par un vecteur de dimension 784 = 28 × 28 et un
réseau de neurones avec 2 ou 3 couches intermédiaires nécessite d’ajuster plusieurs mil-
liers de poids {σj}j 6 d. Dans la pratique, on ne peut donc pas optimiser directement la
fonction V, mais l’algorithme de descente de gradient stochastique permet de contour-
ner cette difficulté. En effet, la fonction V(θ) définie en (12.26) peut s’interpréter comme
une espérance et chaque élément Xj de la base d’exemples comme une observation aléa-
toire. En s’inspirant du théorème 12.2, on construit alors à l’aide de ∇W une récurrence
aléatoire (θn)n > 1. La fonction W étant très compliquée, la fonction V définie en (12.26)
ne satisfait pas nécessairement les hypothèses du théorème 12.2, en particulier il peut
exister de nombreux minima locaux θ?. Cependant la structure du réseau de neurones
permet facilement de calculer le gradient ∇W et d’implémenter numériquement l’algo-
rithme pour obtenir un résultat très convaincant même avec un réseau de neurones de
"petite" taille (cf. figure 12.10).

FIGURE 12.10 – Cet exemple, réalisé par C. Mantoux, montre les prédictions (indiquées au-
dessus de chaque chiffre manuscrit) d’un réseau de neurones artificiels formé de deux couches
cachées avec environ 30000 poids. La courbe de gauche représente n 7→ V(θn).

12.4 Processus de Galton-Watson

Nous allons maintenant poursuivre l’étude des arbres aléatoires commencée section
4.4.1 en utilisant cette fois le formalisme des martingales. On rappelle que les arbres aléa-
toires de Galton-Watson sont définis par récurrence à l’aide d’une loi ν = {pk}k > 0 sur N

qui caractérise le nombre de descendants d’un individu. Initialement, il existe un unique
ancêtre Z0 = 1. Au temps t, le nombre d’individus est noté Zt et l’évolution suit la récur-
rence

Zt+1 =

{
ζt+1

1 + · · ·+ ζt+1
Zt

, si Zt > 0
0, si Zt = 0

où {ζt
i}i > 1,t > 1 est une suite de variables aléatoires indépendantes et identiquement dis-

tribuées de loi ν

∀k > 0, P(ζt
i = k) = pk.

2. La base de données MNIST fournit 60000 images de chiffres dans un format identique destinés à
entraîner des réseaux de neurones artificiels (http ://yann.lecun.com/exdb/mnist/).
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On note aussi µ = E(ζ1
1).

Soit Ft = σ(Zk, k 6 t) la σ-algèbre décrivant la population jusqu’au temps t. En
conditionnant par la génération précédente (comme en (4.16)), on vérifie que le processus
Mt = Zt/µt est une martingale

E
(

Mt+1

∣∣∣Ft

)
= E

(
Zt+1

µt+1

∣∣∣Ft

)
=

1
µt+1 E

(
Zt

∑
k=0

ζt+1
k

∣∣∣Zt

)
=

Zt

µt = Mt.

Cette martingale étant positive, elle converge presque sûrement, par le corollaire 11.6,
vers une variable aléatoire limite M∞ que nous allons caractériser.

Si µ 6 1 nous avons montré au théorème 4.10 que la population s’éteint presque
sûrement, i.e. que Zt = 0 à partir d’un certain temps (aléatoire). Par conséquent M∞ = 0
presque sûrement. La convergence de Mt vers M∞ ne peut donc pas avoir lieu dans L1

car
∀t > 0, E(Mt) = E(M0) = 1 6= 0 = E(M∞).

Le théorème suivant permet de décrire le comportement asymptotique dans le cas
sur-critique

Théorème 12.4. Si µ > 1 et la variance σ2 = E(ζ2) − E(ζ)2 est finie, alors la martingale
{Mt}t > 0 converge dans L2 vers une limite M∞ qui vérifie

E(M∞) = 1, E(M2
∞)−E(M∞)

2 =
σ2

µ2 − µ
et P(M∞ = 0) = ρ

où ρ est la probabilité d’extinction définie au théorème 4.10.

Démonstration. Commençons par montrer que la martingale {Mt}t > 0 est bornée dans
L2. On calcule

E(M2
t |Ft−1) = E

(
(Mt −Mt−1)

2|Ft−1
)
+ M2

t−1 + 2Mt−1E
(
(Mt −Mt−1)|Ft−1

)

= M2
t−1 + E

(
(Mt −Mt−1)

2|Ft−1
)
. (12.27)

Le second terme du membre de droite dans (12.27) s’écrit

E
(
(Mt −Mt−1)

2|Ft−1
)
= E

((Zt

µt −
Zt−1

µt−1

)2 ∣∣∣Ft−1

)
=

1
µ2t E

(
(Zt − µZt−1)

2 ∣∣Zt−1
)

=
1

µ2t E
(( Zt−1

∑
i=1

ζt
i − µZt−1

)2 ∣∣Ft−1

)
=

Zt−1σ2

µ2t .

Les identités précédentes impliquent

E(M2
t ) = E

(
E(M2

t |Ft−1)
)
= E(M2

t−1) +
σ2

µ2t E(Zt−1) = E(M2
t−1) +

σ2

µt+1

en utilisant que E(Zt−1) = µt−1. Comme E(Z2
0) = 1, on obtient par induction

E(M2
t ) = 1 + σ2

t+1

∑
k=2

µ−k = 1 + σ2 1− µ−t

µ2 − µ
. (12.28)
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On en déduit que la martingale {Mt}t > 0 est bornée dans L2 et le théorème 11.1 per-
met d’affirmer qu’elle converge dans L2 et presque sûrement vers M∞. Par conséquent

E(M∞) = 1 = lim
t→∞

E(Mt) et E(M2
∞)−E(M∞)

2 =
σ2

µ2 − µ
= lim

t→∞
E(M2

t )−E(Mt)
2.

Pour calculer la probabilité P(M∞ = 0), on conditionne l’évolution après la première
génération Z1

P
(

M∞ = 0
)
=

∞

∑
k=0

P
(

M∞ = 0
∣∣ Z1 = k

)
pk.

Si Z1 = k, l’arbre se scinde en k arbres indépendants de même loi, on obtient donc

P
(

M∞ = 0
)
=

∞

∑
k=0

P
(

M∞ = 0
)k pk = ϕ

(
P
(

M∞ = 0
))

.

Ceci permet d’identifier la probabilité ρ qui a été définie au théorème 4.10 comme l’unique
solution de ρ = ϕ(ρ).





Chapitre 13

Stratégies, arrêt optimal et contrôle
stochastique ?

Dans la vie courante, de nombreuses circonstances nécessitent d’effectuer des choix.
Nous allons formaliser le processus de décision pour construire des stratégies qui per-
mettent d’optimiser certains critères en tenant compte des facteurs aléatoires inhérents
aux problèmes rencontrés.

13.1 Arrêt optimal

Quel est le meilleur instant pour prendre une décision ? Par exemple, on souhaite
vendre un stock de produits au meilleur prix avant l’échéance N et chaque jour n ∈
{0, . . . , N} on démarche un acheteur potentiel qui offre la somme Xn. On peut accep-
ter cette offre ou attendre la suivante sachant qu’on ne pourra plus bénéficier des offres
passées. On cherche donc à déterminer le meilleur moment pour vendre sur la base des
offres passées sans connaître le futur. Les filtrations permettent de hiérarchiser l’infor-
mation, et on supposera que le processus aléatoire X = {Xn, n = 0, . . . , N} est adapté
à la filtration F = {Fn, n 6 N} où Fn contient toute l’information jusqu’au temps n.
Notre objectif est de construire une stratégie optimale, c’est-à-dire de définir un temps
d’arrêt τ pour que l’espérance E(Xτ) soit maximale. Plus précisément, si T N représente
l’ensemble des temps d’arrêt à valeurs dans {0, . . . , N}, on cherche à résoudre le problème
d’arrêt optimal

VN = sup
τ∈T N

E (Xτ) . (13.1)

On dira qu’un temps d’arrêt τ∗ dans T N est optimal si VN = E (Xτ∗). Il s’agit d’une
stratégie d’arrêt optimal en horizon fini car la décision doit être prise avant l’instant N.

13.1.1 Enveloppe de Snell

Pour résoudre le problème (13.1), on définit le processus Y par la récurrence rétro-
grade

YN = XN et Yn = max {Xn, E (Yn+1|Fn)} pour n = 0, . . . , N − 1. (13.2)

199
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yn

xn

N

FIGURE 13.1 – Pour déterminer le maximum d’une suite de réels {xn}n 6 N , on construit ré-
cursivement une suite majorante en partant de yN = xN et en remontant ensuite le temps
yn = max{xn, yn+1}. La suite {yn}n 6 N , représentée en pointillés, est décroissante et y0 =

max{xn, n 6 N}. De plus, toute autre suite décroissante majorant {xn}n 6 N sera aussi supé-
rieure à {yn}n 6 N . L’enveloppe de Snell (13.2) est l’analogue de cette construction dans un cas
stochastique.

La figure 13.1 illustre cette construction. Le processus Y est appelé enveloppe de Snell du
processus X et il s’interprète de la façon suivante. Si le problème d’arrêt optimal se pose
au temps N, le seul choix possible de temps d’arrêt est τ = N ce qui justifie la définition
YN = XN . À la date N − 1, on choisit la stratégie d’arrêt en comparant le gain XN−1 ob-
tenu en s’arrêtant à N− 1 et le gain espéré si on continuait E(YN |FN−1) = E(XN |FN−1).
Ceci explique la définition de YN−1. En procédant de manière rétrograde date par date,
on comprend la logique derrière l’enveloppe de Snell.

Le résultat suivant montre que l’enveloppe de Snell permet de résoudre le problème
d’arrêt optimal VN et de déterminer un temps d’arrêt optimal.

Proposition 13.1. Supposons que X soit intégrable. Alors l’enveloppe de Snell Y est la plus petite
surmartingale majorant le processus X. De plus

— la variable aléatoire

τ∗ = inf
{

n ∈ {0, . . . , N}; Yn = Xn

}

est un temps d’arrêt.
— le processus arrêté Yτ∗ = Y·∧τ∗ est une martingale.
— le temps d’arrêt τ∗ est optimal car

Y0 = sup
τ∈T N

E (Xτ) = E (Xτ∗) .

Cette proposition fournit une construction théorique d’un temps d’arrêt optimal. En
pratique, la difficulté consiste à déduire de ce résultat une stratégie explicite. Dans les
sections 13.1.2 et 13.1.3, deux exemples sont traités où τ∗ peut se réécrire simplement en
fonction d’une stratégie de seuil.

Démonstration.
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Étape 1. Construction de la surmartingale Y.
Vérifions d’abord par une récurrence rétrograde que le processus Y défini en (13.2)

est bien intégrable. À la date finale, on a YN = XN ∈ L1. Si on suppose que Yn appartient
à L1, alors

E
(
|Yn−1|

)
6 E

(
|Xn−1|

)
+ E

(∣∣E(Yn|Fn−1)
∣∣) 6 E

(
|Xn−1|

)
+ E

(
|Yn|

)
.

Ainsi Y est intégrable.
Par définition Y est une surmartingale majorant X. Soit Ỹ une autre surmartingale

majorant X. Montrons par récurrence rétrograde que presque sûrement

Ỹn > Yn pour tout n = 0, . . . , N.

Au temps N, on a ỸN > XN = YN . Supposons maintenant que Ỹn > Yn. Comme Ỹ est
une surmartingale, elle vérifie

Ỹn−1 > E
(
Ỹn|Fn−1

)
> E (Yn|Fn−1) .

De plus Ỹ majore X et par conséquent

Ỹn−1 > max {Xn−1, E (Yn|Fn−1)} = Yn−1.

Étape 2. Construction du temps d’arrêt optimal.
On vérifie facilement que {τ∗ = n} est bien Fn-mesurable. Comme YN = XN , la

variable τ∗ définit donc un temps d’arrêt dans T N , comme premier temps d’atteinte du
processus Y−X du niveau 0. Dans le cas déterministe illustré figure 13.1, le temps d’arrêt
correspond au premier temps où yn = xn. On remarque de plus que la suite déterministe
{yn} est constante et égale à y0 tant que yn > max{xk, k 6 N}. Ceci suggère que dans le
cas aléatoire, le processus arrêté Yτ∗ est une martingale. Nous allons maintenant vérifier
cette propriété.

On remarque que l’évènement {τ∗ > n + 1} = {τ∗ 6 n}c est mesurable par rapport
à Fn. Par définition, le processus {Yn}n 6 N satisfait sur l’évènement {τ∗ > n + 1}

Yn > Xn et Yn = E (Yn+1|Fn) .

On en déduit que

Yτ∗
n+1 −Yτ∗

n = (Yn+1 −Yn)1{τ∗ > n+1} = (Yn+1 −E (Yn+1|Fn))1{τ∗ > n+1}.

En utilisant le fait que {τ∗ > n + 1} ∈ Fn et en prenant l’espérance conditionnelle par
rapport à Fn, on vérifie que le processus arrêté Yτ∗ est une martingale

E
(

Yτ∗
n+1
∣∣ Fn

)
−Yτ∗

n = 0.

Ceci implique que

Y0 = E
(

Yτ∗
N

)
= E (YN∧τ∗) = E (Yτ∗) = E (Xτ∗) .

Par ailleurs, par la proposition 10.5, pour tout temps d’arrêt τ dans T N , le processus
arrêté Yτ est une surmartingale. D’après le théorème d’arrêt de Doob, il satisfait donc

Y0 > E (Yτ
N) = E (Yτ) > E (Xτ)

par définition de Y. On a ainsi montré la dernière partie de la proposition.
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13.1.2 Le problème du parking

Vous conduisez le long d’une rue infinie vers votre lieu de rendez-vous qui se situe
dans un quartier très fréquenté. Le stationnement dans la rue est autorisé, mais bien sûr
peu de places sont libres. Alors, si vous avez la possibilité de vous garer, à quelle distance
de votre lieu de rendez-vous décidez-vous de prendre la place ?

Cette question peut se modéliser de la façon suivante :

1. Vous démarrez à l’origine. Des emplacements de stationnement sont disponibles
à tous les entiers. On considère une suite {ξn}n≥0 de variables aléatoires indépen-
dantes de loi de Bernoulli de paramètre p, où ξn = 1 si et seulement si l’emplace-
ment au point n est déjà occupé. Le lieu de rendez-vous se trouve au point entier
N > 0.

2. Si l’emplacement n est disponible, i.e. si ξn = 0, et que vous décidez de vous y
garer, vous subissez le coût |N − n| correspondant à l’effort de faire la distance
restante en marchant.

3. Quand vous arrivez au niveau du point n, vous ne pouvez pas savoir si des places
de stationnement sont disponibles au niveau n + 1 ou plus loin. Si vous décidez
de passer au point n + 1, vous ne pouvez plus retourner aux points précédents.

4. Enfin, si vous arrivez en N, votre point de rendez-vous sans vous être garé, vous
prenez la première place de stationnement libre qui se présente. Ainsi, si l’empla-
cement N est occupé, le coût moyen que vous subissez est alors

−XN = C1{ξN=1} avec C = ∑
j≥1

jpj−1(1− p) =
1

1− p
.

Avant d’arriver en N le processus de coût s’écrit

−Xn = (N − n)1{ξn=0} + ∞1{ξn=1}

où le coût infini pour ξn = 1 signifie que vous ne pouvez occuper la place à aucun
coût fini.

Le problème d’arrêt optimal consiste à chercher le temps d’arrêt qui minimise le coût de
l’effort de l’agent, ou en inversant les signes

sup
τ∈T N

E(Xτ).

L’enveloppe de Snell est donnée par YN = XN et

Yn = max {Xn, E (Yn+1|Fn)} pour n < N.

Un simple raisonnement par récurrence rétrograde, utilisant l’indépendence des ξn, montre
que Yn est une fonction de ξn. Par conséquent

E (Yn+1|Fn) = E (Yn+1) = f
(

N − (n + 1)
)

(13.3)
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où f : {0, . . . , N} → R est une fonction que nous allons déterminer. Comme Y est une
surmatingale, l’espérance n → E(Yn) décroît et par conséquent n → f (N − n) est dé-
croissante (cf. figure 13.2). Le premier temps où Yn = Xn revient à déterminer le premier
n < N tel que

ξn = 0 et − (N − n) > f (N − n). (13.4)

Soit r∗ > 0 le premier point tel que −(N − r∗) > f (N − r∗) (cf. figure 13.2). Si une place
est disponible avant r∗ alors l’inégalité de la relation (13.4) ne sera pas satisfaite, par
conséquent il suffit de choisir la première place disponible après r∗.

Nr?

f (N − n)

FIGURE 13.2 – Les graphes de n → f (N − n) et de n → −(N − n) sont représentés. Les carrés
marquent les positions n des places disponibles (ξn = 0) et le gain correspondant est −(N − n).
Le seuil r∗ est le point où les deux graphes s’intersectent. La place choisie est la première place
libre après r∗, i.e. le troisième carré sur le schéma.

La stratégie d’arrêt optimale est nécessairement de la forme

τ∗ = inf
{

n > N − r∗; ξn = 0
}

(13.5)

où r∗ est une constante à déterminer. On note `(r) la performance espérée en utilisant
une stratégie de seuil avec paramètre r, i.e.

`(r) = E(Yτ(r)) où τ(r) = inf{n ≥ N − r; ξn = 0}.
Nous allons calculer `(r) et optimiser en fonction de r pour identifier r∗.

Pour r = 0, on obtient

`(0) = −(1− p)× 0− pC = − p
1− p

.

Pour r > 1, on calcule par récurrence `(r) = −(1− p)r + p`(r− 1). On déduit alors que

−`(r) = r + 1 +
2pr+1 − 1

1− p
, r 6 N.

Pour maximiser `(r), on remarque que la fonction r 7−→ `(r + 1)− `(r) = −1+ 2pr+1 est
décroissante en r. Par conséquent

r∗ = inf
{

r ≥ 0; −1 + 2pr+1 ≤ 0
}

.

À titre d’exemple, on peut voir que pour p 6 0.5, il faut chercher à se garer en arrivant
à destination et que pour p = 0.9, il faut chercher la première place disponible dès qu’on
arrive à 6 places de la destination.
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13.1.3 Problème des secrétaires

Nous allons nous intéresser à un problème classique connu sous le nom de problème
des secrétaires. N candidats effectuent un entretien pour un poste de secrétaire vacant
et ceux-ci peuvent être tous comparés strictement (une fois rencontrés) et classés. Les
candidats sont auditionnés un à un dans un ordre arbitraire, les N! façons d’ordonner les
candidats sont équiprobables. À l’issue de l’audition de chaque candidat et sur la base de
son rang relatif par rapport aux candidats précédemment auditionnés, on doit

— soit le sélectionner pour le poste, terminant ainsi la procédure de sélection,
— soit refuser définitivement sa candidature, sans possibilité de le rappeler ultérieu-

rement, et passer au candidat suivant.
L’objectif est de sélectionner le meilleur candidat parmi les N : le gain est défini par 1 si
on sélectionne le meilleur candidat et par 0 sinon.

Modélisation.
On peut classer les N candidats selon un ordre décroissant {σ(1), . . . , σ(N)} où σ est

une permutation uniforme de {1, . . . , N}. Le candidat i a donc le rang σ(i) et on cherche
à déterminer le meilleur candidat, c’est-à-dire le candidat j tel que σ(j) = 1. L’enjeu est
d’optimiser le gain P(σ(τ) = 1) où τ est un temps d’arrêt représentant le candidat choisi.

La première difficulté est que le processus {1σ(k)=1}k 6 N que l’on cherche à optimi-
ser n’est pas mesurable par rapport à la σ-algèbre engendrée par les observations jus-
qu’à l’instant k. En effet savoir que σ(k) = 1 suppose de connaître le classement des
N candidats. Les variables mesurées naturellement sont les rangs relatifs {ξn}1≤n≤N .
Précisément, ξn désigne le rang du nième candidat auditionné parmi les n candidats
auditionnés. Par exemple si N = 5 et que le classement des candidats est donné par
σ = {3, 2, 5, 1, 4}, alors les ordres relatifs seront

ξ1 = 1, ξ2 = 1, ξ3 = 3, ξ4 = 1, ξ5 = 4.

On aura toujours ξ1 = 1 et ξN = σ(N) car au temps N tous les candidats sont connus.
On remarque que la connaissance de tous les ordres relatifs jusqu’à N permet de recons-
tituer le classement. Pour chaque n > 1, la variable aléatoire ξn est distribuée selon la loi
uniforme sur {1, . . . , n}

∀k ∈ {1, . . . , n}, P
(
ξn = k

)
=

1
n

.

De plus la variable ξn est indépendante des {ξi, i 6 n− 1}. On note Fn = σ(ξi, i 6 n)
la filtration canonique correspondante.

Nous allons considérer le processus

n ∈ {1, . . . , N}, Xn = E
(
1{σ(n)=1}

∣∣Fn
)
.
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Pour tout temps d’arrêt τ, on vérifie que

P
(
σ(τ) = 1

)
=

N

∑
n=1

E
(
1{τ=n} 1{σ(n)=1}

)

=
N

∑
n=1

E
(
1{τ=n}E

(
1{σ(n)=1}

∣∣Fn
))

=
N

∑
n=1

E
(
1{τ=n} Xn

)
= E(Xτ).

Pour déterminer le temps d’arrêt optimal, il est donc équivalent de travailler avec le
processus {Xn}n 6 N qui est mesurable par rapport aux observations contrairement à
{1σ(n)=1}n 6 N . De plus le processus {Xn}n 6 N peut se réécrire sous la forme

Xn =
n
N

1{ξn=1}.

En effet l’évènement {σ(n) = 1} correspond à {ξn = 1, ξn+1 6= 1, . . . , ξN 6= 1} et en
utilisant l’indépendance des variables ξi, on retrouve

Xn = E
(
1{σ(n)=1}

∣∣Fn
)
= 1{ξn=1}P

(
ξn+1 6= 1, . . . , ξN 6= 1

)

= 1{ξn=1}
n

n + 1
· n + 1

n + 2
· · · N − 1

N
=

n
N

1{ξn=1}.

On peut aussi interpréter ce résultat plus intuitivement en remarquant que {σ(n) = 1}
équivaut à ce que ξn = 1 et que le meilleur candidat figure parmi les n premiers (ce qui a
pour probabilité n

N ).

La dernière étape consiste à calculer l’enveloppe de Snell du processus {Xn}n 6 N

YN = 1{ξN=1} et Yn = max
{ n

N
1{ξn=1} , E (Yn+1|Fn)

}
pour n = 1, . . . , N − 1.

(13.6)
Comme dans le problème du parking (13.3), on utilise l’indépendance des variables {ξi}i 6 N
pour conclure qu’il existe une fonction f : {0, . . . , N} → R telle que

E (Yn+1|Fn) = E (Yn+1) = f (N − n)

de plus n → f (N − n) est décroissante. Le temps d’arrêt optimal τ∗ correspond donc au
premier temps n < N où

n
N

1{ξn=1} > f (N − n).

sinon on pose τ∗ = N. Ceci revient à considérer une stratégie de seuil similaire à (13.5).
Pour déterminer le seuil r∗ optimal, on calcule le gain de chaque stratégie

τr = N ∧ inf {n > r; ξn = 1} avec `(r) = E(Xτr)
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et on optimise ensuite r. En utilisant l’indépendance des variables {ξn}n 6 N , on obtient

`(r) = E(Xτr) = P
(
σ(τr) = 1

)
=

N

∑
n=r

E
(
1{τr=n} 1{σ(n)=1}

)

=
N

∑
n=r

P
(
ξr 6= 1, . . . , ξn−1 6= 1, ξn = 1, ξn+1 6= 1, . . . , ξN 6= 1

)

=
r− 1

N

N

∑
n=r

1
n− 1

avec `(0) = 1/N. On remarque que

`(r + 1)− `(r) = − 1
N

+
1
N

N

∑
n=r+1

1
n− 1

.

Le seuil optimal r∗ correspond au premier point où la courbe ` commence à décroître

r∗ = inf

{
r;

N

∑
k=r+1

1
k− 1

< 1

}
.

Quand N est grand, on peut utiliser l’approximation

N

∑
k=r+1

1
k− 1

'
∫ N

r

1
u

du = log
N
r

pour obtenir l’ordre de grandeur r∗ ∼ Ne−1 ≈ .37 N. Ainsi, la stratégie optimale consiste
à rejeter systématiquement les premiers candidats et, à partir de 37% des candidats audi-
tionnés, à sélectionner celui qui sera classé premier parmi tous ses prédécesseurs.

13.2 Contrôle stochastique

Avant d’évoquer les aspects aléatoires, commençons par décrire les problématiques
liées à la théorie du contrôle dans un cadre déterministe. Une première application consiste
à guider un mobile (par exemple un satellite) dont la position Xn évolue en suivant la dy-
namique

X0 = x et Xn+1 = F(Xn, un) pour n > 0 (13.7)

où u = {un}n 6 N est un paramètre de contrôle qui doit être ajusté pour optimiser la
trajectoire du mobile. Plus généralement, on cherche à optimiser un coût de la forme

C(x, u) =
N−1

∑
n=1

c(Xn, un) + W(XN) (13.8)

en fonction de u. Les paramètres de contrôle prennent leurs valeurs dans un ensemble U
et l’enjeu de cette section est de déterminer le coût optimal C∗(x) et le contrôle optimal
correspondant u∗ = {u∗n}n 6 N dans UN tel que

C∗(x) = C(x, u∗) = min
u∈UN

C(x, u)

où x est la donnée initiale.



13.2. CONTRÔLE STOCHASTIQUE 207

Les applications du contrôle sont multiples et la fonction de coût (13.8) peut s’inter-
préter de différentes façons. Par exemple Xn peut représenter la population d’une espèce
de poissons au début de l’année n et le paramètre un les quotas de pêche qui permettent
de contrôler l’évolution de cette population sous la forme Xn+1 = F(Xn, un). On cherche
à ajuster les quotas de pêche durant N années afin de garantir un certain niveau d’ex-
ploitation c(Xn, un) chaque année mais aussi la préservation de la ressource naturelle en
imposant une contrainte W(XN) au temps final. D’autres questions liées aux politiques
de développement durable (exploitation des forêts, détermination des quotas d’émission
de CO2) sont détaillées dans le livre [7] ainsi que la forme explicite des fonctions de coût
associées.

De nombreuses applications sont liées à l’économie, citons notamment la gestion d’un
stock de marchandises [8]. Le paramètre Xn représente alors la quantité du stock au jour n
et le paramètre un permet d’ajuster ce stock au cours du temps en passant commande aux
fournisseurs. À chaque période de temps, c(Xn, un) prend en compte le gain obtenu en
vendant cette marchandise, les frais de stockage, etc. Les invendus au temps N induisent
la pénalisation W(XN). La théorie du contrôle est aussi très utilisée en mathématiques
financières.

Pour préciser la modélisation, on peut aussi tenir compte d’éventuels aléas et modifier
les règles d’évolution

∀n > 0, Xn+1 = F(Xn, un, ξn) (13.9)

où {ξn}n 6 N est une suite de variables aléatoires indépendantes et identiquement dis-
tribuées. Par exemple, la reproduction d’une espèce animale peut être affectée par des
facteurs climatiques qu’on modélise par les ξn. La théorie du contrôle stochastique consiste
à identifier un contrôle optimal qui minimise le coût moyen défini en (13.13).

Nous allons d’abord décrire la méthode de programmation dynamique qui permet
de déterminer le contrôle optimal dans le cas déterministe puis nous généraliserons cette
stratégie aux évolutions aléatoires.

13.2.1 Équation de la programmation dynamique

L’algorithme proposé par R. Bellman permet d’identifier le contrôle pour une évolu-
tion déterministe (13.7). L’algorithme de la programmation dynamique procède de façon
rétrograde comme pour la construction de l’enveloppe de Snell (13.2).

On note E l’espace d’états où Xn prend ses valeurs. Étant donné un contrôle {un}k 6 n 6 N
et x dans E, on définit la trajectoire partielle {Xn}k 6 n 6 N partant de x au temps k

Xk = x et Xn+1 = F(Xn, un) pour n > k

et la fonction de coût partielle associée

Ck(x, u) =
N−1

∑
n=k

c(Xn, un) + W(XN). (13.10)

Supposons que le coût optimal associé est bien défini (c’est le cas, par exemple, si E et U
sont finis). Alors il est donné par

C∗k (x) = inf
u

{ N−1

∑
n=k

c(Xn, un) + W(XN)
}

. (13.11)
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Il satisfait les équations de la programmation dynamique : pour tout x de E

∀x ∈ E,




C∗N(x) = W(x),

C∗k (x) = infa∈U
{

c(x, a) + C∗k+1

(
F(x, a)

)}
pour k 6 N − 1.

(13.12)

Le principe qui sous-tend ces équations est que la trajectoire optimale entre 2 points sera
aussi optimale entre 2 points intermédiaires. Par conséquent, si on connaît le contrôle
optimal entre k + 1 et N, il est facile d’en déduire le contrôle optimal entre k et N.

Ces équations peuvent être résolues de façon rétrograde. La valeur de a où le mini-
mum est atteint correspond au contrôle optimal et on la notera u∗n(x) (si cette valeur n’est
pas unique, on en choisit une). En remontant jusqu’au temps k = 0, on établit le coût
optimal pour n’importe quelle donnée initiale X0 = x dans E

C∗(x) = min
u∈UN

C0(x, u).

En utilisant les différentes valeurs {u∗n(x)}n 6 N,x∈E déterminées au cours de cette procé-
dure, une trajectoire optimale {X∗n}n 6 N peut être reconstruite pour toute donnée initiale
x dans E par

X∗0 = x et X∗n+1 = F
(
X∗n, u∗n(X∗n)

)
pour n 6 N − 1.

13.2.2 Contrôle des chaînes de Markov

Nous allons maintenant généraliser les résultats précédents au contrôle stochastique.
On considère l’évolution aléatoire de la forme (13.9)

X0 = x et Xn+1 = F(Xn, Un, ξn) pour n > 0

où {ξn}n 6 N est une suite de variables aléatoires indépendantes et identiquement dis-
tribuées. On cherche un contrôle Un = un(Xn) mesurable par rapport à σ(Xn) (cette
hypothèse peut être généralisée). Ce choix permet d’affirmer que {Xn}n 6 N est bien une
chaîne de Markov.

L’analogue du coût (13.8) s’écrit

Ĉ(x, U) = E

(
N−1

∑
n=1

c(Xn, Un) + W(XN)

)
. (13.13)

En décomposant les coûts partiels comme en (13.11)

Ĉ∗k (x) = inf
U

{
Ek,x

(
N−1

∑
n=k

c(Xn, un) + W(XN)

)}
(13.14)

où l’espérance Ek,x porte sur les trajectoires partant de x au temps k et le minimum (dont
on suppose l’existence) est choisi pour les contrôles de la forme

U = {uk(xk), . . . , uN−1(xN−1)}.
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Dans le cas aléatoire, les équations de la programmation dynamique s’écrivent pour tout
x de E

∀x ∈ E,




Ĉ∗N(x) = W(x),

Ĉ∗k (x) = infa∈U
{

c(x, a) + E
(
Ĉ∗k+1

(
F(x, a, ξ)

)) }
pour k 6 N − 1.

(13.15)
On construit ainsi le contrôle optimal par étapes, en définissant u∗k (x) comme la valeur
qui minimise la relation (13.15) à chaque pas de temps et pour chaque état x dans E.





Annexe A

Théorie de la mesure

Cette annexe présente des éléments de la théorie de la mesure dans un cadre fonc-
tionnel, ceux ci seront ensuite traduits dans une formulation probabiliste dans l’annexe
B.

A.1 Espaces mesurables et mesures

L’enjeu de cette première section est de définir le formalisme nécessaire pour construire
des mesures sur des espaces généraux Ω. Par exemple si Ω = [0, 1] ⊂ R, on souhaite
construire une mesure µ telle que l’intervalle [a, b] ait pour mesure µ([a, b]) = b− a. On
veut aussi pouvoir mesurer la taille du complémentaire de [a, b] et la reunion (éventuel-
lement dénombrable) de plusieurs intervalles. Ainsi même en partant initialement d’une
classe très simple de sous-ensembles que l’on souhaite mesurer {[a, b], 0 6 a 6 b 6 1},
la structure des sous-ensembles de Ω à considérer va considérablement s’enrichir quand
on considère leurs réunions dénombrables et le passage au complémentaire. Il faut donc
pouvoir construire la mesure µ sur des sous-ensembles de plus en plus complexes. Pour
cela, nous sommes amenés à définir une classe adaptée de sous-ensembles mesurables
dite σ-algèbre (section A.1.1), sur laquelle une notion de mesure peut être construite (sec-
tion A.1.2).

A.1.1 σ-algèbres

Soit Ω un ensemble quelconque, commençons par définir la notion d’algèbre.

Définition A.1 (Algèbre). Une algèbre A sur Ω est une famille de sous-ensembles de Ω satis-
faisant les trois propriétés suivantes :

(i) Ω appartient à A.
(ii) Si A est dans A alors Ac est dans A.
(iii) Toute réunion finie de sous-ensembles dans A appartient à A.

Ceci permet de reformuler la définition 9.1 d’une σ-algèbre qui va constituer le cadre
naturel pour construire des mesures.

Définition A.2 (σ-algèbre). Une σ-algèbreA sur Ω est algèbre stable par union dénombrable
(ceci étend la propriété (iii) à toute réunion dénombrable de sous-ensembles dans A).

211
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Étant donnée une σ-algèbre A, les propriétés (i) et (ii) impliquent que ∅ = Ωc est
dans A. En associant (ii) et (iii), on en déduit qu’une σ-algèbre A est aussi stable par
intersection dénombrable d’ensembles {Ai}i > 1 de A

⋂

i > 1

Ai =

(
⋃

i > 1

Ac
i

)c

.

Une σ-algèbre est aussi stable par différence symétrique

A∆B := (A ∪ B) \ (A ∩ B) ∈ A pour tous A, B ∈ A.

L’ensemble des parties de Ω est la plus grande σ-algèbre sur Ω, mais cette dernière est
souvent trop complexe pour définir une mesure. En général, la notion de σ-algèbre est
tellement abstraite qu’il est impossible de décrire tous les sous-ensembles contenus dans
une σ-algèbre. On préfère donc se limiter à des σ-algèbres construites à partir d’une col-
lection réduite de sous-ensembles de Ω.

Définition A.3 (σ-algèbre engendrée). Si C est une collection de sous-ensembles de Ω, on
notera σ(C) la plus petite σ-algèbre contenant C. On dira que σ(C) est la σ-algèbre engendrée
par C.

Nous verrons dans la section suivante que les σ-algèbre engendrées permettent de
définir un embryon de mesure sur une classe C restreinte de sous-ensembles et ensuite
de l’étendre par un théorème abstrait à toute la σ-algèbre σ(C).

Si Ω = R, l’exemple classique est la σ-algèbre borélienne engendrée par l’ensemble des
intervalles

BR = σ (I) avec I =
{
]−∞, x], x ∈ R

}
. (A.1)

La σ-algèbre borélienne BR peut être engendrée par d’autres classes de sous-ensembles
comme par exemple les ouverts de R. Plus généralement, si Ω est un espace topologique,
la σ-algèbre borélienne BΩ est la σ-algèbre engendrée par les ouverts de Ω.

A.1.2 Mesures

Le couple (Ω,A), formé d’un ensemble Ω et d’une σ-algèbre sur Ω, est appelé un
espace mesurable. L’enjeu est maintenant d’adjoindre à (Ω,A) une mesure µ définie sur les
sous-ensembles de A.

Définition A.4 (Mesure). Une mesure positive µ sur l’espace mesurable (Ω,A) est une appli-
cation µ : A → [0, ∞] vérifiant les propriétés suivantes :

(i) µ(∅) = 0,
(ii) la mesure µ est σ-additive , c’est-à-dire que pour toute suite {An}n > 0 ⊂ A d’ensembles

disjoints alors
µ
( ⋃

n > 0

An

)
= ∑

n > 0
µ(An). (A.2)

On dit alors que (Ω,A, µ) est un espace mesuré.
Une mesure µ est dite σ-finie sur Ω s’il existe une suite croissante d’ensembles mesurables

vérifiant Ω = ∪nΩn avec µ(Ωn) < ∞ pour tout n.
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Cette définition permet d’établir plusieurs propriétés importantes vérifiées par une
mesure.

Proposition A.5. Une mesure µ sur l’espace mesurable (Ω,A) vérifie

1. Pour toute famille finie {An}n 6 K d’ensembles disjoints dans A

µ
( ⋃

n 6 K

An

)
= ∑

n 6 K
µ(An).

2. Soient A ⊂ B et µ(A) 6 µ(B) avec µ(A) < ∞ alors

µ(B \ A) = µ(B)− µ(A).

3. Soient A, B ∈ A alors

µ(A) + µ(B) = µ(A ∪ B) + µ(A ∩ B).

4. Soit une suite An ∈ A croissante An ⊂ An+1, alors

µ
( ⋃

n > 0

An

)
= lim

n→∞
µ(An). (A.3)

5. Soit une suite An ∈ A décroissante An+1 ⊂ An avec µ(A0) < ∞, alors

µ
( ⋂

n > 0

An

)
= lim

n→∞
µ(An).

Démonstration. L’additivité de l’assertion (1) est une conséquence de la σ-additivité (A.2)
en choisissant Ai = ∅ pour i > K.

Les autres propriétés s’obtiennent en décomposant les différents ensembles à l’aide
de sous-ensembles disjoints pour lesquels la σ-additivité s’applique. Nous détaillerons
simplement la preuve de la propriété (4). À partir de la famille croissante An ∈ A, on
construit la famille de sous ensembles disjoints

C0 = A0 et ∀n > 1, Cn = An \ An−1,

qui vérifie ∪n > 0An = ∪n > 0Cn. Comme les Cn sont disjoints, on en déduit

µ
( ⋃

n > 0

An

)
= µ

( ⋃

n > 0

Cn

)
= ∑

n > 0
µ(Cn) = lim

K→∞

K

∑
n=0

µ(Cn) = lim
K→∞

µ(AK).

La propriété (5) se déduit de (4) en considérant la suite croissante Bn = A0 \ An.

Certains ensembles ne sont pas significatifs pour une mesure donnée, on dit alors
qu’ils sont négligeables.

Définition A.6. Sur un espace mesuré (Ω,A, µ), un ensemble N ∈ A est dit négligeable si
µ(N ) = 0.
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D’après la propriété de σ-additivité de la mesure, toute union dénombrable d’en-
sembles négligeables est négligeable.

Le résultat suivant constitue la clef de voûte de la théorie de la mesure, car il permet
de construire de façon unique une mesure sur toute une σ-algèbre en partant d’une classe
restreinte de sous-ensembles.

Théorème A.7. (Théorème d’extension de Carathéodory) Soient A0 une algèbre sur Ω et une
fonction σ-additive µ0 : A0 → R+ au sens de (A.2). Alors il existe une mesure µ sur la σ-algèbre
A := σ(A0) engendrée par A0 telle que µ = µ0 sur A0. Si de plus µ0 est σ-finie (en particulier
si µ0(Ω) < ∞), alors une telle extension µ est unique.

Dans la pratique, le théorème d’extension de Carathéodory sert peu car une fois qu’on
connaît l’existence de la mesure µ sur A, il n’est plus nécessaire de faire appel à ce théo-
rème pour travailler avec µ. La démonstration de ce théorème dépasse le cadre de ce
cours, mais on pourra la trouver dans l’annexe A1, page 195 du livre [29]. Un point im-
portant de la preuve mérite néanmoins d’être signalé car l’unicité de la mesure s’obtient
comme conséquence de la proposition suivante qui sera utile par la suite.

Proposition A.8. Soit I ⊂ P(Ω) une famille de sous-ensembles, stable par intersection finie,
i.e.

∀A, B ∈ I ⇒ A ∩ B ∈ I .

Soient µ, ν deux mesures définies sur σ(I) telles que µ(Ω), ν(Ω) < ∞. Si µ, ν coincident sur I
alors µ = ν sur σ(I).

La preuve de cette proposition se trouve page 194 de [29]. La construction de la mesure
de Lebesgue λ sur [0, 1] permet d’illustrer la proposition A.8. En effet, il suffit de définir la
mesure sur les segments de la forme

∀x ∈ [0, 1], λ([0, x]) = x avec I =
{
[0, x] : x ∈ [0, 1]

}
, (A.4)

pour la prescrire de façon unique sur toute la σ-algèbre borélienne B[0,1] = σ (I) intro-
duite en (A.1). L’existence de la mesure de Lebesgue s’obtient par le théorème A.7, mais
cela nécessite un travail plus conséquent (cf. [29] page 20).

A.2 Intégration

Étant donné un espace mesuré (Ω,A, µ), nous allons construire la théorie de l’inté-
gration pour des fonctions mesurables.

A.2.1 Fonctions mesurables

La mesurabilité d’une fonction assure une compatibilité entre les structures des σ-
algèbres sous-jacentes.

Définition A.9. On considère (Ω,A) et (Γ,B) deux espaces mesurables. Une application f :
Ω→ Γ est dite mesurable si

∀B ∈ B, f−1(B) ∈ A.
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Dans le cas de σ-algèbres A,B boréliennes, on dira que f est borélienne.

Dans la pratique, pour vérifier la mesurabilité d’une fonction f , il suffit de considérer
une classe réduite de sous-ensembles C engendrant B = σ(C) et de montrer que

∀C ∈ C, f−1(C) ∈ A.

En particulier, si f : Ω → R est une fonction continue alors elle est mesurable pour la
σ-algèbre borélienne BΩ. En effet, l’ensemble C des ouverts de R engendre BR et l’image
réciproque d’un ouvert C par l’application continue f est aussi un ouvert f−1(C) ∈ BΩ.

Les fonctions étagées forment une classe importante de fonctions mesurables car elles
constituent les briques fondamentales pour construire la théorie de l’intégration.

Définition A.10 (Fonction étagée). Une fonction f : Ω → R, définie sur l’espace mesurable
(Ω,A), est dite étagée si elle ne prend qu’un nombre fini de valeurs {ai}i 6 n qu’on peut supposer
distinctes et est de la forme

∀ω ∈ Ω, f (ω) =
n

∑
i=1

ai 1Ai(ω) avec Ai = f−1({ai}) ∈ A. (A.5)

On notera E+ l’ensemble des fonctions étagées positives.

En particulier, on peut approcher une fonction mesurable par des fonctions étagées.

Proposition A.11. Soit f une fonction mesurable positive sur (Ω,A). Il existe une suite crois-
sante { fn} de fonctions étagées positives convergeant vers f .

Démonstration. Soit n un entier. Il suffit de tronquer f en fonction de "lignes" de niveau
qui par construction sont mesurables dans A

An =
{

ω ∈ Ω, f (ω) > n
}

, A(i)
n =

{
ω ∈ Ω,

i− 1
n

6 f (ω) <
i
n

}
avec i 6 n2.

Les fonctions étagées de la forme

ω ∈ Ω, fn(ω) =
n2

∑
i=1

i− 1
n2 1

A(i)
n
(ω) + 1An(ω)

convergent vers f de façon croissante quand n tend vers l’infini.

Opérations sur les fonctions mesurables

On admettra les propriétés suivantes des fonctions mesurables.

Proposition A.12.
(i) La composition de 2 fonctions mesurables est une fonction mesurable.
(ii) Soient f , g deux fonctions mesurables de (Ω,A) dans (R,BR) alors les fonctions

f + g, f g, f+ = sup{ f , 0}, f− = − inf{ f , 0}

sont aussi mesurables.
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On rappelle les notions de limite supérieure (notée lim sup) et de limite inférieure
(notée lim inf) pour une suite réelle (xn)n≥1 de R

lim sup
n→∞

xn := lim
n→∞

(
sup
k > n

xk

)
= inf

n > 1

(
sup
k > n

xk

)
,

lim inf
n→∞

xn := lim
n→∞

(
inf

k > n
xk

)
= sup

n > 1

(
inf

k > n
xk

)
.

(A.6)

Proposition A.13. Soit { fn}n > 0 une suite de fonctions mesurables de (Ω,A) dans R alors

sup
n

fn, inf
n

fn, lim sup
n

fn, lim inf
n

fn

sont aussi mesurables. Par conséquent, si fn converge simplement, sa limite limn fn est mesurable.

Démonstration. On traite le cas de f = supn fn. Il suffit d’analyser l’image réciproque
d’intervalles ouverts du type ]x,+∞[

f−1(]x,+∞[) =
{

ω; sup
n

fn(ω) > x
}
=
⋃

n

{
ω; fn(ω) > x

}

qui appartiennent bien à A car il s’agit une réunion dénombrable d’ensembles mesu-
rables. L’infimum se traite de manière analogue.

Par construction lim supn→∞ fn = infn > 1

(
supk > n fk

)
et les résultats sur le supre-

mum et l’infimum de fonctions mesurables suffisent pour conclure.

A.2.2 Integration des fonctions positives

Nous allons définir une notion d’intégration pour les fonctions sur un espace mesuré
(Ω,A, µ). Étant donné µ, on ne sait mesurer que les ensembles A de A. On définit donc

∫
1A dµ = µ(A).

Ensuite, il est naturel de construire l’integrale à partir des fonctions étagées de la forme
(A.5)

∀ω ∈ Ω, f (ω) =
n

∑
i=1

ai 1Ai(ω) avec Ai = f−1({ai}) ∈ A. (A.7)

Définition A.14. (Intégrale de fonctions étagées) Soit f ∈ E+ une fonction étagée à valeurs dans
R+ de la forme (A.7). On définit l’intégrale de f par rapport à µ comme

∫
f dµ =

∫
f (ω)dµ(ω) :=

n

∑
i=1

ai µ(Ai),

avec la convention 0×∞ = ∞× 0 = 0.
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Par construction, on en déduit la linéarité de l’intégrale pour les fonctions dans E+
∫
(a f + bg)dµ = a

∫
f dµ + b

∫
g dµ, (A.8)

et une propriété de monotonie

f 6 g ⇒
∫

f dµ 6
∫

g dµ. (A.9)

Cette première définition permet de construire l’integration pour toutes les fonctions
positives et mesurables sur A.

Définition A.15. (Intégrale de fonctions positives) Soit une fonction mesurable f : Ω→ [0, ∞],
alors son intégrale par rapport à µ est définie par

∫
f dµ =

∫
f (ω) dµ(ω) := sup

g∈E+
g 6 f

∫
g dµ.

Un premier théorème de convergence se déduit facilement de cette définition.

Théorème A.16. (Convergence monotone) Soit { fn}n > 0 une suite croissante de fonctions me-
surables, positives, convergeant vers la limite f = limn ↑ fn. Alors

∫
f dµ = lim

n→∞
↑
∫

fn dµ.

Le symbole ↑ sert simplement à insister sur la croissance des suites.

Démonstration. La propriété de monotonie (A.9) pour les intégrales de fonctions étagées
s’étend immédiatement aux fonctions mesurables. Comme f > fn, on en déduit ainsi une
première inégalité ∫

f dµ > lim
n→∞

↑
∫

fn dµ.

Pour établir l’inégalité inverse, nous allons montrer que pour toute fonction étagée
g = ∑k

i=1 ai1Ai de E+ vérifiant g 6 f , on a

lim
n→∞

↑
∫

fn dµ >
∫

g dµ. (A.10)

Il suffira ensuite de prendre le supremum sur les fonctions g pour retrouver
∫

f dµ et
conclure ainsi que

∫
f dµ 6 limn→∞ ↑

∫
fn dµ.

Pour démontrer (A.10), on se donne c ∈ [0, 1[ et on écrit

∫
fn dµ >

∫
fn 1{ fn > c g} dµ > c

∫
g 1{ fn > c g} dµ = c

k

∑
i=1

ai µ
(

Ai ∩ { fn > c ai}
)
.

Comme fn converge de façon monotone vers f , les ensembles Ai ∩ { fn > c ai} sont crois-
sants en n et la propriété (A.3) implique la convergence de leurs mesures vers µ(Ai). On
obtient ainsi

lim
n→∞

↑
∫

fn dµ > c
k

∑
i=1

ai µ(Ai) = c
∫

g dµ.

Il suffit ensuite de faire tendre c vers 1 pour retrouver (A.10).
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Un second résultat de convergence s’obtient comme conséquence du théorème de
convergence monotone.

Lemme A.17. (Fatou) Pour toute suite de fonctions { fn}n > 0 mesurables positives, on a
∫ (

lim inf
n→∞

fn
)

dµ 6 lim inf
n→∞

∫
fn dµ.

Démonstration. Pour tout ` > n, on déduit de la propriété de monotonie (A.9) que

inf
k > n

fk 6 f` ⇒
∫

inf
k > n

fk dµ 6
∫

f` dµ.

En particulier, on obtient ∫
inf

k > n
fk dµ 6 inf

k > n

∫
fk dµ.

En utilisant la définition de la limite inférieure (A.6)

lim inf
n→∞

fn := lim
n→∞

↑
(

inf
k > n

fk

)

et le théorème A.16 de convergence monotone, on en déduit

lim
n→∞

↑
∫

inf
k > n

fk dµ =
∫

lim
n→∞

↑
(

inf
k > n

fk

)
dµ =

∫
lim inf

n→∞
fn dµ.

Ceci prouve le lemme A.17.

A.2.3 Fonctions intégrables

Pour le moment, l’intégrale de Lebesgue n’a été définie que pour des fonctions mesu-
rables positives. La définition suivante permet de généraliser l’integration aux fonctions
à valeurs dans R.

Définition A.18. (Intégrale) Soit une fonction mesurable f : Ω→ R, on dit que f est intégrable
par rapport à µ si ∫

| f | dµ < ∞.

On définit alors son intégrale par
∫

f dµ =
∫

f+ dµ−
∫

f− dµ,

où les fonctions f+ = sup{ f , 0}, f− = − inf{ f , 0} sont mesurables (Proposition A.12) et posi-
tives.

On vérifiera en particulier que la linéarité (A.8) est aussi préservée pour des fonctions
intégrables f , g ∫

(a f + bg)dµ = a
∫

f dµ + b
∫

g dµ. (A.11)

La classe des fonctions mesurables intégrables s’avère un peu trop large car l’inté-
gration est insensible aux valeurs prises par les fonctions sur les ensembles négligeables
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introduits dans la définition A.6. On dira que deux fonctions mesurables f , g coïncident
µ presque partout si

µ
(
{ω ∈ Ω, f (ω) 6= g(ω)}

)
= 0.

On notera
f = g µ-p.p. ou f (ω) = g(ω) µ(dω)-p.p.

pour spécifier la variable d’intégration. La terminologie µ presque sûrement (notée µ-p.s.)
est équivalente et souvent employée dans le cadre des probabilités. Si f , g sont intégrables
et coïncident µ presque partout, on a alors

∫
f dµ =

∫
g dµ.

Ainsi, on notera L1 = L1(A, µ) l’ensemble des fonctions intégrables sur l’espace mesuré
(Ω,A, µ) et on identifiera à un même élément toutes les fonctions égales µ presque par-
tout.

Pour conclure ce paragraphe, nous rappelons 2 résultats classiques.

Lemme A.19. Soit f une fonction positive, mesurable, alors
∫

f dµ = 0 ⇔ f = 0 µ-p.p.

Démonstration. Il suffit de démontrer l’implication⇒. Pour cela, on définit la suite d’en-
sembles croissants

An =
{

ω ∈ Ω, f (ω) > 1
n
}

.

Ces ensembles sont tous de mesure nulle car

µ(An) =
∫

1An dµ 6 n
∫

f 1An dµ 6 n
∫

f dµ = 0.

Pour conclure la preuve du lemme A.19, il suffit d’appliquer la propriété (A.3) à cette
suite d’évènements croissants

µ
({

ω ∈ Ω, f (ω) > 0
})

= µ
( ⋃

n > 0

An

)
= lim

n→∞
µ(An) = 0.

On en déduit que f est nulle µ presque partout.

Lemme A.20. Soit f une fonction intégrable dans L1(A, µ) et ε > 0 une constante fixée. Alors,
il existe δ > 0 tel que pour tout ensemble A ∈ A vérifiant µ(A) < δ, on a

∫
| f | 1A dµ < ε.

Démonstration. On se restreint au cas f > 0 et pour tout entier n, on considère la fonction
bornée fn = min( f , n). L’inégalité suivante est valable pour tout ensemble A ∈ A

µ
(

f 1A
)
= µ

(
fn 1A

)
+ µ

(
( f − fn) 1A

)
6 nµ(A) + µ

(
f − fn

)
.

Comme fn converge vers f de façon croissante, le théorème A.16 de convergence mono-
tone implique qu’il existe n assez grand pour que

µ
(

f − fn
)
6 ε

2
.

Il ne reste plus qu’à choisir δ 6 ε
2n pour conclure la démonstration du lemme A.20.
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A.2.4 Théorème de convergence dominée

Cette section est dédiée au théorème de convergence dominée et à son application
aux intégrales qui dépendent d’un paramètre.

Théorème A.21 (Convergence dominée). Soit { fn}n > 0 une suite de fonctions dans L1(A, µ)
vérifiant les deux hypothèses suivantes :

1. Il existe une fonction mesurable f telle que fn converge vers f , µ presque partout, quand
n tend vers l’infini.

2. Il existe une fonction g positive dans L1(A, µ) telle que pour tout n, l’inégalité | fn| 6 g
est vraie µ presque partout.

Alors f appartient aussi à L1(A, µ) et fn converge vers f dans L1(A, µ), c’est-à-dire

lim
n→∞

∫ ∣∣ fn − f
∣∣ dµ = 0. (A.12)

En particulier, on en déduit que

lim
n→∞

∫
fn dµ =

∫
f dµ. (A.13)

Démonstration. Comme | fn| 6 g pour tout n, l’inégalité | f | 6 g se déduit par passage à
la limite et est aussi vraie µ presque partout. La limite f appartient donc à L1(A, µ). Ces
deux inégalités impliquent aussi que la fonction 2g− | f − fn| est positive. En appliquant
l’hypothèse (1), on remarque que

lim inf
n→∞

(
2g− | f − fn|

)
= 2g.

D’après le lemme A.17 de Fatou, on en déduit que

lim inf
n→∞

∫ (
2g− | f − fn|

)
dµ > 2

∫
g dµ.

L’intégrale étant linéaire, on obtient

2
∫

g dµ− lim sup
n→∞

∫ ∣∣ f − fn
∣∣dµ > 2

∫
g dµ ⇒ lim sup

n→∞

∫ ∣∣ f − fn
∣∣dµ 6 0.

Ceci implique la convergence (A.12) dans L1(A, µ). La limite (A.13) se déduit par l’in-
égalité ∣∣∣∣

∫
fn − f dµ

∣∣∣∣ 6
∫ ∣∣ fn − f

∣∣ dµ.

Soit U un intervalle ouvert de R. Le théorème de convergence dominée permet de
contrôler des intégrales de la forme

F(u) =
∫

f (u, ω) dµ(ω),

où f : U ×Ω→ R est une application telle que

pour tout u ∈ U fixé, ω 7→ f (u, ω) est mesurable et appartient à L1(A, µ). (A.14)

La régularité de f confère différentes propriétés à la fonction u 7→ F(u).
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Théorème A.22. Soit f : U ×Ω→ R une fonction vérifiant (A.14) et u0 ∈ U .

1. Supposons que

(a) µ presque partout en ω, l’application u 7→ f (u, ω) est continue en u0 ;

(b) il existe une fonction g ∈ L1(A, µ) telle que pour tout u ∈ U
∣∣ f (u, ω)

∣∣ 6 g(ω), µ presque partout en ω.

Alors la fonction u 7→ F(u) =
∫

f (u, ω) dµ(ω) est continue en u0.

2. Supposons que

(a) µ presque partout en ω, l’application u 7→ f (u, ω) est dérivable sur U ;

(b) il existe une fonction g ∈ L1(A, µ) telle que pour tout u ∈ U
∣∣∂ f
∂u

(u, ω)
∣∣ 6 g(ω), µ presque partout en ω.

Alors la fonction u 7→ F(u) =
∫

f (u, ω) dµ(ω) est dérivable sur U de dérivée

F′(u) =
∫

∂ f
∂u

(u, ω) dµ(ω).

Démonstration. Nous allons d’abord établir le résultat de continuité (1). Pour toute suite
{un}n > 1 convergeant vers u0, l’hypothèse (1-a) implique la convergence

lim
n→∞

f (un, ω) = f (u0, ω), µ presque partout en ω.

L’hypothèse (1-b) permet d’utiliser le théorème de convergence dominée et d’en déduire
la continuité en u0 de F

lim
n→∞

∫
f (un, ω) dµ(ω) =

∫
f (u0, ω) dµ(ω).

Nous allons maintenant établir la dérivabilité (2) en un point u0 de U . On remarque
que pour toute suite {un}n > 1 convergeant vers u0, l’hypothèse (2-a) implique la conver-
gence

lim
n→∞

f (un, ω)− f (u0, ω)

un − u0
=

∂ f
∂u

(u0, ω), µ presque partout en ω. (A.15)

Par le théorème des accroissements finis, on déduit de l’hypothèse (2-b) la borne uni-
forme suivante

∣∣ f (u, ω)− f (u0, ω)
∣∣ 6 g(ω)|u− u0|, µ presque partout en ω.

Cette inégalité et la convergence presque partout (A.15) suffisent à déduire du théorème
de convergence dominée que

F′(u0) = lim
n→∞

F(un)− F(u0)

un − u0
=
∫

lim
n→∞

f (un, ω)− f (u0, ω)

un − u0
dµ(ω) =

∫
∂ f
∂u

(u0, ω) dµ(ω).

Ceci conclut la deuxième assertion du théorème A.22.
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A.3 Espaces produits

Dans cette section, nous allons aborder les aspects spécifiques de l’intégration sur des
espaces produits. Ces espaces joueront un rôle important pour formaliser l’indépendance
de variables aléatoires.

A.3.1 Mesurabilité sur les espaces produits

Soient 2 espaces mesurables (Ω1,A1) et (Ω1,A2). On associe à l’espace produit Ω1 ×
Ω2, la σ-algèbre produit définie par

A1 ⊗A2 = σ
(

A1 × A2; A1 ∈ A1, A2 ∈ A2
)
.

Il s’agit de la plus petite σ-algèbre engendrée par les pavés mesurables, c’est-à-dire les
ensembles de la forme A1× A2. Si Ω1, Ω2 sont des espaces métriques mesurables, on peut
montrer que la σ-algèbre borélienne BΩ1×Ω2 coïncide avec la σ-algèbre produit BΩ1 ⊗BΩ2 .
En particulier, la σ-algèbre borélienne BR2 s’obtient simplement à partir d’ensembles de
BR. Plus généralement pour un nombre fini d’espaces mesurables (Ωi,Ai) avec i 6 k, la
tribu produit est construite à partir des pavés

A1 ⊗ · · · ⊗ Ak = σ
(

A1 × · · · × Ak; i 6 k, Ai ∈ Ai
)
.

Inversement, à partir d’un ensemble C de A1 ⊗ A2, on peut retrouver des sous en-
sembles de Ω1 et Ω2 par projection. Soient ω1, ω2 dans Ω1, Ω2, on note

Cω1 =
{

ω2 ∈ Ω2, (ω1, ω2) ∈ C
}

et Cω2 =
{

ω1 ∈ Ω1, (ω1, ω2) ∈ C
}

.

La proposition suivante montre que ces ensembles projetés sont mesurables.

Proposition A.23.

1. Étant donné C dans A1 ⊗A2, alors pour tout ω1 dans Ω1, la projection Cω1 appartient à
A2. De même, pour tout ω2 dans Ω2, la projection Cω2 est dans A1.

2. Plus généralement, supposons que f : Ω1 × Ω2 → E soit mesurable pour A1 ⊗ A2.
Alors, pour tout ω1 dans Ω1, l’application ω2 7→ f (ω1, ω2) est mesurable pour A2. De
plus, pour tout ω2 dans Ω2, l’application ω1 7→ f (ω1, ω2) est mesurable pour A1.

Démonstration. Étant donné ω1 dans Ω1, la famille d’ensembles

C =
{

C ∈ A1 ⊗A2, Cω1 ∈ A2
}

,

contient tous les pavés de la forme A1 × A2 de A1 ⊗A2. De plus C est une σ-algèbre. Par
conséquent, C coïncide avec A1 ⊗ A2 et on obtient la mesurabilité des ensembles de la
forme Cω1 .

Pour étudier la mesurabilité de l’application ω2 7→ f (ω1, ω2), on considère l’image
réciproque d’un ensemble U de E

{
ω2 ∈ Ω2, f (ω1, ω2) ∈ U

}
= ( f−1(U))ω1 .

Comme cet ensemble est la projection de l’ensemble mesurable f−1(U), on déduit de (1)
qu’il est mesurable dans A2. Ceci implique la mesurabilité de ω2 7→ f (ω1, ω2).
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On peut maintenant définir une mesure sur des espaces produits.

Théorème A.24. Soient (Ω1,A1, µ1) et (Ω2,A2, µ2) des espaces mesurés avec µ1, µ2 deux me-
sures σ-finies. Il existe une unique mesure, notée µ1 ⊗ µ2, sur l’espace produit (Ω1 ⊗Ω2,A1 ⊗
A2) vérifiant

∀A1 ∈ A1, ∀A2 ∈ A2, µ1 ⊗ µ2(A1 × A2) = µ1(A1) µ2(A2). (A.16)

La mesure d’un ensemble C de A1 ⊗A2 est alors donnée par

µ1 ⊗ µ2(C) =
∫

Ω1

µ2(Cω1)dµ1(ω1) =
∫

Ω2

µ1(Cω2)dµ2(ω2). (A.17)

Nous ne détaillerons pas la preuve qui repose sur le théorème A.7 d’extension de
Carathéodory, mais son principe est simple. Une fois définie sur les pavés A1 × A2 par
la relation (A.16), la mesure µ1 ⊗ µ2 est entièrement prescrite sur A1 ⊗ A2 car ceux-ci
engendrent cette σ-algèbre. Par la proposition A.23, la projection Cω1 est dans A2 et on
peut aussi vérifier que ω1 7→ µ2(Cω1) est mesurable dans A1. Ceci permet de définir la
mesure

∀C ∈ A1 ⊗A2, m(C) =
∫

Ω1

µ2(Cω1)dµ1(ω1).

Sur les pavés C = A1 × A2, cette mesure coïncide avec µ1 ⊗ µ2

m(C) = µ1(A1) µ2(A2) = µ1 ⊗ µ2(C).

Par conséquent, m doit aussi coïncider avec µ1 ⊗ µ2 sur tout A1 ⊗A2 car l’extension sur
A1 ⊗ A2 est unique par le théorème A.7. Ceci justifie la relation (A.17) qui permet de
décomposer µ1 ⊗ µ2 à partir des projections sur A1 ou A2.

A.3.2 Intégration sur les espaces produits

La mesure produit permet de définir une notion d’intégration sur les espaces produits
comme dans la définition A.15.

Théorème A.25. (Fubini) Soit f une fonction mesurable dans L1(Ω1×Ω2,A1⊗A2), alors ses
projections sur Ω1 et Ω2 sont intégrables :

l’application ω2 7→ f (ω1, ω2) est dans L1(Ω2,A2) pour µ1 presque tout ω1,

l’application ω1 7→ f (ω1, ω2) est dans L1(Ω1,A1) pour µ2 presque tout ω2.

De plus, l’ordre des intégrations peut être permuté

∫
f dµ1 ⊗ µ2 =

∫

Ω1

(∫

Ω2

f (ω1, ω2)dµ2(ω2)

)
dµ1(ω1) (A.18)

=
∫

Ω2

(∫

Ω1

f (ω1, ω2)dµ1(ω1)

)
dµ2(ω2).
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En général, l’inversion des intégrales (A.18) n’est vraie que si f appartient à L1, c’est-
à-dire sous l’hypothèse

∫
| f | dµ1 ⊗ µ2 < ∞. Cependant dans le cas d’une fonction f po-

sitive, l’identité (A.18) est valable sans condition : si une des intégrales est infinie les 2
autres le seront aussi.

Une démonstration du théorème A.25 de Fubini peut être trouvée page 77 du livre
[29]. Le schéma de la preuve est identique à celui suivi pour construire l’intégration. Pour
des fonctions étagées l’inversion des intégrales (A.18) est une conséquence de l’identité
(A.17) sur des ensembles de A1 ⊗A2. Ensuite l’intégrale de fonctions positives s’obtient
par approximation par des fonctions étagées (cf. définition A.15). Finalement, les fonc-
tions arbitraires se décomposent sous la forme f = f+ − f− pour se ramener au cas des
fonctions positives.



Annexe B

Rappels sur la théorie des
probabilités

Ce chapitre reprend quelques éléments de théorie des probabilités en insistant sur les
liens avec la théorie de la mesure présentée dans l’annexe A.

B.1 Variables aléatoires

La théorie des probabilités est une vaste escroquerie qui consiste à recycler des no-
tions de théorie de la mesure à l’aide d’une nouvelle terminologie. Ainsi un espace de
probabilité (Ω,A, P) n’est rien d’autre qu’un espace mesurable (Ω,A) muni d’une me-
sure P : A → [0, 1] de masse totale 1, i.e. P(Ω) = 1. Les variables aléatoires sont simple-
ment des fonctions mesurables sur Ω.

Définition B.1 (Variable aléatoire). Soient (Ω,A) et (E, E) deux espaces mesurables. Une
variable aléatoire X à valeurs dans E est une application mesurable de Ω dans E. Si X est à
valeurs dans R, son intégrale est appelée espérance et notée

E(X) =
∫

Ω
X(ω)dP(ω).

L’espérance s’interprète comme la valeur moyenne de la variable X. En particulier, si
X = 1C alors la probabilité de l’évènement C vaut P(C) = E(1C).

Ce changement de terminologie s’accompagne aussi d’un changement de point vue
qui met l’accent sur la notion de loi.

Définition B.2 (Loi d’une variable aléatoire). Soit X une variable aléatoire de (Ω,A) dans
(E, E). La loi PX de X est la mesure image de P par X. Il s’agit d’une mesure de probabilité sur
(E, E) associant à tout ensemble C dans E la mesure

PX(C) = P
(
X−1(C)

)
= P

(
X ∈ C

)
= P

(
{ω ∈ Ω, X(ω) ∈ C}

)
.

Pour illustrer ce concept, on considère un dé à 6 faces dont la valeur est donnée par
X ∈ {1, . . . , 6}. On pourrait coder par une variable ω tous les paramètres associés à
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la condition initiale du lancer du dé et déduire de la mécanique Newtonienne la va-
leur X(ω) à l’issue du lancer. Une telle approche supposerait de mesurer un nombre
gigantesque de paramètres dans un espace Ω et de déterminer précisément l’application
ω → X(ω). La notion de loi permet de s’abstraire de cette description en oubliant le dé-
tail du mouvement et en définissant uniquement une probabilité PX sur {1, . . . , 6}. On
ne cherchera jamais à preciser l’application ω → X(ω) et on se contentera de quantifier
des évènements simples du type PX({1}) = P(X = 1).

Si f : E 7→ R est une application mesurable et X : Ω 7→ E une variable aléatoire, alors
f (X) est aussi une variable aléatoire (cf. le point (i) de la proposition A.12). Son espérance
est donnée en fonction de la loi de X

E( f (X)) =
∫

E
f (x) dPX(x).

σ-algèbre engendrée par une variable aléatoire

Une variable aléatoire X sur un espace mesurable (Ω,A) peut ne dépendre que d’une
information partielle sur Ω. Par exemple, Ω peut coder plusieurs lancers d’un dé et X(ω)
est simplement le résultat du premier lancer. Dans ce cas, seulement une partie des en-
sembles de A suffira à rendre compte de X. Plus généralement, on peut associer à X la
plus petite σ-algèbre de A qui rende X mesurable.

Définition B.3. Soit X une variable aléatoire de (Ω,A) dans (E, E). La σ-algèbre engendrée par
X est définie par

σ(X) =
{

A = X−1(B); B ∈ E
}
⊂ A.

Pour une famille de variables aléatoires {Xi}i∈I de (Ω,A) dans (Ei, Ei)i∈I (avec I éventuellement
dénombrable), la σ-algèbre engendrée est définie par

σ ({Xi}i∈I) = σ
(
X−1

i (Bi); Bi ∈ Ei, i ∈ I
)
⊂ A.

Le lemme suivant permet de décrire toutes les variables aléatoires mesurables par
rapport à σ(X), i.e. à l’information relative à la variable aléatoire X.

Lemme B.4. On considère deux variables aléatoires sur (Ω,A, P) : X à valeurs dans (E, E) et Y
à valeurs dans R. Alors Y est σ(X)-mesurable si et seulement s’il existe une fonction mesurable
f : E 7→ R telle que Y = f (X).

Démonstration. Si Y = f (X) alors Y est σ(X)-mesurable d’après (i) de la Proposition A.12.
Réciproquement supposons que Y soit σ(X)-mesurable. Si Y = ∑n

i=1 ai 1Ai est une
fonction étagée, alors les ensembles Ai sont de la forme X−1(Bi) car ils appartiennent à
σ(X). On en déduit que Y = f (X) où f est la fonction E -mesurable définie par

∀x ∈ E, f (x) =
n

∑
i=1

ai 1Bi(x).

En général, on peut approcher la variable aléatoire Y par une suite de variables {Yn}
étagées et σ(X)-mesurables. Pour cela, il suffit de décomposer Y = Y+ − Y− et d’ap-
pliquer la proposition A.11. L’étape précédente permet de construire { fn}, une suite de
fonctions E -mesurables telles que Yn = fn(X). Pour tout ω, on a alors la convergence vers
une fonction f telle que f (X(ω)) = limn→∞ fn(X(ω)) = Y(ω). Ceci conclut le Lemme
B.4.
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B.2 Intégration de variables aléatoires et espaces Lp

Les résultats établis dans l’annexe A sur l’intégration des fonctions mesurables se
transposent naturellement aux variables aléatoires.

B.2.1 Théorèmes de convergence

Les théorèmes fondamentaux de convergence sont rappelés ci-dessous dans le forma-
lisme probabiliste.

Soit {Xn}n > 1 une suite de variables aléatoires à valeurs dans R qui converge vers X
presque sûrement.

Théorème de convergence monotone :
Si Xn converge de façon croissante vers X et Xn > 0 alors

lim
n→∞

E(Xn) = E(X). (B.1)

Théorème de convergence dominée :
Supposons qu’il existe une variable aléatoire Y intégrable, i.e. E(|Y|) < ∞, telle que
|Xn| 6 Y pour tout n, on a alors

lim
n→∞

E(|Xn − X|) = 0. (B.2)

Lemme de Fatou :
Si Xn > 0 alors

lim inf
n→∞

E(Xn) > E
(

lim inf
n→∞

Xn

)
= E(X). (B.3)

Dérivation et espérance :
Soit X une variable aléatoire à valeurs dans R et f une fonction telle que

∀u ∈ U ⊂ R, E
(∣∣ f (u, X)

∣∣) < ∞.

S’il existe une fonction g vérifiant

∀(u, x) ∈ U ×R,
∣∣∣∂u f (u, x)

∣∣∣ 6 g(x) avec E
(

g(X)
)
< ∞,

alors la fonction u→ E
(

f (u, X)
)

est différentiable et

∀u ∈ U , ∂uE
(

f (u, X)
)
= E

(
∂u f (u, X)

)
. (B.4)

B.2.2 Inégalités classiques

Cette section rappelle quelques inégalités importantes en théorie de l’intégration.
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Proposition B.5 (Inégalité de Hölder). Soient X, Y deux variables aléatoires à valeurs dans R

telles que

E(|Xp|) < ∞ et E(|Y|q) < ∞ avec p > 1 et
1
p
+

1
q
= 1.

L’inégalité de Hölder s’écrit

E
(
|XY|

)
6 E

(
|X|p

)1/p
E
(
|Y|q

)1/q. (B.5)

Démonstration. On vérifie facilement que

∀u, v > 0, u1/p v1−1/p 6 1
p

u +
(
1− 1

p
)
v.

En appliquant cette inégalité à

U =
|X(ω)|p
E
(
|X|p

) et V =
|Y(ω)|q
E
(
|Y|q

)

puis en prenant l’espérance, on en déduit que

1

E
(
|X|p

)1/p
1

E
(
|Y|q

)1/q E
(
|X|p/p |Y|q(1−1/p)

)
6 1

p
+
(
1− 1

p
)
= 1,

car E(U) = E(V) = 1. Comme q
(
1− 1

p

)
= 1, on retrouve l’inégalité (B.5).

Proposition B.6 (Inégalité de Minkowski). Soient X, Y deux variables aléatoires à valeurs
dans R telles que

E(|Xp|) < ∞ et E(|Y|p) < ∞ avec p > 1.

L’inégalité de Minkowski s’écrit

E
(
|X + Y|p

)1/p 6 E
(
|X|p

)1/p
+ E

(
|Y|p

)1/p. (B.6)

Démonstration. En utilisant l’inégalité

|X + Y|p 6 |X| |X + Y|p−1 + |Y| |X + Y|p−1,

on en déduit

E
(
|X + Y|p

)
6 E

(
|X| |X + Y|p−1)+ E

(
|Y| |X + Y|p−1).

On applique ensuite à chaque terme l’inégalité de Hölder (B.5) avec q = p
p−1

E
(
|X + Y|p

)
6 E

(
|X|p

)1/p
E
(
|X + Y|q(p−1))1/q

+ E
(
|Y|p

)1/p
E
(
|X + Y|q(p−1))1/q

6
(

E
(
|X|p

)1/p
+ E

(
|Y|p

)1/p
)

E
(
|X + Y|p

)1/q.

Ceci prouve l’inégalité de Minkowski (B.6).
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Proposition B.7 (Inégalité de Markov). Soit X une variable aléatoire à valeurs dans R. Si
f : R 7→ R+ est une fonction borélienne croissante et positive, alors l’inégalité de Markov
s’écrit pour tout c ∈ R

f (c)P
(
X > c

)
6 E

(
f (X)

)
. (B.7)

En particulier, on en déduit que pour c > 0

P
(
|X| > c

)
6 1

c
E
(
|X|
)

et P
(
|X| > c

)
6 1

c2 E
(
X2). (B.8)

Démonstration. Comme f est positive et croissante, l’espérance de f (X) est bornée infé-
rieurement par

E
(

f (X)
)
> E

(
f (X)1{X > c}

)
> f (c)P

(
X > c

)
.

Ceci conclut la preuve de l’inégalité de Markov (B.7).
Les inégalités (B.8) sont une conséquence de (B.7) appliquée à |X| avec

f (x) = |x| et f (x) = x2.

Proposition B.8 (Inégalité de Jensen). Soient une variable aléatoire X dans L1(A, P) et une
fonction convexe g : Rd 7→ R∪ {∞} telle que E

(
|g(X)|

)
< ∞. L’inégalité de Jensen s’écrit

E
(

g(X)
)
> g

(
E(X)

)
. (B.9)

Démonstration. 1 Étant donné M > 0, la fonction gM(x) = sup{g(x),−M} est aussi
convexe. Nous allons d’abord montrer l’inégalité de Jensen pour gM

E
(

gM(X)
)
> gM

(
E(X)

)
. (B.10)

L’inégalité (B.9) se déduit ensuite par passage à la limite M→ ∞, en utilisant le théorème
de convergence dominée car |gM| 6 |g| et |g(X)| est intégrable.

On considère une suite {Xi}i > 1 de variables aléatoires indépendantes et identique-
ment distribuées de même loi que X. On obtient par la convexité de gM que

E

(
gM

(
∑n

i=1 Xi

n

))
6 E

(
1
n

n

∑
i=1

gM(Xi)

)
= E (gM(X)) .

La loi des grands nombres implique la convergence presque sûre

gM (E (X)) = lim
n→∞

gM

(
∑n

i=1 Xi

n

)
.

Comme gM est bornée inférieurement, le lemme de Fatou permet de conclure

gM (E (X)) = E

(
lim inf

n→∞
gM

(
∑n

i=1 Xi

n

))
6 lim inf

n→∞
E

(
gM

(
∑n

i=1 Xi

n

))
6 E (gM(X)) .

1. Cette démonstration, due D. Chafaï, repose sur des arguments probabilistes. Une preuve plus classique
se trouve page 61 de [29].
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B.2.3 Espaces Lp

La notion d’espace L1 introduite page 219 peut être généralisée. Pour tout p dans
[1,+∞[, on notera Lp = Lp(A, P) l’ensemble des variables aléatoires X sur l’espace de
probabilité (Ω,A, P) telles que

‖X‖p =
(
E(|X|p)

)1/p
< ∞.

Pour p = ∞, l’espace L∞ est l’ensemble des variables aléatoires X vérifiant

‖X‖∞ = inf
{

C ∈ R+; |X| 6 C presque sûrement
}
< ∞.

Comme dans le cas de l’espace L1, on identifiera les variables aléatoires de Lp qui coïn-
cident presque sûrement.

L’inégalité de Minkowski (B.6) n’est rien d’autre que l’inégalité triangulaire dans Lp

‖X + Y‖p 6 ‖X‖p + ‖Y‖p.

Les espaces Lp sont décroissants, c’est-à-dire que Lp ⊂ Lr pour 1 6 r 6 p 6 ∞. En effet,
en appliquant l’inégalité de Jensen (B.9), on montre que pour toute variable aléatoire X
dans Lp

‖X‖r 6 ‖X‖p avec 1 6 r 6 p 6 ∞. (B.11)

L’espace L2 joue un rôle privilégié car l’application (X, Y) 7→ E[XY] définit un pro-
duit scalaire sur L2 et confère ainsi à L2 une structure hilbertienne. Dans ce cas parti-
culier, l’inégalité de Hölder (B.5) correspond à l’inégalité de Schwarz. Ainsi pour toutes
variables aléatoires X, Y dans L2, on a

∣∣E(XY)
∣∣ 6 ‖X‖2 ‖Y‖2. (B.12)

Le théorème suivant montre que les espaces Lp sont complets. Ceci sera essentiel
pour établir la convergence de suites de variables aléatoires.

Théorème B.9. Pour p > 1, l’espace Lp muni de la norme ‖ · ‖p est un espace de Banach. Plus
précisément, si {Xn}n > 1 est une suite de Cauchy dans Lp, i.e.

‖Xn − Xm‖p −→ 0 quand n, m→ ∞,

alors cette suite converge vers une variable aléatoire X appartenant à Lp

lim
n→∞
‖Xn − X‖p = 0.

Démonstration. Pour montrer que l’espace Lp est complet, nous considérons une suite de
Cauchy {Xn}n > 1 et nous allons montrer qu’elle converge. Il existe une suite d’entiers kn
strictement croissante telle que

‖Xkn+1 − Xkn‖p 6 1
2n . (B.13)
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On en déduit, par l’inégalité (B.11), que

E(|Xkn+1 − Xkn |) 6 ‖Xkn+1 − Xkn‖p 6 1
2n ,

et par conséquent
E
(

∑
n > 1
|Xkn+1 − Xkn |

)
< ∞.

Ainsi, la série ∑n > 1 |Xkn+1 −Xkn | est finie presque sûrement et on peut définir la variable
aléatoire

X = Xk1 +
∞

∑
n=1

(Xkn+1 − Xkn)

qui appartient à L1. Comme Xk` peut se réécrire sous la forme d’une série télescopique

Xk` = Xk1 +
`−1

∑
n=1

(Xkn+1 − Xkn),

la suite extraite {Xk`}` > 1 converge presque sûrement (et dans L1) vers X. L’inégalité
(B.13) permet de vérifier que X appartient à Lp et que la convergence est aussi valable
dans Lp.

B.3 Convergences

Les variables aléatoires étant des fonctions mesurables les notions de convergence
presque sûre et de convergence dans Lp s’appliquent aussi. Soient {Xn}n > 1 et X des
variables aléatoires à valeurs dans Rd définies sur l’espace de probabilité (Ω,A, P).

La suite {Xn}n > 1 converge presque sûrement vers X si

P
({

ω ∈ Ω; X(ω) = lim
n→∞

Xn(ω)
})

= 1.

Pour p > 1, la suite {Xn}n > 1 converge vers X dans Lp si

lim
n→∞

E
(∣∣Xn − X

∣∣p) = 0.

Nous allons aussi définir deux autres types de convergence plus faibles qui seront
plus faciles à démontrer. Le schéma ci-dessus résume les liens entre les différentes notions
de convergence évoquées dans cette section.
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B.3.1 Convergence en probabilité

Dans cette section, on considère {Xn}n > 1 et X des variables aléatoires définies sur le
même espace de probabilité (Ω,A, P).

Définition B.10 (Convergence en probabilité). On dit que la suite {Xn}n > 1 converge en
probabilité vers X si

lim
n→∞

P
(
|Xn − X| > ε

)
= 0 pour tout ε > 0.

Le lemme suivant montre que la convergence en probabilité est moins forte que les
convergences presque sûre et dans Lp.

Lemme B.11.

1. La convergence presque sûre implique la convergence en probabilité.

2. La convergence dans Lp (avec p > 1) implique la convergence en probabilité.

Démonstration. Pour la première assertion, il suffit de remarquer que

P
(
|Xn − X| > ε

)
= E

(
1{|Xn−X| > ε}

)

et que 1{|Xn−X| > ε} converge presque sûrement vers 0 car Xn − X converge presque sûre-
ment vers 0. On en déduit la convergence en probabilité de la suite {Xn}n > 1 vers X en
utilisant le théorème de convergence dominée (B.2).

La seconde assertion est une conséquence immédiate de l’inégalité de Markov (B.7)
appliquée avec la fonction f (x) = |x|p :

P
(
|Xn − X| > ε

)
6 1

εp E
(
|Xn − X|p

)
.

Ainsi la convergence dans Lp implique la convergence en probabilité.

L’hypothèse d’uniforme intégrabilité, définie ci-dessous, va permettre de renforcer la
convergence en probabilité pour retrouver une convergence dans L1.

Définition B.12 (Uniforme intégrabilité). Une suite {Xn}n > 1 de variables aléatoires est dite
uniformément intégrable si

lim
c→∞

sup
n > 1

E
(
|Xn|1{|Xn| > c}

)
= 0.

Le résultat suivant permet d’énoncer une forme de réciproque au Lemme B.11.

Théorème B.13. Soient {Xn}n > 1 et X des variables aléatoires dans L1. Alors la suite {Xn}n > 1
converge vers X dans L1 si et seulement si les 2 conditions suivantes sont vérifiées

(1) la suite {Xn}n > 1 converge vers X en probabilité ;

(2) la suite {Xn}n > 1 est uniformément intégrable.
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Démonstration. Supposons d’abord que les conditions (1) et (2) sont satisfaites et mon-
trons qu’elles impliquent la convergence dans L1. Étant donné c > 0, on considère la
fonction

∀x ∈ R, ϕc(x) := −c1{x<−c} + x1{−c 6 x 6 c} + c1{x>c}.

Le point de départ consiste à décomposer ‖Xn − X‖1

∥∥Xn − X
∥∥

1 6
∥∥Xn − ϕc(Xn)

∥∥
1 +

∥∥ϕc(Xn)− ϕc(X)
∥∥

1 +
∥∥ϕc(X)− X

∥∥
1. (B.14)

Nous allons ensuite montrer que chaque terme tend vers 0 quand n, puis c tendent vers
l’infini.

Comme ϕc(x) est une fonction lipschitzienne et bornée, la suite {ϕc(Xn)}n > 1 converge
dans L1 vers ϕc(X). En effet pour tout ε > 0, on peut écrire

∥∥ϕc(Xn)− ϕc(X)
∥∥

1 = E
(
|ϕc(Xn)− ϕc(X)|

)
6 ε + cE

(
1{|Xn−X| > ε})

)
.

Il suffit ensuite de laisser tendre n vers l’infini puis ε vers 0, pour déduire la convergence

lim
n→∞

∥∥ϕc(Xn)− ϕc(X)
∥∥

1 = 0.

Il ne reste plus qu’a montrer que les deux termes restants dans (B.14) tendent vers 0
quand c tend vers l’infini (uniformément en n). On remarque que

∥∥ϕc(Xn)− Xn
∥∥

1 = E
(
|ϕc(Xn)− Xn|

)
6 E

(
|Xn|1{|Xn|>c}

)
. (B.15)

Par conséquent, l’uniforme intégrabilité implique que

lim
c→∞

sup
n > 1

∥∥ϕc(Xn)− Xn
∥∥

1 = 0.

Comme X est intégrable, l’inégalité (B.15) permet aussi de déduire que

lim
c→∞

∥∥ϕc(X)− X
∥∥

1 = 0.

En utilisant les résultats précédents, on conclut que {Xn}n > 1 converge vers X dans L1

car chaque terme de (B.14) tend vers 0.

Réciproquement, supposons que {Xn}n > 1 converge vers X dans L1, alors la conver-
gence en probabilité (1) est une conséquence du lemme B.11. Il suffit donc de montrer
l’uniforme intégrabilité (2). Pour tout ε > 0, la convergence L1 implique l’existence d’un
entier N tel que

E
(
|Xn − X|

)
< ε pour tout n > N. (B.16)

Par ailleurs, d’après le lemme A.20, il existe δ > 0 tel que pour tout ensemble mesurable
A vérifiant P(A) < δ alors

sup
n 6 N

E
(
|Xn|1A

)
< ε et E

(
|X| 1A

)
< ε. (B.17)
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En appliquant l’inégalité de Markov aux ensembles An := {|Xn| > c}, on constate qu’il
existe c assez grand tel que

sup
n > 1

P
(

An
)
6 1

c
sup
n > 1

E
(
|Xn|

)
< δ. (B.18)

Par les deux inégalités précédentes (B.17) et (B.18), on obtient

sup
n > 1

E
(
|Xn| 1{|Xn|>c}

)
= max

{
sup

n 6 N
E
(
|Xn|1{|Xn|>c}

)
, sup

n>N
E
(
|Xn|1{|Xn|>c}

)
}

6 max

{
ε, sup

n>N
E
(
|Xn|1{|Xn|>c}

)
}

6 max

{
ε, sup

n>N
E
(
|X|1{|Xn|>c}

)
+ E

(
|X− Xn|1{|Xn|>c}

)
}

6 max

{
ε, sup

n>N
E
(
|X|1An

)
+ E

(
|X− Xn|

)
}

.

Il suffit alors d’utiliser à nouveau (B.16) et (B.17), pour en déduire que

sup
n > 1

E
(
|Xn| 1{|Xn|>c}

)
< 2ε.

Cette inégalité reste vraie pour tout ε > 0 en choisissant c suffisamment grand. Ceci
implique l’uniforme intégrabilité de la suite {Xn}n > 1.

L’uniforme intégrabilité est une condition plus forte qu’une borne uniforme dans L1

sup
n > 1

E
(
|Xn|

)
< ∞.

Cependant, dès que p > 1, une borne uniforme dans Lp

sup
n > 1

E
(
|Xn|p

)
< ∞ (B.19)

suffit à impliquer l’uniforme intégrabilité. En effet, en appliquant successivement l’inéga-
lité de Hölder, puis l’inégalité de Markov, on obtient

E
(
|Xn|1{|Xn|≥c}

)
6 E

(
|Xn|p

)1/p
P
(
|Xn| > c

)1−1/p

6 1
c1−1/p E

(
|Xn|p

)1/p
E
(
|Xn|

)1−1/p.

Ceci montre que l’uniforme intégrabilité de la suite {Xn}n > 1 est une conséquence de la
borne uniforme (B.19) dans Lp (et donc aussi dans L1).
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B.3.2 Convergence en loi

Définition B.14 (Convergence en loi). Soient X et {Xn}n > 1 des variables aléatoires à valeurs
dans (E, E). On dit que {Xn}n > 1 converge en loi vers X si

lim
n→∞

E
(

f (Xn)
)
= E

(
f (X)

)
pour toute fonction f continue bornée sur E. (B.20)

La convergence en loi de {Xn}n > 1 vers X est équivalente à la convergence des lois
{PXn}n > 1 vers la loi PX. Ainsi (B.20) se réécrit

lim
n→∞

∫

Ω
f
(
Xn(ω)

)
dPXn(ω) =

∫

Ω
f
(
X(ω)

)
dPX(ω) pour f continue bornée sur E.

Contrairement aux précédentes notions de convergence, la convergence en loi ne permet
pas de comparer des réalisations des variables aléatoires Xn(ω) et de la limite X(ω).
Ainsi si X est une variable gaussienne centrée N (0, 1), alors la suite Xn = X converge en
loi vers X, mais aussi vers −X. La convergence en loi ne nécessite pas que les variables
Xn et X soient définies sur le même espace de probabilité (Ω,A, P).

Pour établir la convergence en loi, on peut se contenter d’analyser la convergence
(B.20) sur une classe réduite de fonctions continues. Dans cette perspective, nous allons
définir la fonction caractéristique d’une variable aléatoire X = (X1, . . . , Xd) à valeurs dans
Rd par

∀λ ∈ Rd, ΦX(λ) = E
(

exp(i λ · X)
)

avec λ · X =
d

∑
`=1

λ`X`, (B.21)

où i représente le nombre complexe i2 = −1. La fonction caractéristique est l’analogue de
la transformée de Fourier de la loi PX et elle détermine entièrement la loi de X. On peut
montrer que si deux variables aléatoires ont la même fonction caractéristique, alors elles
ont la même loi. Le théorème suivant joue un rôle clef pour établir la convergence en loi.

Théorème B.15 (Théorème de Lévy). Une suite de variables aléatoires {Xn}n≥1 à valeurs dans
Rd converge en loi vers X si et seulement si

∀λ ∈ Rd, lim
n→∞

ΦXn(λ) = ΦX(λ).

La démonstration de ce théorème étant longue et délicate, nous l’omettons et ren-
voyons à [29] pour une preuve détaillée.

Les précédentes notions de convergence impliquent la convergence en loi.

Lemme B.16. La convergence en probabilité implique la convergence en loi.

Démonstration. Soit {Xn}n > 1 une suite de variables aléatoires convergeant en probabilité
vers X. Étant donné δ > 0, on peut borner l’écart entre les fonctions caractéristiques
∣∣ΦXn(λ)−ΦX(λ)

∣∣ 6 E
(∣∣ exp

(
i λ · (Xn − X)

)
− 1
∣∣)

6 E
(∣∣ exp

(
i λ · (Xn − X)

)
− 1
∣∣1{|Xn−X| 6 δ}

)
+ 2P (|Xn − X| > δ) .
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Pour λ fixé et ε > 0, le paramètre δ peut être choisi suffisamment petit pour obtenir une
majoration uniforme en n

E
(∣∣ exp

(
i λ · (Xn − X)

)
− 1
∣∣1{|Xn−X| 6 δ}

)
6 ε.

Le paramètre δ étant fixé, la convergence en probabilité implique que pour tout n suffi-
samment grand

P (|Xn − X| > δ) 6 ε.

Ceci démontre que ΦXn(λ) converge vers ΦX(λ) quand n tend vers l’infini. La conver-
gence en loi se déduit alors du théorème de Lévy B.15.

B.4 Indépendance

B.4.1 Variables aléatoires indépendantes

Deux évènements A, B sont indépendants si

P(A ∩ B) = P(A)P(B).

Cette identité implique que la réalisation de l’évènement B n’influe pas sur la probabilité
de l’évènement A.

L’indépendance se généralise au cas de plusieurs évènements.

Définition B.17 (Évènements indépendants). Les évènements A1, . . . , An sont indépen-
dants si

P
(

Ai1 ∩ Ai2 ∩ · · · ∩ Aik

)
= P

(
Ai1
)
P
(

Ai2
)

. . . P
(

Aik

)
,

pour tout k 6 n et tout sous-ensemble {i1, . . . , ik} de {1, . . . , n}.
Il est important de noter que la relation

P
(

A1 ∩ A2 ∩ · · · ∩ An
)
= P

(
A1
)
P
(

A2
)

. . . P
(

An
)

ne suffit pas à assurer l’indépendance des n évènements.

On peut aussi définir une notion d’indépendance pour des σ-algèbres.

Définition B.18 (σ-algèbres indépendantes). Les σ-algèbresA1, . . . ,An incluses dansA sont
dites indépendantes si toute famille d’ensembles A1 ∈ A1, . . . , An ∈ An vérifie la relation

P
(

A1 ∩ A2 ∩ · · · ∩ An
)
= P

(
A1
)
P
(

A2
)

. . . P
(

An
)
. (B.22)

La définition B.17 est équivalente à l’indépendance des σ-algèbres

σ(Ak) = {Ω, ∅, Ak, Ac
k}, k 6 n,

engendrées par les évènements A1, . . . , An.

Cette définition permet d’étendre la notion d’indépendance aux variables aléatoires.
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Définition B.19 (Variables indépendantes). Les variables aléatoires X1, . . . Xn à valeurs dans
(E1, E1), . . . , (En, En) sont indépendantes si les σ-algèbres correspondantes σ(X1), . . . , σ(Xn)
sont indépendantes.

Ceci est équivalent à dire que pour toute famille d’ensembles (A1, . . . , An) de E1 × · · · × En
l’identité suivante est satisfaite

P
(
{X1 ∈ A1} ∩ · · · ∩ {Xn ∈ An}

)
= P

(
X1 ∈ A1

)
. . . P

(
Xn ∈ An

)
. (B.23)

L’indépendance des variables aléatoires est liée aux propriétés des espaces produits.

Proposition B.20. L’indépendance des variables aléatoires X1, . . . , Xn à valeurs dans (E1, E1),
. . . , (En, En) est équivalente à chacune des assertions suivantes :

(i) La loi du n-uplet {X1, . . . , Xn} est une mesure produit

P(X1,...,Xn) = PX1 ⊗ . . .⊗PXn .

(ii) Pour toutes fonctions fi : Ei 7→ R mesurables bornées

E

(
n

∏
k=1

fi(Xi)

)
=

n

∏
k=1

E
(

fi(Xi)
)
.

Démonstration. Pour toute famille d’ensembles (A1, . . . , An) de E1 × · · · × En, on peut
écrire

P(X1,...,Xn)(A1 × A2 × · · · × An) = P
(
{X1 ∈ A1} ∩ {X2 ∈ A2} ∩ · · · ∩ {Xn ∈ An}

)

et

PX1 ⊗ . . .⊗PXn(A1 × A2 × · · · × An) = P
(
X1 ∈ A1

)
P
(
X2 ∈ A2

)
. . . P

(
Xn ∈ An

)
.

Ainsi la propriété d’indépendance (B.23) est équivalente à l’égalité des deux mesures
P(X1,...,Xn) et PX1 ⊗ . . .⊗PXn sur les pavés, i.e. les ensembles de la forme A1 × A2 × · · · ×
An. Par le théorème A.24, ceci est équivalent à l’égalité des deux mesures sur la σ-algèbre
produit E1 ⊗ · · · ⊗ En.

Le théorème de Fubini A.25 permet d’établir l’équivalence entre les assertions (i) et
(ii).

B.4.2 Comportement asymptotique

Nous rappelons maintenant les deux théorèmes fondamentaux qui caractérisent le
comportement asymptotique de suites de variables aléatoires indépendantes et identi-
quement distribuées.

Théorème B.21 (Loi forte des grands nombres). Soit {Xn}n > 1 une suite de variables aléa-
toires indépendantes, identiquement distribuées et intégrables, i.e. E(|X1|) < ∞. Alors

lim
n→∞

1
n

n

∑
i=1

Xi = E(X1) presque sûrement.
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Une preuve de ce théorème, reposant sur la convergence des martingales, est faite
théorème 11.4.

Dans le cas de variables aléatoires positives, la loi des grands nombres reste valable
même si l’espérance est infinie.

Corollaire B.22. Soit {Xn}n > 1 une suite de variables aléatoires positives, indépendantes et
identiquement distribuées. Alors

lim
n→∞

1
n

n

∑
i=1

Xi = E(X1) presque sûrement.

Démonstration. Il suffit simplement de traiter le cas E(X1) = ∞. Étant donné K > 0,
nous allons appliquer la loi des grands nombres du théorème B.21 à la suite de variables
tronquées {inf{X1, K}}n > 1

lim inf
n→∞

1
n

n

∑
i=1

Xi > lim
n→∞

1
n

n

∑
i=1

(inf{Xi, K}) = E
(

inf{X1, K}
)

presque sûrement.

Le théorème de convergence monotone implique que E
(

inf{X1, K}
)

tend vers E(X1) =
∞ quand K tend vers l’infini. Ceci prouve le corollaire.

Le théorème central limite permet de quantifier les fluctuations de la moyenne empi-
rique.

Théorème B.23 (Théorème central limite). Soit {Xn}n > 1 une suite de variables aléatoires
indépendantes, identiquement distribuées et de variance finie σ = E(X2

1)−E(X1)
2 < ∞. Après

renormalisation, la moyenne converge en loi vers N (0, σ) une gaussienne centrée de variance σ

√
n

(
1
n

n

∑
i=1

Xi −E(X1)

)
(loi)−−−→

n→∞
N (0, σ).

Démonstration. Quitte à considérer les variables Yi = Xi − E(X1), on peut toujours se
ramener au cas où E(X1) = 0. On définit Sn := 1√

n ∑n
i=1 Xi. Comme les variables sont

indépendantes et ont la même loi, la fonction caractéristique se factorise

ΦSn(λ) =
n

∏
i=1

Φ Xi√
n
(λ) =

(
ΦX1

(
λ√
n

))n

.

En utilisant que E(X1) = 0, le développement de Taylor au second ordre permet d’écrire

ΦX1

(
λ√
n

)
= 1− 1

2
λ2

n
σ + o

(
1
n

)
.

Ainsi la fonction caractéristique converge quand n tend vers l’infini

lim
n→∞

ΦSn(λ) = exp
(
−λ2

2
σ

)
.

La limite étant la fonction caractéristique de la gaussienne N (0, σ), on conclut grâce au
théorème de Lévy B.15.
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B.5 Espérance conditionnelle

Dans cette section, nous allons établir des résultats énoncés au chapitre 9.

B.5.1 Construction de l’espérance conditionnelle

Chapitre 9, nous avons vu que l’espérance conditionnelle est définie naturellement
dans L2 comme une projection orthogonale. Considérons (Ω,A, P), un espace de proba-
bilité, et F une sous-σ-algèbre de A. Par exemple F = σ(Y) si elle est définie à partir de
la variable aléatoire Y et dans ce cas, le sous espace L2(F , P) des variables aléatoires de
carré intégrable et mesurables par rapport à F s’écrit

L2(F , P) =
{

h(Y); h fonction mesurable telle que E(h(Y)2) < ∞
}

.

L’espace L2(F , P) coïncide avec l’espaceH défini en (9.7).

Si X est dans L2(A, P), on définit son espérance conditionnelle E(X|F ) par rapport
à F comme la projection orthogonale de X sur L2(F , P) pour le produit scalaire sur
L2(A, P). Par construction E(X|F ) est une variable aléatoire mesurable par rapport à F
et définie presque sûrement. Le lemme suivant résume quelques propriétés importantes
de l’espérance conditionnelle définie comme une projection orthogonale dans L2.

Lemme B.24. Soit X une variable aléatoire dans L2(A, P). L’espérance conditionnelle de X par
rapport à F satisfait la condition d’orthogonalité suivante : pour toute variable aléatoire W bornée
et F -mesurable

E
(
X W

)
= E

(
E
(
X|F

)
W
)
. (B.24)

Soient X1, X2 deux variables aléatoires dans L2(A, P). L’espérance conditionnelle admet les pro-
priétés suivantes :

(i) Linéarité :
E(X1 + X2 |F ) = E(X1 |F ) + E(X2 |F ).

(ii) Monotonie : si X1 ≥ X2 presque sûrement alors

E(X1 |F ) > E(X2 |F ) presque sûrement.

Démonstration. Comme W appartient à L2(F , P), l’identité (B.24) est une conséquence de
la projection orthogonale sur L2(F , P)

E
((

X−E
(
X|F

))
W
)
= 0.

La linéarité (i) est aussi une conséquence directe de la projection orthogonale. Pour
prouver la propriété (ii), il suffit de considérer l’ensemble F = {ω, E(X1|F ) < E(X2|F )}
qui est mesurable par rapport à F par construction. En appliquant l’identité (B.24) à la
variable aléatoire 1F, on en déduit que

E
([

E(X1 |F )−E(X2 |F )
]

1F

)
= E

(
(X1 − X2) 1F

)
> 0,

car X1 > X2. Ceci implique que
(
E(X1 |F )−E(X2 |F )

)
1F = 0 et conclut la preuve de la

propriété (ii).
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L’étape suivante consiste à étendre la notion d’espérance conditionnelle aux variables
à valeurs dans L1(A, P). Avant de démontrer le théorème 9.3, rappelons son énoncé.

Théorème B.25. Soit X une variable aléatoire A-mesurable appartenant à L1(A, P), i.e. telle
que E(|X|) < ∞. On considèreF ⊂ A une autre σ-algèbre. Il existe une unique variable aléatoire
Z (définie presque sûrement) telle que

(a) Z est F -mesurable,
(b) E(|Z|) < ∞,
(c) Pour toute variable aléatoire W bornée et F -mesurable alors E(XW) = E(ZW).

On définit l’espérance conditionnelle de X sachant F par E(X|F ) := Z.
Soient X1, X2 deux variables aléatoires dans L1(A, P). L’espérance conditionnelle admet les

propriétés suivantes :
(i) Linéarité :

E(X1 + X2 |F ) = E(X1 |F ) + E(X2 |F ).
(ii) Monotonie : si X1 ≥ X2 presque sûrement alors

E(X1 |F ) > E(X2 |F ) presque sûrement. (B.25)

Démonstration. La première étape consiste à montrer l’existence de l’espérance condition-
nelle pour une variable X dans L1(A, P). Comme pour la construction de l’espérance, i.e.
de l’intégrale, il suffit de traiter le cas de variables aléatoires positives et d’utiliser ensuite
la décomposition X = X+ −X− pour conclure dans le cas général. La stratégie consiste à
approcher X > 0 par des variables aléatoires Xn := inf{X, n} bornées qui appartiennent
donc à L2(A, P). Ainsi par le lemme B.24, l’espérance conditionnelle Zn := E(Xn |F ) est
bien définie à l’aide de la projection orthogonale et elle vérifie les conditions (a,b,c) du
théorème B.25. En particulier, pour toute variable aléatoire W bornée et mesurable par
rapport à F alors

E(Zn W) = E(Xn W). (B.26)

La suite {Zn}n > 1 est croissante par la propriété (ii) du lemme B.24. Elle admet donc une
limite presque sûrement

Z := lim
n→∞

↑ Zn ∈ [0,+∞].

Comme les variables Zn sont mesurables par rapport à F , leur limite Z l’est aussi (cf. pro-
position A.13). Les suites {Xn}n > 1 et {Zn}n > 1 étant croissantes, le théorème de conver-
gence monotone permet de déduire de (B.26) que

E(Z W) = E(X W).

Notons que pour appliquer le théorème de convergence monotone, il faut décomposer W
sous la forme W = W+−W−. Ainsi Z satisfait les conditions (a,c). Comme Z est positive,
il suffit de poser W = 1 pour vérifier la condition (b).

Afin de démontrer l’unicité de l’espérance conditionnelle, supposons qu’il existe deux
variables aléatoires Z et Z̃ vérifiant les conditions (a,b,c). Comme Z et Z̃ sont mesurables
par rapport à F , la variable aléatoire W = 1{Z−Z̃ > 0} est aussi mesurable pour F . La
propriété (c) permet d’affirmer que

E
(
(Z− Z̃)W

)
= 0.
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Ceci implique que (Z− Z̃)+ = 0 presque sûrement. Il suffit de considérer W = 1{Z−Z̃ 6 0}
pour obtenir que (Z − Z̃)− = 0 presque sûrement. Ainsi les variables aléatoires Z et Z̃
coïncident presque sûrement et l’espérance conditionnelle est définie de façon unique par
E(X |F ) := Z.

Les propriétés de linéarité (i) et de monotonie (ii) du lemme B.24 s’étendent immé-
diatement en tronquant les variables aléatoires de L1(A, P) et en appliquant la méthode
précédente.

B.5.2 Propriétés de l’espérance conditionnelle

Commençons par démontrer les théorèmes de convergence, énoncés proposition 9.5,
pour l’espérance conditionnelle. La proposition 9.5 est rappelée ci-dessous.

Proposition B.26. Soient {Xn}n > 1 et X des variables aléatoires dans L1(A, P). L’espérance
conditionnelle satisfait les résultats de convergence suivants :

(i) (Convergence monotone)
Si Xn > 0 converge presque sûrement vers X en croissant, alors

lim
n→∞

↑ E(Xn|F ) = E(X|F ).

(ii) (Lemme de Fatou)
Si Xn > 0, alors

E
(

lim inf
n→∞

Xn
∣∣F
)

6 lim inf
n→∞

E
(
Xn
∣∣F
)

.

(iii) (Convergence dominée)
S’il existe Y dans L1(A, P) tel que supn |Xn| 6 Y et {Xn}n > 1 converge presque sûre-
ment vers X alors

lim
n→∞

E(Xn|F ) = E(X|F ).

Démonstration.
Assertion (i). Comme la suite {Xn}n > 1 est croissante, la propriété de monotonie (B.25)
implique que la suite Zn := E(Xn|F ) est aussi croissante. Par construction la variable
aléatoire limite Z = limn ↑ Zn = supn Zn est aussi positive et mesurable par rapport à F .
De plus Z est intégrable, car le lemme de Fatou permet de déduire que

E(Z) = E
(

lim inf
n→∞

Zn

)
6 lim inf

n→∞
E(Zn) = lim inf

n→∞
E(Xn) 6 E(X) < ∞.

Ainsi Z vérifie les propriétés (a,b) du théorème B.25 et il ne reste plus qu’à démon-
trer la propriété (c). Pour toute variable aléatoire W bornée et F -mesurable, on sait que
E(Xn W) = E(Zn W). Comme supn |Xn| 6 X et supn |Zn| 6 Z, le théorème de conver-
gence monotone permet de passer à la limite E(X W) = E(Z W) et de montrer que
Z satisfait la propriété (c). L’espérance conditionnelle étant unique, on en déduit que
Z = E(X|F ) presque sûrement. Ceci prouve l’assertion (i).

Assertion (ii). La propriété de monotonie (B.25) implique que

inf
k > n

E
(
Xk
∣∣F
)
> E

(
inf

k > n
Xk
∣∣F
)

pour tout n > 1. (B.27)
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On conclut l’assertion (ii) en utilisant le résultat de convergence monotone (i).

Assertion (iii). La preuve est identique à la démonstration du théorème A.21. On définit
Yn := |Xn − X| et on remarque que Ȳ := supn Yn appartient à L1(A, P) grâce à la borne
uniforme sur la suite {Xn}n > 1. Le lemme de Fatou (ii) appliqué à la variable Ȳ − Yn
implique que

E(Ȳ) = E
(

lim inf
n→∞

(Ȳ−Yn)
∣∣F
)

6 lim inf
n→∞

E
(
Ȳ−Yn

∣∣F
)
= E(Ȳ)− lim sup

n→∞
E
(
Yn
∣∣F
)

.

Ceci prouve l’assertion (iii).

Les résultats de la proposition 9.8 sont rappelés et démontrés dans les propositions
suivantes.

Proposition B.27 (Projections itérées). Soit X une variable aléatoire dans L1(A, P) et F ,G
des σ-algèbres incluses dans A. Si F ⊂ G alors

E
(
E
(
X |G

)
| F
)
= E

(
X |F

)
. (B.28)

Démonstration. CommeF contient moins d’information que G, on observe que L2(F , P) ⊂
L2(G, P). Par conséquent pour des variables X dans L2(A, P), la relation (B.28) est une
conséquence du théorème des projections itérées en algèbre linéaire. En effet, pour toute
variable aléatoire W dans L2(F , P), on a bien

E
(

E
(
E
(
X |G

)
| F
)
W
)
= E

(
E
(
X |G

)
W
)
= E (XW)

car W appartient aussi à L2(G, P).
Pour étendre la relation (B.28) aux variables aléatoires dans L1(A, P), il suffit de tron-

quer les variables comme dans la preuve du théorème B.25.

Proposition B.28. On considèreF une σ-algèbre incluse dansA. Soient X une variable aléatoire
dans L1(A) et Y une variable aléatoire F -mesurable telle que E

(
|XY|

)
< ∞. Alors

E
(
X Y |F

)
= Y E

(
X |F

)
. (B.29)

Démonstration. Supposons d’abord que Y soit une variable aléatoire bornée. Alors pour
toute variable aléatoire W bornée et mesurable par rapport à F , on peut écrire grâce à la
définition de E(X|F )

E (Y E(X|F )W) = E (E(X|F )YW) = E
(
X YW

)
= E

(
E
(
X Y |F

)
W
)
,

où nous avons utilisé que YW est aussi mesurable par rapport à F . On en déduit (B.29)
par l’unicité de l’espérance conditionnelle.

Le théorème de convergence dominée permet ensuite de généraliser cette relation aux
variables aléatoires Y telles que E(|XY|) < ∞.
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Proposition B.29. Soient X une variable aléatoire dans L1(A, P) etF ,G des σ-algèbres incluses
dans A telles que G est indépendante de σ(σ(X),F ). Alors

E
(
X|σ(F ,G)

)
= E

(
X|F

)
.

Démonstration. Il suffit de considérer une variable positive X dans L1(A, P) et de montrer
que pour tout évènement A dans σ(F ,G), la relation suivante est satisfaite

E
(
X1A

)
= E

(
E
(
X|F

)
1A
)

. (B.30)

Pour des évènements de la forme A = F ∩ G avec F ∈ F et G ∈ G, nous pouvons écrire,
en utilisant deux fois l’indépendance entre σ(σ(X),F ) et G,

E
(
E
(
X|F

)
1F∩G

)
= E

(
E
(
X|F )1F

)
E
(
1G) = E

(
X1F

)
E
(
1G
)
= E

(
X1F∩G

)
.

Ainsi les mesures A 7→ E(X1A) et A 7→ E (E(X|F )1A) sur σ(F ,G) coïncident sur la
famille d’ensembles

I =
{

F ∩ G, F ∈ F , G ∈ G
}

.

Comme I est stable par intersection et engendre σ(F ,G), le théorème A.8 assure que les
2 mesures sont égales pour tout A dans σ(F ,G). Ceci prouve la relation (B.30) et donc la
proposition B.29.

B.5.3 Espérance conditionnelle pour des variables à densité.

Nous allons conclure en traitant le cas particulier des variables à densité. Supposons
que le couple (X, Y) soit à valeurs dans R2 et admette une distribution absolument conti-
nue par rapport à la mesure de Lebesgue dans R2, de densité f(X,Y)(x, y)dxdy. Définissons
la loi marginale de Y obtenue par intégration par rapport à la variable x

fY(y) =
∫

f(X,Y)(x′, y)dx′

et pour fY(y) > 0, la probabilité conditionnelle par

fX|Y=y(x) =
f(X,Y)(x, y)

fY(y)
=

f(X,Y)(x, y)∫
f(X,Y)(x′, y)dx′

que l’on interprète comme l’analogue de (9.1) dans ce contexte. Pour tout y fixé tel que
fY(y) > 0, la fonction fX|Y=y(x) définit une densité sur R et on peut lui associer

E(X|Y = y) =
∫

x fX|Y=y(x)dx.

Comme dans le cas discret, E(X|Y) = ϕ(Y) est une fonction de Y et elle définit une
variable aléatoire E(X|Y) appelée espérance conditionnelle de X sachant Y. La condi-
tion d’orthogonalité (c) du théorème 9.3 se vérifie aussi par un calcul direct : pour toute
fonction h : R→ R bornée

E (E(X|Y) h(Y)) =
∫

dy fY(y) h(y)
∫

x fX|Y=y(x)dx

=
∫ ∫

x h(y) f(X,Y)(x, y)dxdy = E(X h(Y))
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FIGURE B.1 – Le schéma représente la densité fX,Y de l’exemple (B.31).

où on a utilisé le théorème de Fubini. On retrouve ainsi la propriété (9.8).

Pour conclure prenons l’exemple de la densité

∀x, y ∈ [0, 1]2, fX,Y(x, y) = 2
(
1{x 6 1/2, y > 1/2} + 1{x>1/2, y 6 1/2}

)
(B.31)

représentée figure B.1. Le calcul des marginales permet de voir que les variables considé-
rées séparément sont uniformément distribuées sur [0, 1]

∀x, y ∈ [0, 1], fX(x) = 1, fY(y) = 1.

Par contre, la probabilité conditionnelle de X sachant Y est ou bien uniforme sur [0, 1/2]
ou bien sur [1/2, 1]

fX|Y=y(x) = 2
(
1{x 6 1/2, y > 1/2} + 1{x>1/2, y 6 1/2}

)
.

L’espérance conditionnelle est donnée par

E(X|Y) = 1
4

1{Y > 1/2} +
3
4

1{Y<1/2}.
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